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Úvod

Tématem diplomové práce je představit teorii skrytých Markovových řetězců,
které jsou rozšířením teorie Markovových řetězců. Markovovy řetězce se zabývají
chováním náhodného procesu v čase, kdy předpokládáme, že v jeho vývoji v
čase je jistá neurčitost. V teorii skrytých Markovových řetězců předpokládáme,
že realizace tohoto náhodného procesu nejsou přímo pozorovatelné a můžeme
je určit prostřednictvím jiné náhodné veličiny. V práci se zaměříme na případ
spojitých skrytých Markovových řetězců, tedy situaci, kdy je předmětem našeho
pozorování spojitá náhodná veličina.

Cílem diplomové práce je nastudovat, popsat a v neposlední řadě aplikovat
teorii skrytých Markovových řetězců.

První kapitola diplomové práce představuje seznámení s Markovovými řetězci
a dává čtěnáři nezbytný základ pro porozumění další teorie, která je předmětem
práce.

Druhá kapitola, která se týká samotných skrytých Markovových řetězců, je
rozdělena do tří částí. V první podkapitole je čtenář seznámen se základními po-
jmy a rozdíly oproti dříve popsané teorii. Druhá část se týká tří úloh, které jsou ve
spojitosti se skrytými Markovovými řetězci řešeny. Závěrečnou třetí podkapitolou
je rozšíření teorie o případ regresní analýzy, tedy na skryté Markovovy regresní
modely. V průběhu textu jsou jednotlivé problémy pro názornost aplikovány na
jednoduchém příkladu a doplněny příslušnými funkcemi ve statistickém softwaru
R.

Třetí (a poslední) kapitola je věnována aplikaci teoretických poznatků na
reálném datovém souboru.
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Kapitola 1

Náhodný proces, Markovovy
řetězce

V této kapitole se seznámíme se základy Markovových řetězců, které jsou ne-
zbytné k porozumění problematiky skrytých Markovových řetězců. Základy teorie
markovských řetězců položil ruský matematik A. A. Markov (1856-1922), který
své poznatky aplikoval například na románu A. S. Puškina Evžen Oněgin, na
kterém provedl statistický výzkum výskytu souhlásek a samohlásek. Tato teorie
se zabývá chováním náhodného procesu v čase, kdy předpokládáme, že v jeho vý-
voji v čase je jistá neurčitost, přičemž vývoj procesu v čase budoucím je ovlivněn
pouze současností nikoli minulostí. Tato kapitola je zpracována s použitím zdrojů
[8], [13], [15], [17].

1.1. Náhodný proces

Jak již bylo zmíněno výše, Markovův řetězec je speciálním případem náhod-
ného procesu. Definujme si tedy nejprve náhodný proces.

Definice. Nechť (Ω,A, P ) je pravděpodobnostní prostor, nechť T ⊂ R. Rodina
reálných náhodných veličin {Qt, t ∈ T} definovaných na (Ω,A, P ) se nazývá ná-
hodný proces.

Náhodné procesy můžeme dělit dle času na:
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• proces s diskrétním časem (pokud T = Z = {0,±1,±2, . . .} nebo T =
N0 = {0, 1, . . .});

• proces se spojitým časem (pokud T = 〈a, b〉, kde −∞ ≤ a < b ≤ ∞).

Stejně tak je můžeme dělit dle hodnot náhodných veličin Qt, které značí stav, ve
kterém se systém nachází v čase t, na:

• proces s diskrétními stavy (náhodné veličiny Qt nabývají diskrétních hod-
not);

• proces se spojitými stavy (náhodné veličiny Qt nabývají hodnot z nějakého
intervalu).

Dále se v práci budeme zabývat pouze procesy s diskrétními stavy, které nazýváme
náhodné posloupnosti.

1.2. Markovovy řetězce

Uvažujme posloupnost náhodných veličin {Qt, t ∈ N0} definovanou na prav-
děpodobnostním prostoru (Ω,A, P ). Množinou stavů S rozumíme množinu ce-
lých čísel i, pro která platí, že i ∈ S právě tehdy, když existuje t ∈ N0 tak, že
P (Qt = i) > 0. Prvky takovéto množiny budeme nazývat stavy. V práci budeme
předpokládat, že S = {1, . . . , N}, kde N je počet stavů.

Definice. Posloupnost diskrétních náhodných veličin {Qt, t ∈ N0} se nazývá Mar-
kovův řetězec s diskrétním časem a množinou stavů S, jestliže je splněna markov-
ská vlastnost, tj. jestliže

P (Qt+1 = j|Qt = i, Qt−1 = it−1, . . . , Q0 = i0) = P (Qt+1 = j|Qt = i)

pro každé t = 0, 1, . . . a každé i0, i1, . . . , it−1, i, j ∈ S taková, že P (Qt = i, Qt−1 =
it−1, . . . , Q0 = i0) > 0.

Markovská vlastnost nám říká, že vývoj náhodného procesu do budoucnosti
je dán pouze stavem současným a nezávisí na tom, jak se do tohoto stavu proces
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dostal. Říkáme také, že se jedná o systém bez paměti, jelikož „zapomíná“ stavy
předešlé.

Markovovy řetězce jsou (spolu s množinou stavů) určeny také počátečním roz-
dělením pravděpodobnosti a pravděpodobnostmi přechodu. Počáteční rozdělení
pravděpodobnosti určuje pravděpodobnosti jednotlivých stavů v čase 0 a je dáno
vektorem π = (π1, π2, . . . , πN), jehož složky jsou definovány jako

πi = P (Q0 = i) pro každé i ∈ S.

Současně také platí vztahy

0 ≤ πi ≤ 1, i ∈ S, ∑
i∈S

πi = 1.

Tyto vztahy udávají, že vektor π můžeme nazvat pravděpodobnostním vektorem.
Pravděpodobností přechodu ze stavu i v čase t do stavu j v čase t+ 1 nazýváme
podmíněnou pravděpodobnost

aij(t, t+ 1) = P (Qt+1 = j|Qt = i), i, j ∈ S, t ∈ N0.

Definice. Markovův řetězec s diskrétním časem, pro který platí

aij(t, t+ 1) = aij, pro všechna i, j ∈ S, t ∈ N0

tj. pravděpodobnost přechodu nezávisí na t, se nazývá homogenní Markovův řetě-
zec.

Dále se budeme zabývat pouze homogenními řetězci. Pro takovéto řetězce platí

0 ≤ aij ≤ 1, i, j ∈ S, ∑
j∈S

aij = 1, i ∈ S.

Pravděpodobnosti přechodu můžeme uspořádat do tzv. matice pravděpodobností
přechodu

A =



a11 a12 · · · a1N
a21 a22 · · · a2N
a31 a32 · · · a3N
... ... . . . ...
aN1 aN2 · · · aNN


Tato matice je stochastická. To znamená, že se jedná o čtvervocou matici o roz-
měru odpovídajícímu počtu stavů v množině S a splňující
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aij ≥ 0, ∑
j∈S

aij = 1, i, j ∈ S,

tj. součet každého řádku je roven jedné.
Pomocí matice pravděpodobností přechodu se však posuneme pouze o jeden

krok. Mohou nás však dále zajímat pravděpodobnosti přechodu po n krocích.

Definice. Nechť n je libovolné celé nezáporné číslo. Podmíněnou pravděpodobnost

a
(n)
ij = P (Qt+n = j|Qt = i), i, j ∈ S, t ∈ N0

nazýváme pravděpodobností přechodu ze stavu i do stavu j za n kroků.

Pro takovéto pravděpodobnosti platí vztahy

0 ≤ a
(n)
ij ≤ 1, ∑

j∈S
a

(n)
ij = 1, i, j ∈ S, n ∈ N0.

Jelikož n ∈ N0, pro kompletnost dodefinujeme

a0
ij =

1 pro i = j,

0 pro i 6= j.

Nyní lze pomocí zavedených pravděpodobností přechodu za n kroků vyjádřit tzv.
Chapman-Kolmogorovovy rovnosti, které vypadají následovně

a
(n+1)
ij = ∑

s∈S
a

(n)
is asj,

a
(n+k)
ij = ∑

s∈S
a

(n)
is a

(k)
sj ,

a
(n+)
ij = ∑

s∈S
a

(r)
is a

(n+−r)
sj ,

kde n, k ∈ N0, i, j ∈ S a n+, r ∈ N, pro která platí vztah 1 ≤ r ≤ n+ − 1.

Stejně jako pravděpodobnosti přechodu můžeme pravděpodobnosti přechodu
za n kroků uspořádat do stochastické matice, kterou značíme

An = (a(n)
ij )i,j∈S.
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Jelikož A1 = A a An = A ·An−1, lze matici pravděpodobností přechodu za n
kroků vyjádřit jako

An = A ·An−1 = A2 ·An−2 = . . . = An−1 ·An−(n−1) = An,

kde An značí n-tou mocninu matice pravděpodobností přechodu.
V kapitole jsme se již seznámili s pravděpodobnostmi přechodu a pravděpo-

dobnostmi přechodu za n kroků. Na závěr kapitoly Markovových řetězců nám
zbývá určit pravděpodobnosti „bytí v určitém stavu“, tedy absolutní pravděpo-
dobnosti. Takovéto pravděpodobnosti nám popíše následující definice.

Definice. Absolutními pravděpodobnostmi jednotlivých stavů v čase t nazýváme
pravděpodobnosti toho, že se systém v čase t nachází ve stavu i, tj. a(t)

i = P (Qt =
i), i ∈ S, t ∈ N0.

Pro takovéto pravděpodobnosti opět platí

0 ≤ a
(t)
i ≤ 1, ∑

i∈S
a

(t)
i = 1, i ∈ S, t ∈ N0.

Pro vyjádření absolutních pravděpodobností dále platí vztahy

a
(t)
j = ∑

s∈S
πsa

(t)
sj ,

a
(t+1)
j = ∑

s∈S
a(t)
s asj,

kde t ∈ N, j ∈ S. Absolutní pravděpodobnosti můžeme zapsat jako pravděpo-
dobnostní vektor a(t) = (a(t)

0 , a
(t)
1 , a

(t)
2 , . . . , a

(t)
N ). Jestliže známe počáteční prav-

děpodobnosti a pravděpodobnosti přechodu za n kroků, lze pomocí nich tento
vektor absolutních pravděpodobností vyjádřit následujícím způsobem

a(t) = π ·At,
a(t+1) = a(t) ·A.
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Kapitola 2

Skryté Markovovy řetězce

V této kapitole se seznámíme se skrytými Markovovými řetězci (HMM), které
představují rozšíření teorie Markovových řetězců na případ, kdy jednotlivé stavy
nejsou přímo pozorovatelné. To znamená, že v daném čase nevidíme, v jakém
stavu se řetězec nachází, ale známe pouze hodnoty pozorování jiné veličiny. To je
důvod, proč takovéto řetězce nazýváme skrytými. Skryté Markovovy řetězce se
skládají ze dvou náhodných procesů. Prvním je již zmíněný Markovův řetězec,
který je charakterizován jednotlivými stavy a pravděpodobnostmi přechodu mezi
nimi. Druhý proces charakterizují rozdělení pravděpodobnosti námi sledované ná-
hodné veličiny, která jsou závislá na stavech. Tedy každému stavu odpovídá jiné
rozdělení pravděpodobnosti. V práci se zaměříme na situaci, kdy je sledovaná
veličina spojitá. Tyto spojité skryté Markovovy řetězce nacházejí řadu uplat-
nění. Jejich nejčastější a nejznámější aplikací je rozpoznávání mluvené řeči. Dále
bývají aplikovány například při rozpoznávání fyzické aktivity či obrazu, v marke-
tingu, bankovnictví, biomedicínském inženýrství k analýze signálů EKG a EEG
či analýze seismické aktivity. V neposlední řadě bývají aplikovány v souvislosti
s analýzou akciových trhů. Tato kapitola je zpracována za pomocí literatury [4],
[6], [7], [9], [10], [12], [16].
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2.1. Diskréní a spojité skryté Markovovy řetězce

Skryté Markovovy řetězce jsou definovány množinou stavů, počátečním roz-
dělením, pravděpodobnostmi přechodu a rozdělením pravděpodobnosti náhodné
veličiny Ot, tedy námi sledované náhodné veličiny jejíž realizacím odpovídají po-
zorované hodnoty. Pro definování skrytých markovských řetězců je nejprve nutné
se seznámit s jeho jednotlivými složkami. Důležité je také zmínit, že stejně jako v
kapitole zabývající se markovskými řetězci, budeme i nadále uvažovat homogenní
markovské řetězce s diskrétním časem.
Složky, se kterými jsme se seznámili již v teorii Markovových řetězců jsou:

• množina stavů S = {1, . . . , N}, kde N značí počet stavů,

• počáteční rozdělení pravděpodobnosti π = (π1, π2, . . . , πN), kde

πi = P (Q0 = i) pro každé i ∈ S,

• matice pravděpodobností přechodu A = (aij)i,j∈S , pro jejíž složky platí

aij = P (Qt+1 = j|Qt = i), t = 0, 1, . . . , T, i, j ∈ S.

Složky, které se vyskytují nově u skrytých Markovových řetězců:

• množina možných pozorování V ,

• rozdělení pravděpodobnosti náhodné veličiny Ot.

Podívejme se nejprve na množinu možných pozorování V . Je-li množina možných
pozorování konečná, hovoříme o diskrétních skrytých Markovových řetězcích a
tato množina má podobu V = {v0, v1, . . . , vZ}, kde Z je počet prvků množiny.
Naopak v případě, kdy je množina možných pozorování nespočetná, V ⊆ R,
hovoříme o spojitých skrytých Markovových řetězcích.
Další nově se vyskytující složkou řetězců je rozdělení pravděpodobnosti náhodné
veličiny Ot. V případě, že náhodná veličina Ot je diskrétní (tj. nabývá hodnot z
V = {v0, v1, . . . , vZ}), má rozdělení pravděpodobnosti následující tvar
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bj(k) = P (Ot = vk|Qt = j),

a platí tedy

bj(k) ≥ 0,
Z∑
k=0

bj(k) = 1,

kde t = 0, 1, . . . , T, j ∈ S, 0 ≤ k ≤ Z. V případě spojitých HMM, kdy náhodná ve-
ličina Ot nabývá hodnot z V ⊆ R, použijeme spojité rozdělení pravděpodobnosti
náhodné veličiny Ot (respektive jeho hustotu). Požadavek na spojité rozdělení
pravděpodobnosti je, aby jeho hustota byla log-konkávní. V práci tedy zvolíme
hustotu normálního rozdělení pravděpodobnosti a bj(ot) můžeme vyjádřit jako

bj(ot) = f(ot, µj, σ2
j ), t = 0, 1, . . . , T, j ∈ S

kde f je hustota normálního rozdělení pravděpodobnosti v bodě ot s příslušnými
parametry. Tedy µj je střední hodnota normálního rozdělení příslušející stavu j,
σ2
j značí rozptyl příslušející stavu j a ot je realizací náhodné veličiny Ot (tedy

naším pozorováním). Jelikož se jedná o hustotu, musí být splněna podmínka

∫∞
−∞ bj(Ot)dOt = 1.

Je důležité si uvědomit, že narozdíl od diskrétního případu, kde bj(k) vyja-
dřuje pravděpodobnost generování pozorování vk za předpokladu, že se nacházíme
ve stavu j, není u spojitého případu bj(ot) vyjádřením pravděpodobnosti, ale
pouze hodnotou hustoty příslušného rozdělení v bodě ot. Dále se v práci budeme
zabývat případem spojitým.

Pozn. V některých situacích může být pro jednotlivé stavy vhodné místo jedné
hustoty normálního (nebo jiného log-konkávního) rozdělení pravděpodobnosti po-
užít hustot více. V našem případě hovoříme o směsi normálních rozdělení prav-
děpodobnosti, kterou vyjádříme jako lineární kombinaci dílčích hustot následovně

bj(ot) =
M∑
m=1

cjmf(ot, µjm, σ2
jm),
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kde f(ot, µjm, σ2
jm) je hodnota dílčí (m-té) hustoty normálního rozdělení v bodě

ot, t = 0, 1, . . . , T příslušející stavu j ∈ S, cjm je váha dílčí (m-té) hustoty příslu-
šející stavu j a M je počet dílčích hustot. Pro jednotlivé váhy platí

cjm ≥ 0,
M∑
m=1

cjm = 1

a opět tedy musí být splněna podmínka

∫∞
−∞ bj(Ot)dOt = 1.

V práci se však omezíme pouze na základní případ, tedy bez směsí.

Nyní jsme se seznámili s veškerými parametry modelu a pro další použití si
model, který je dán parametry π,A,µ,σ2 zapíšeme jako

λ = (π,A,µ,σ2),

kde µ = (µ1, . . . , µN) a σ2 = (σ2
1, . . . , σ

2
N).

2.2. Tři základní úlohy skrytých Markovových ře-
tězců

V následující kapitole si představíme tři úlohy, se kterými se při studiu Mar-
kovových řetězců můžeme setkat. Jsou jimi úloha ohodnocení, úloha určení opti-
mální posloupnosti stavů a úloha učení.

2.2.1. Úloha ohodnocení

První úlohou, kterou si představíme, je úloha ohodnocení (Evaluation pro-
blem). Nechť máme dán model λ a posloupnost pozorování O = (o0, o1, . . . , oT ).
Naším úkolem je získat míru věrohodnosti, že daná poslopnost pozorování O je
generována modelem λ, tj P (O|λ). Nejprve uvažujeme jednu posloupnost stavů
Q = (q0, q1, ..., qT ). Pravděpodobnost této posloupnosti stavů za předpokladu, že
máme model λ je rovna
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P (Q|λ) = πq0

T∏
t=1

aqt−1qt .

Dále potřebujeme znát míru věrohodnosti posloupnosti O za předpokladu, že
máme dánu posloupnost stavů Q a model λ. Tuto míru věrohodnosti získáme
jako součin hodnot hustot normálních rozdělení odpovídajícíh stavům q0, q1, ..., qT

v bodech o0, o1, . . . , oT , tj.

P (O|Q, λ) =
T∏
t=0

P (ot|qt, λ) =
T∏
t=0

bqt(ot).

Míru věrohodnosti současného pozorování posloupnosti O a posloupnosti stavů
Q, pokud máme dán model λ, vyjádříme jako

P (O,Q|λ) = πq0bq0(o0)
T∏
t=1

aqt−1qtbqt(ot).

Sečtením přes všechny možné posloupnosti stavů získáme námi hledanou míru
věrohodnosti P (O|λ)

P (O|λ) = ∑
Q
P (O,Q|λ).

Příklad. Dva biatlonisté se připravují na závod. Při každém tréninku je jim
změřen čas, za který zajedou závodní trať. Jak tomu občas bývá, při ukládání
měřených časů nastala chyba a k jednotlivým časům nejsou přiřazena jména
závodníků. Tudíž trenér nemůže zanalyzovat výsledky závodníků a získat tak
představu o jejich kondici. Rozhodl se tedy, že se na základě výsledků z předešlé
sezóny pokusí jména závodníků k naměřeným časům přiřadit sám. Při výpočtu
předpokládá, že pravděpodobnosti přechodu (střídání závodníků na tréninku)
jsou určeny tak, že absolvování dvou po sobě jdoucích tréninků jedním závodní-
kem je méně pravděpodobné. Pravděpodobnost absolvování prvního tréninku, tj.
prvního naměřeného času, je pro oba závodníky stejná. Závodník 1 je zkušenější,
proto jeho výsledky z loňské sezóny nemají příliš velký rozptyl σ2

1 = 5152, 567
a µ1 = 1529, 833. Oproti tomu je závodník 2 poněkud zbrklejší, což se občas
výrazněji projeví na čase, jehož střední hodnota a rozptyl jsou µ2 = 1650, 167 a
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σ2
2 = 11553, 77. Zobrazíme si prvních šest zaznamenaných časů. Náš vektor pozo-

rování tedy bude O = (1511, 1715, 1634, 1540, 1460, 1780) a počáteční rozdělení
pravděpodobnosti π = (0, 5; 0, 5). Matice pravděpodobností přechodu bude mít
následující tvar

A =
(

0, 3; 0, 7
0, 7; 0, 3

)

Pro začátek si určíme věrohodnost, že první naměřený čas zaběhl závodník 1,
která bude mít následující tvar

P (o0, Q0 = 1|λ) = π1b1(o0) = π1 ·
1

σ1
√

2π
· e
−(o0−µ1)2

2σ2
1

= 0, 5 · 0, 00537

= 0, 00269.

Naopak, věrohodnost závodníka 2 pro první čas by byla

P (o0, Q0 = 2|λ) = π2b2(o0) = π2 ·
1

σ2
√

2π
· e
−(o0−µ2)2

2σ2
2

= 0, 5 · 0, 00161

= 0, 00081.

Věrohodnost P (O,Q|λ), tedy současného pozorování posloupnosti O a posloup-
nosti stavů Q = (1, 2, 1, 1, 2, 2), můžeme určit jako

P (O,Q|λ) = π1 · b1(o0) · a12 · b2(o1) · a21 · b1(o2) · a11 · b1(o3) · a12 · b2(o4) · a22 · b2(o5)

= 0, 5 · 0, 00537 · 0, 7 · 0, 00309 · 0, 7 · 0, 00194 · 0, 3 · 0, 00550 ·

·0, 7 · 0, 00078 · 0, 3 · 0, 00179

= 3, 8 · 10−18

Pozn. Příklady jsou inspirovány reálnými výsledky biatlonových závodů dostup-
ných z [5].

Jelikož v každém čase t můžeme dosáhnout jednoho z N možných stavů,
existuje NT+1 různých posloupností stavů. Takovýto přístup by byl výpočetně
náročný, proto se seznámíme s algoritmy, které nám výpočet P (O|λ) zjednoduší.
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Prvním takovýmto algoritmem je dopředný algoritmus (forward algori-
thm). Zavedeme si pomocnou proměnnou

αt(i) = P (o0, o1, . . . , ot, Qt = i|λ),

kterou nazveme proměnnou dopřednou (forward variable) a která vyjadřuje míru
věrohodnosti, s jakou pozorujeme posloupnost o0, o1, . . . , ot a zároveň jsme v čase
t ve stavu i za předpokladu modelu λ. Algoritmus má následující podobu:

1. Inicializace

α0(i) = πibi(o0) pro i = 1, . . . , N

Na počátku algoritmu určíme pro každý stav míru věrohodnosti, se kterou
generujeme pozorování o0. Tu určíme pomocí počátečního rozdělení pravdě-
podobnosti a rozdělení pravděpodobnosti veličiny Ot pro jednotlivé stavy.

2. Indukce (krok t+ 1)

αt+1(j) = bj(ot+1)
N∑
i=1

αt(i)aij pro j = 1, . . . , N, t = 0, . . . , T − 1

Při určení dopředné proměnné v čase následujícím (t+1) pro j-tý stav uva-
žujeme míru věrohodnosti, se kterou generujeme pozorování ot+1 ve stavu j
a věrohodnost všech „cest“, kterými jsme se do stavu j dostali. Tuto věro-
hodnost cest určíme jako součet dopředných proměnných v čase současném
přes všechny možné stavy se zohledněním pravděpodobností přechodů z
jednotlivých stavů do stavu uvažovaného (j-tého).

3. Závěr

P (O|λ) =
N∑
i=1

αT (i)

Až se pomocí předchozích kroků dostaneme do času T , sečteme všechny
dopředné proměnné příslušející tomuto času (tedy N proměnných), které
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představují věrohodnosti všech možných cest, kterými jsme se mohli do
jednotlivých koncových stavů dostat a získáme hledanou míru věrohodnosti
P (O|λ).

Obdobně můžeme získat námi hledanou míru věrohodnosti P (O|λ) pomocí
kombinace dopředné a zpětné proměnné (backward variable). Zpětná proměnná
vyjadřuje míru věrohodnosti, s jakou budeme pozorovat posloupnost ot+1, ot+2, . . . , oT

za předpokladu, že jsme v čase t ve stavu i a uvažujeme model λ. Zpětná pro-
měnná bude tedy definována následovně

ϕt(i) = P (ot+1, ot+2, . . . , oT |Qt = i, λ).

Narozdíl od proměnné dopředné postupujeme při výpočtu odzadu, tedy od času
T . Výpočet zpětné proměnné v čase t bude vypadat následovně

ϕt(i) =
N∑
j=1

ϕt+1(j)aijbj(ot+1), t = T − 1, . . . , 1, 0,

kde

ϕT (i) = 1, i = 1, . . . , N .

Vynásobením výše zmíněných proměnných vyjádřených v čase t a stavu i

získáme

αt(i)ϕt(i) = P (O, Qt = i|λ)

a součtem přes všechny stavy získáme hledanou míru věrohodnosti

P (O|λ) =
N∑
i=1

P (O, Qt = i|λ) =
N∑
i=1

αt(i)ϕt(i).

Příklad. Pokud se opět vrátíme k našemu příkladu biatlonových závodníků,
vypočítáme hodnoty dopředných proměnných

α0(1) = π1b1(o0) = 0, 00269, α0(2) = π2b2(o0) = 0, 00081
α1(1) = b1(o1)

2∑
i=1

α0(i)ai1 = 2, 73 · 10−7, α1(2) = b2(o1)
2∑
i=1

α0(i)ai2 = 6, 56 · 10−6

α2(1) = b1(o2)
2∑
i=1

α1(i)ai1 = 9, 06 · 10−9, α2(2) = b2(o2)
2∑
i=1

α1(i)ai2 = 7, 92 · 10−9

... ...
α5(1) = b1(o5)

2∑
i=1

α4(i)ai1 = 6, 21 · 10−19, α5(2) = b2(o5)
2∑
i=1

α4(i)ai2 = 1, 33 · 10−16.
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Následně určíme věrohodnost P (O|λ) jako

P (O|λ) =
2∑
i=1

α5(i) = 1, 34 · 10−16.

Výsledná P (O|λ) tedy říká, s jakou věrohodností je daná posloupnost pozorování
O generována modelem λ.

2.2.2. Úloha určení optimální posloupnosti stavů

Druhou úlohou, kterou můžeme u skrytých Markovových řetězců řešit, je
určení optimální posloupnosti stavů (Decoding problem) při dané posloupnosti
pozorování O. Nechť máme dán model λ a posloupnost nezávislých pozorování
O = (o0, o1, . . . , oT ). Nyní máme dva přístupy k určení optimální posloupnosti
stavů. V prvním z nich určíme optimální stavy v jednotlivých časech individu-
álně. Tedy v čase t bude optimálním stavem ten stav qt, který bude v tomto čase
nejvíce věrohodný.

Definujeme si novou pomocnou proměnnou, která vyjadřuje pravděpodob-
nost, se kterou se v čase t nacházíme ve stavu i za předpokladu, že máme dánu
posloupnost pozorování O a model λ

γt(i) = P (Qt = i|O, λ).

Tuto pomocnou proměnnou lze vyjádřit také jako

γt(i) = P (O,Qt=i|λ)
P (O|λ) = P (O,Qt=i|λ)

N∑
i=1

P (O,Qt=i|λ)

a s využitím již dříve definované dopředné a zpětné proměnné můžeme napsat

γt(i) = αt(i)ϕt(i)
N∑
i=1

αt(i)ϕt(i)
.

Nejpravděpodobnější stav v čase t určíme pomocí γt(i) jako

q∗t = arg max
1≤i≤N

γt(i), t = 0, . . . , T .
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Ne vždy však může být tento přístup, kdy určujeme optimální stav v každém
čase individuálně, vhodný. Problém může nastat v případě, kdy některá z prav-
děpodobností přechodu je nulová (aij = 0), tudíž by mohlo být nemožné se do
námi určeného optimálního stavu vůbec dostat. Na řadu přichází druhý přístup
k určení optimální posloupnosti stavů, který vyřeší zmíněný problém. Nazývá se
Viterbiho algoritmus.

Na rozdíl od výše popsaného přístupu hledá Viterbiho algoritmus optimální
posloupnost stavů jako celek, nikoli pro jednotlivé časy individuálně. Jedná se
tedy o úlohu maximalizace P (Q|O, λ). Jelikož P (Q|O, λ) = P (O,Q|λ)

P (O|λ) , je tato ma-

ximalizace ekvivalentní maximalizaci P (Q,O|λ).
Opět si zavedeme novou pomocnou proměnnou δt(i), která bude vyjadřovat nej-
lepší skóre (nejvyšší míru věrohodnosti), které můžeme v čase t obdržet tak, že se
nacházíme v čase t ve stavu i a pozorujeme posloupnost o0, o1, , . . . , ot. Posloup-
nost stavů odpovídající nejlepšímu skóre v čase t bude q0, q1, . . . , qt−1, qt = i

δt(i) = max
q0,...,qt−1

P (q0, . . . , qt−1, qt = i, o0, . . . , ot|λ).

Pro úplnost si zavedeme ještě pomocnou proměnnou ψt(j), která bude sloužit ke
zpětnému trasování stavů (konkrétně bude odpovídat stavu qt−1 z něhož přechod
do stavu qt = j byl nejvíce věrohodný). Nyní můžeme přistoupit k samotnému
Viterbiho algoritmu, který má následující podobu

1. Inicializace

δ0(i) = πibi(o0) pro i = 1, . . . , N .

Stejně jako u dopředného algoritmu, začneme u Viterbiho algoritmu tím, že
určíme pro každý stav míru věrohodnosti, se kterou generujeme pozorování
o0, tj. skóre v čase t = 0.

2. Rekurze (krok t)

δt(j) = bj(ot) max
i=1,...,N

δt−1(i)aij pro j = 1, . . . , N, t = 1, . . . , T .
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ψt(j) = arg max
i=1,...,N

δt−1(i)aij pro j = 1, . . . , N, t = 1, . . . , T .

Při určení skóre v čase „současném“ (t) pro j-tý stav uvažujeme míru věro-
hodnosti, s jakou generujeme pozorování ot+1 ve stavu j a „nejvěrohodnější
cestu“, kterou se do tohoto stavu můžeme dostat. Cestou zde nazýváme
posloupnost stavů a její věrohodnost získáme tak, že pro každý stav prove-
deme součin skóre v čase předchozím (t− 1) a pravděpodobnosti přechodu
do stavu j. Nejvěrohodnější cestu získáme jako maximum z těchto sou-
činů přes všechny stavy. Zároveň si do proměnné ψt(j) „uložíme“ stav, ze
kterého tato nejvěrohodnější cesta vedla. V každém kroku algoritmu tedy
spočítáme 2N proměnných.

3. Závěr

P ∗ = max
i=1,...,N

δT (i)

q∗T = arg max
i=1,...,N

δT (i)

Až se pomocí předchozích kroků dostaneme do času T , určíme maximální
skóre P ∗, které odpovídá míře věrohodnosti nejvěrohodnější cesty (tj. po-
sloupnosti stavů). Stav, který odpovídá tomuto největšímu skóre, je nami
hledaným optimálním stavem q∗T v čase T .

4. Zpětné trasování

q∗t = ψt+1(q∗t+1) pro t = T − 1, . . . , 0.

Poslední fází Viterbiho algoritmu je zpětné trasování (backtracking). V této
fázi určujeme pomocí proměnné ψt(j) optimální stavy v jednotlivých časech,
až získáme kompletní posloupnost optimálních stavů. Zpětné trasování tedy
začínáme v čase T − 1 a končíme v čase 0.
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Příklad. Viterbiho algoritmus opět aplikujeme na příklad biatlonových závod-
níků. Vypočítáme hodnoty proměnných δt(j), které vyjadřují nejvyšší míru věro-
hodnosti, kterou můžeme v čase t obdržet a určíme hodnoty proměnných ψt(j),
které představují příslušné nejvěrohodnější stavy.

δ0(1) = π1b1(o0) = 0, 00269, δ0(2) = π2b2(o0) = 0, 00081
δ1(1) = b1(o1) max

i=1,2
δ0(i)ai1 = 1, 61 · 10−7, δ1(2) = b2(o1) max

i=1,2
δ0(i)ai2 = 5, 82 · 10−6

δ2(1) = b1(o2) max
i=1,2

δ1(i)ai1 = 7, 89 · 10−9, δ2(2) = b2(o2) max
i=1,2

δ1(i)ai2 = 6, 40 · 10−9

δ3(1) = b1(o3) max
i=1,2

δ2(i)ai1 = 2, 47 · 10−11, δ3(2) = b2(o3) max
i=1,2

δ2(i)ai2 = 1, 21 · 10−11

δ4(1) = b1(o4) max
i=1,2

δ3(i)ai1 = 2, 94 · 10−14, δ4(2) = b2(o4) max
i=1,2

δ3(i)ai2 = 1, 34 · 10−14

δ5(1) = b1(o5) max
i=1,2

δ4(i)ai1 = 1, 20 · 10−19, δ5(2) = b2(o5) max
i=1,2

δ4(i)ai2 = 3, 68 · 10−17

ψ1(1) = 1, ψ1(2) = 1
ψ2(1) = 2, ψ2(2) = 2
ψ3(1) = 2, ψ3(2) = 1
ψ4(1) = 2, ψ4(2) = 1
ψ5(1) = 2, ψ5(2) = 1

Dalším krokem je stanovit nejvyšší skóre v čase t = 5 a na základě toho i optimální
stav v čase 5.

P ∗ = max
i=1,2

δ5(i) = 3, 68 · 10−17

q∗5 = arg max
i=1,2

δ5(i) = 2

Na závěr určíme zpětným trasováním optimální stavy pro všechny předešlé časové
okamžiky t = 0, . . . , 4, tj.

q∗4 = ψ5(q∗5) = 1
q∗3 = ψ4(q∗4) = 2
q∗2 = ψ3(q∗3) = 1
q∗1 = ψ2(q∗2) = 2
q∗0 = ψ1(q∗1) = 1

Pro určení optimální posloupnosti stavů pomocí softwaru R lze použít funkci
viterbicont z knihovny HMMCont [2].

2.2.3. Úloha učení

V části nazývané „učení“ se seznámíme s metodou, pomocí které je možné
odhadnout optimální parametry modelu λ. To znamená, že hledáme parametry
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λ∗ = (π∗,A∗,µ∗,σ2 ∗) tak, aby příslušná věrohodnost P (O|λ∗) byla maximální,
tj. λ∗ = arg max

λ
P (O|λ). Touto metodou je Baum-Welchův algoritmus, který

je speciálním případem EM (expectation-maximalization) algoritmu. Jedná se o
iterativní proces, který po zadání počátečního odhadu parametrů tyto odhady
iterativně zpřesňuje dokud nebude splněno příslušné ukončovací kritérium. Ukon-
čovacím kritériem může být jednak maxmimální počet iterací Imax ∈ N, a dále
pak minimální rozdíl Akaikeho kritérií (AIC) vypočtených ve dvou po sobě jdou-

cích iteracích (tj.
∣∣∣AIC(l+1) − AIC(l)

∣∣∣ < ε, kde AIC(l) = −2
N∑
i=1

α
(l)
T (i) + 2k značí

hodnotu Akaikeho kritéria v l-té iteraci, l = 0, 1, . . . , Imax, kde l = 0 značí počá-
teční odhad parametrů (viz. dále), k ∈ N je počet parametrů modelu a ε ∈ R+

označuje toleranci). V [3] je místo rozdílu AIC použit rozdíl logaritmu věrohod-
nosti, tj. logP (O|λ) ve dvou po sobě jdoucích iteracích. Jednoduše lze vyjádřit
vzájemný vztah těchto dvou ukazatelů, ze kterého plyne, že jako vhodné ukon-
čovací kritérium lze použít i rozdíl Akaikeho kritérií ve dvou po sobě jdoucích
iteracích l a l + 1, kde l = 0, . . . Imax − 1.

∣∣∣AIC(l+1) − AIC(l)
∣∣∣ = 2 ·

∣∣∣logP (O|λ)(l+1) − logP (O|λ)(l)
∣∣∣ .

Nejjednodušším případem, se kterým se můžeme setkat, je situace, kdy máme
k dispozici jak pozorováníO = (o0, o1, . . . , oT ), tak příslušné stavyQ = (q0, q1, ..., qT )
(např. trénovací data). V takovém případě lze parametry modelu odhadnout
přímo.
Příklad. Představme si náš modelový příklad za předpokladu, že by ke ztrátě
dat nedošlo a trenér by měl kompletní informace o časech obou závodníků. V
takovém případě získáme posloupnosti pozorování a příslušných stavů

O = ( 1511 , 1715 , 1634 , 1540 , 1460 , 1780 )
Q = ( 1 , 2 , 1 , 1 , 2 , 2 )

Z dat získaných prostřednictvím tohoto měření odhadneme příslušné parametry
modelu.
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V první řadě určíme odhad počátečního rozdělení pravděpodobnosti

π̂i = počet výskytů ve stavu i v čase 0

počet výskytů v čase 0
, i = 1, 2.

V našem případě
π̂ = (1, 0).

Dalším odhadovaným parametrem modelu je matice pravděpodobností přechodu
Â, jejíž prvky odhadneme jako

âij = počet přechodů ze stavu i do stavu j

počet přechodů ze stavu i

Matice bude v našem případě vypadat následovně

Â =


1
3 ,

2
3

1
2 ,

1
2

 .
Na závěr odhadneme příslušné střední hodnoty a rozptyly rozdělení pro jednotlivé
stavy i = 1, 2

µ̂i = součet hodnot pozorování ve stavu i
počet pozorování ve stavu i , σ̂2

i = součet kvadrátů odchylek hodnot pozorování ve stavu i od µ̂i
(počet pozorování ve stavu i) - 1

Po dosazení našich pozorování záskáme

µ̂1 = 1561, 67, σ̂2
1 = 4134, 33,

µ̂2 = 1651, 67, σ̂2
2 = 28608, 33.

Běžně to však tak jednoduché nemáme a posloupnost stavů neznáme. Zde
přichází na řadu již zmíněný Baum-Welchův algoritmus. V první řadě je nutné
stanovit počáteční odhady parametrů modelu. Počáteční odhady parametrů mů-
žeme stanovit buď expertně, nebo použít jinou vhodnou metodu. Takovou meto-
dou může být například metoda K-průměrů. Jedná se o metodu shlukové analýzy
a tedy jejím cílem je rozdělit pozorování do K shluků tak, aby byla co nejméně
vzdálena od středu shluku, který odpovídá průměru pozorování v daném shluku.
Předpokládáme tedy, že shluky odpovídají stavům řetězce. Na základě zařazení
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pozorování do stavů můžeme určit počáteční odhady parametrů skrytých Marko-
vových řetězců, které jsou dány následujícími vzorci

π̂
(0)
i = počet výskytů ve stavu i v čase 0

počet výskytů v čase 0
,

â
(0)
ij = počet přechodů ze stavu i do stavu j

počet přechodů ze stavu i
,

µ̂
(0)
i = součet hodnot pozorování ve stavu i

počet pozorování ve stavu i
,

σ̂
2 (0)
i = součet kvadrátů odchylek hodnot pozorování ve stavu i od µ̂i

(počet pozorování ve stavu i) - 1
,

kde i, j = 1, 2, . . . , N .
Dále si zavedeme ξt(i, j) pro t = 0, . . . , T − 1. Jestliže máme dán model λ a

posloupnost pozorování O, je pravděpodobnost, že se systém v čase t nachází ve
stavu i a zároveň v čase t+ 1 ve stavu j definována jako

ξt(i, j) = P (Qt = i, Qt+1 = j|O, λ)

= P (Qt = i, Qt+1 = j,O|λ)
(O|λ)

= αt(i)ϕt+1(j)aijbj(ot+1)
N∑
i=1

N∑
j=1

αt(i)ϕt+1(j)aijbj(ot+1)
.

Již dříve jsme si zavedli pomocnou proměnnou γt(i), kterou jsme definovali ná-
sledovně

γt(i) = αt(i)ϕt(i)
N∑
i=1

αt(i)ϕt(i)
, t = 0, . . . , T,

a která vyjadřuje pravděpodobnost, se kterou se v čase t nacházíme ve stavu i

za předpokladu, že máme dánu posloupnost pozorování O a model λ. Vzájemný
vztah těchto dvou pravděpodobností můžeme (pro t = 0, . . . , T −1) vyjádřit jako

γt(i) = P (Qt = i|O, λ) =
N∑
j=1

P (Qt = i, Qt+1 = j|O, λ) =
N∑
j=1

ξt(i, j).
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Pokud na tyto pravděpodobnosti uplatníme součet přes všechny časové okamžiky,
bude výsledkem příslušný očekávaný počet přechodů. Konkrétně

T−1∑
t=0

γt(i) = očekávaný počet přechodů ze stavu i,

T−1∑
t=0

ξt(i, j) = očekávaný počet přechodů ze stavu i do stavu j.

Využitím těchto vztahů odhadneme parametry modelu následovně

π̂i = očekávaný počet výskytů ve stavu i v čase 0

očekávaný počet výskytů v čase 0

= γ0(i)

âij = očekávaný počet přechodů ze stavu i do stavu j

očekávaný počet přechodů ze stavu i

=

T−1∑
t=0

ξt(i, j)
T−1∑
t=0

γt(i)

V námi uvažovaném spojitém případě potřebujeme dále odhadnout parametry
µi a σ2

i . Představme si, že N = 1 (to znamená, že uvažujeme pouze jeden možný
stav). V takové situaci bychom odhady těchto parametrů určili jednoduše jako

µ̂ = 1
T + 1

T∑
t=0

ot,

σ̂2 = 1
T

T∑
t=0

(ot − µ̂)2.

Pokud však tuto myšlenku rozšíříme na náš případ, ve ktrém můžeme mít stavů
více, provedeme výpočty těchto patametrů váženě. Jako váhy zvolíme pravdě-
podobnosti, tedy pravděpodobnosti že se v čase t nacházíme ve stavu i. Potom
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odhady paramterů µi a σ2
i budou mít následující podobu

µ̂i =

T∑
t=0

γt(i)ot
T∑
t=0

γt(i)
,

σ̂2
i =

T∑
t=0

γt(i)(ot − µ̂i)2

T∑
t=0

γt(i)
.

Na základě výše zavedených vyjádření můžeme přejít k samotnému Baum-Welchovu
iteračnímu algoritmu, který lze popsat následovně:

1. Krok 1 (Inicializace)
V první fázi stanovíme počáteční odhady parametrů modelu.

λ̂(0) = (π̂(0), Â(0), µ̂(0), σ̂2 (0))

Položíme l = 0.

2. Krok 2
Dále dopočítáme hodnoty proměnných ξ(l)

t (i, j) a γ(l)
t (i) pro všechna i, j ∈ S

následovně

ξ
(l)
t (i, j) =

α
(l)
t (i)ϕ(l)

t+1(j)â(l)
ij b

(l)
j (ot+1)

N∑
i=1

N∑
j=1

α
(l)
t (i)ϕ(l)

t+1(j)â(l)
ij b

(l)
j (ot+1)

, t = 0, 1, . . . , T − 1,

γ
(l)
t (i) = α

(l)
t (i)ϕ(l)

t (i)
N∑
i=1

α
(l)
t (i)ϕ(l)

t (i)
, t = 0, 1, . . . , T,

29



kde

b
(l)
j (ot) = f(ot, µ̂(l)

j , σ̂
2 (l)
j ),

α
(l)
0 (i) = π̂

(l)
i b

(l)
i (o0),

α
(l)
t (i) = b

(l)
i (ot)

N∑
j=1

α
(l)
t−1(j)â(l)

ji ,

ϕ
(l)
T (j) = 1,

ϕ
(l)
t (i) =

N∑
j=1

ϕ
(l)
t+1(j)â(l)

ij b
(l)
j (ot+1).

Vypočítáme hodnotu Akaikeho kritéria pro model s počtem parametrů od-
povídajícímu k.

AIC(l) = −2
N∑
i=1

α
(l)
T (i) + 2k.

Pokud l = 0, přejdeme na krok 4.
Pokud l > 0, přejdeme na krok 3.

3. Krok 3
Pokud l = Imax nebo

∣∣∣AIC(l) − AIC(l−1)
∣∣∣ < ε, přejdeme na krok 5.

V opačném případě přejdeme na krok 4.

4. Krok 4
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Pro všechna i, j ∈ S odhadneme nové parametry modelu jako

π̂
(l+1)
i = γ

(l)
0 (i),

â
(l+1)
ij =

T−1∑
t=0

ξ
(l)
t (i, j)

T−1∑
t=0

γ
(l)
t (i)

,

µ̂
(l+1)
i =

T∑
t=0

γ
(l)
t (i)ot

T∑
t=0

γ
(l)
t (i)

,

σ̂
2 (l+1)
i =

T∑
t=0

γ
(l)
t (i)(ot − µ̂(l+1)

i )2

T∑
t=0

γ
(l)
t (i)

.

Položíme l = l + 1 a přejdeme na krok 2.

5. Krok 5
Optimálními odhady parametrů modelu jsou

π̂∗i = π̂
(l)
i ,

â∗ij = â
(l)
ij ,

µ̂∗i = µ̂
(l)
i ,

σ̂2 ∗
i = σ̂

2 (l)
i .

Příklad. Pro odhad optimálních parametrů modelu v našem modelovém pří-
kladě použijeme tedy Baum-Welchův algoritmus. Vzhledem k výpočetní nároč-
nosti provedeme Baum-Welchův algoritmus prostřednictvím softwaru R, a to po-
mocí funkce baumwelchcont z knihovny HMMCont.
Naše počáteční odhady parametrů jsou

π̂(0) = (0, 5; 0, 5)

µ̂(0) = (1529, 83; 1650, 17)

σ̂2 (0) = (5152, 57; 11553, 77)
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Â(0) =
(

0, 3; 0, 7
0, 7; 0, 3

)
.

Po jedné iteraci metodou Baum-Welchova algoritmu získáme

π̂(1) = (0, 87; 0, 13),

µ̂(1) = (1526, 49; 1632, 79),

σ̂2 (1) = (4181, 25; 7378, 35),

Â(1) =

 0, 23; 0, 77

0, 62; 0, 38

 .
Hodnota Akaikeho kritéria bude v tomto případě rovna AIC(1) = 93, 10. Po-
kud chceme získat optimální parametry modelu, je třeba provést iterací více.
Nejprve si však zvolíme ukončovací kritéria. Jedním z kritérií bude maximální
počet iterací Imax=50. Dalším ukončovacím kritériem bude tolerance, tedy mini-
mální rozdíl Akaikeho kritérií ve dvou po sobě jdoucích iteracích, kterou položíme
rovnu ε = 0, 5. Při použití těchto kritérií odhadneme optimální parametry mo-
delu po pěti iteracích. Takto odhadnuté parametry modelu budou mít následující
podobu

π̂(5) = (1; 0),

µ̂(5) = (1497, 02; 1638, 19),

σ̂2 (5) = (963, 26; 5463, 86),

Â(5) =

 0, 16; 0, 84

0, 36; 0, 64

 .
Akaikeho kritérium po pěti iteracích je rovno AIC(5) = 90, 74. Po následné apli-
kaci Viterbiho algoritmu s nově odhadnutými parametry pomocí funkce viterbi-

cont získáme novou posloupnost optimálních stavů Q̂∗(5) = (q̂∗(5)
0 , . . . , q̂

∗(5)
5 ). Pro

porovnání zobrazíme i posloupnost optimálních stavů získanou Viterbiho algorit-
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mem na základě počátečního odhadu parametrů Q̂∗(0) = (q̂∗(0)
0 , . . . , q̂

∗(0)
5 ).

q̂
∗(0)
0 = 1, q̂

∗(5)
0 = 1

q̂
∗(0)
1 = 2, q̂

∗(5)
1 = 2

q̂
∗(0)
2 = 1, q̂

∗(5)
2 = 2

q̂
∗(0)
3 = 2, q̂

∗(5)
3 = 2

q̂
∗(0)
4 = 1, q̂

∗(5)
4 = 1

q̂
∗(0)
5 = 2, q̂

∗(5)
5 = 2

Na základě výsledků se tedy zdá, že oba závodníci dosahují lepších a stabilnějších
výkonů, než tomu bylo v minulém roce. Můžeme také říci, že závodník číslo 2
trénuje časteji než závodník číslo 1.

2.3. Skryté Markovovy regresní modely

Skryté Markovovy regresní modely (HMMR) jsou rozšířením teorie skrytých
markovských modelů na případ regresní analýzy. Tato teorie byla zpracována s
použitím zdrojů [9], [12].
V případě skrytých Markovových regresních modelů předpokládáme, že jednot-
livým stavům markovského řetězce odpovídají různé regresní parametry. Tedy
každý stav je určen jednou sadou regresních parametrů, které charakterizují vztah
mezi pozorovanou závisle proměnnou (Y ) a jednou či více nezávisle proměnnými
(X1, . . . , Xp). Nechť máme dánu množinu stavů S = {1, . . . , N}. Vícenásobnou
lineární regresi za předpokladu, že se systém nachází ve stavu i zapíšeme jako

Yt = β0i + β1iXt1 + β2iXt2 + · · ·+ βpiXtp + εti, 0 ≤ t ≤ T, i ∈ S,

kde Yt značí hodnotu vysvětlované proměnné v čase t, Xt1, . . . , Xtp jsou hod-
noty nezávisle proměnných v čase t, kde p je jejich počet. Dále jako β0i, . . . , βpi

označujeme regresní parametry za předpokladu, že se nacházíme ve stavu i a εti
reprezentuje chybu modelu v čase t opět za předpokladu, že se nacházíme ve
stavu i. O chybách předpokládáme, že jsou nezávislé náhodné veličiny s normál-
ním rozdělením N (0, σ2

i ), kde σ2
i značí rozptyl chyb ve stavu i.
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Lineární regresní model pro i-tý stav bude mít následující podobu

Y = Xβi + εi,

Y = (Y0, . . . , YT )′ , εi = (ε0i, . . . , εT i)
′
,βi = (β0i, . . . , βpi)

′
,X =


1 X11 · · · X1p
... ... . . . ...
1 XT1 · · · XTp

 .
Matici X nazýváme maticí plánu a předpokládáme, že její rozměr je T × (p +
1), tj. předpokládáme model s absolutním členem. Naše pozorování nyní tvoří
posloupnost hodnot závisle proměnných Y = (Y0, . . . , YT ), které jsou normálně
rozdělené se střední hodnotou odpovídající β0i + β1iXt1 + β2iXt2 + · · · + βpiXtp

pro t = 0, . . . T a rozptylem σ2
i , za předpokladu, že jsme ve stavu i. V takovémto

případě bude mít hustota normálního rozdělení v bodě Yt následující podobu

bi(Yt) = f(Yt,Xt
′
βi, σ

2
i ), t = 0, 1, . . . , T, i ∈ S,

kde Xt je vektor, který odpovídá t-tému řádku matice X.
Jelikož se jedná o hustotu, musí být opět splněna podmínka

∫ ∞
−∞

bi(kt)dkt = 1.

Další změnou oproti klasické teorii skrytých Markovových modelů, na kterou
při použití skrytých Markovových regresních modelů narazíme jsou parametry
modelu. Parametry, které mají stejnou podobu jako doposud jsou:

• počáteční rozdělení pravděpodobnosti π = (π1, π2, . . . , πN)

• matice pradvěpodobností přechodu A = (aij)i,j∈S

• rozptyl σ2 = (σ2
1, σ

2
2, . . . , σ

2
N)

Dalším parametrem modelu byla doposud střední hodnota µ = (µ1, µ2, . . . , µN).
Jelikož nyní můžeme střední hodnotu v čase t a stavu i vyjádřit jako Xt

′
βi,

lze za nový parametr modelu (místo parametru µ) považovat matici regresních
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koeficientů β, kterou můžeme zapsat následujícím způsobem

β =


β01 β11 · · · βp1
... ... . . . ...

β0N β1N · · · βpN

 .
Zápis modelu λ bude mít v případě skrytých Markovových regresních modelů
následující podobu

λ = (π,A,β,σ2).

Dopředné (αt(i)), zpětné (ϕt(i)) a další pomocné proměnné (γt(i),δt(i)) jsou vy-
počteny obdobně jako v případě skrytých Markovových řetězců bez použití re-
grese.
V případě úlohy učení, respektive odhadu nových parametrů modelu
λ̂ = (π̂, Â, β̂, σ̂2), postupujeme tak, aby věrohodnost P (Y |λ̂) byla lokálně ma-
ximální. Věrohodnostní funkce, která je funkcí parametru λ bude mít tvar

L(λ) =
∑
qt∈S

πq0bq0(Y0)
T∏
t=1

aqt−1qtbqt(Yt)

a odhad λ̂ určíme jako λ̂ = arg max
λ
L(λ). Platí tedy, že L(λ̂) ≥ L(λ). Odhady

nových parametrů v případě Baum-Welchova algoritmu můžeme pro případ skry-
tých Markovových regresních modelů vyjádřit následovně

π̂i = γ0(i),

âij =

T−1∑
t=0

ξt(i, j)
T−1∑
t=0

γt(i)
,

σ̂2
i =

T∑
t=0

γt(i)(Yt −Xt
′
β̂i)2

T∑
t=0

γt(i)
,

β̂i =


ωx0,x0 ωx0,x1 · · · ωx0,xp

... ... . . . ...
ωxp,x0 ωxp,x1 · · · ωxp,xp


−1

×


ωx0,y
...

ωxp,y

 ,
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kde ωXk,Xl =
T∑
t=0

αt(i)ϕt(i)XtkXtl, ωXk,Y =
T∑
t=0

αt(i)ϕt(i)XtkYt

a kde k, l = 0, . . . , p, Xt0 = 1.
Pro výpočet parametrů β̂i byla použita metoda vážených nejmenších čtverců s
váhami odpovídajícími αt(i)ϕt(i).
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Kapitola 3

Aplikace skrytých Markovových
řetězců

V následující části práce aplikujeme skryté Markovovy řetězce na reálný da-
tový soubor. Datový soubor popisuje počet nově sjednaných hypotéčních úvěrů
a míru nezaměstnanosti ve Spojeném království (UK), které sledujeme na mě-
síční bázi v časovém období od 01/2001 do 02/2020. Datový soubor má tedy 230
pozorování, která jsou popsána následujícími třemi proměnnými:

• Date : datum,

• Mortgages : počet nově sjednaných hypotéčních úvěrů v UK,

• Unemployment : míra nezaměstnanosti v UK.

Datový soubor byl vytvořen s použitím zdrojů [1], [14]. Hodnoty proměnných
Mortgages a Unemployment jsou již očištěny od sezónních vlivů.

V následujících podkapitolách se pokusíme pomocí skrytých Markovových
řezězců odhalit skryté stavy v ekonomice, a to prostřednictvím sledovaných uka-
zatelů. Jako sledované ukazatele jsou v práci zvoleny počty nově sjednaných hy-
potéčních úvěrů a míra nezaměstnanosti ve Spojeném království (UK) v daném
časovém období, a to z důvodu jejich možné souvislosti s výkonem ekonomiky.
V první podkapitole budou naše pozorování odpovídat počtu nově sjednaných
hypotéčních úvěrů ve Spojeném království (UK) v daném časovém intervalu.
V podkapitole druhé uvažujeme pozorování ve stejném časovém období, avšak
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sledovanou veličinou bude nezaměstnanost ve Spojeném království. Ve třetí pod-
kapitole aplikujeme skryté Markovovy regresní modely na zmíněná data, kdy
budeme sledovat vztah mezi nezaměstnaností a nově sjednanými hypotéčními
úvěry v UK. Pokusíme se tedy zjistit, zda se v ekonomice vyskytují nějaké skryté
stavy, které by souvisely se vzájemným vztahem výše zmíněných proměnných.
Na závěr zhodnotíme výsledky porovnáním s tempem růstu hrubého domácího
produktu (HDP) v UK.

3.1. HMM - Počet nově sjednaných hypotéčních
úvěrů

Jak již bylo zmíněno, v této části aplikujeme spojité skryté Markovovy řetězce
na datech nově sjednaných hypotéčních úvěrů.
Nejprve budeme uvažovat skrytý řetězec tvořený posloupností stavů, kde stavy
systému nabývají dvou hodnot, které by dle předpokladu mohly odpovídat růstu,
případně poklesu ekonomiky. Vzhledem k interpretaci stavů je vhodné provést
transformaci dat následujícím způsobem:

logdMortgages[t] = log Mortgages[t]
Mortgages[t− 12] , t = 12, . . . , 230

Tedy log-transformaci meziročního poměru nově sjednaných hypoték. Použití log-
transformace je vhodné vzhledem k nově stanovenému poměrovému vyjádření.
Interpretace nových hodnot je tedy následující:

• logdMortgages [t] = 0 v případě, že počet nově sjednaných hypoték v
čase t je stejný jako v čase t − 12 (tj. meziročně je počet nově sjednaných
hypoték stejný),

• logdMortgages [t] > 0 v případě, že počet nově sjednaných hypoték v čase
t je větší než v čase t− 12 (tj. meziročně je počet nově sjednaných hypoték
vyšší),
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• logdMortgages [t] < 0 v případě, že počet nově sjednaných hypoték v čase
t je menší než v čase t−12 (tj. meziročně je počet nově sjednaných hypoték
nižší).

Na obrázku 3.1 jsou zobrazeny hodnoty původní proměnné (Mortgages) a pro-
měnné po transformaci (logdMortgages).

Obrázek 3.1: Hodnoty proměnné logdMortgages a proměnné Mortgages.

Nyní přejdeme k samotné aplikaci skrytých Markovových řetězců na transfor-
movaných datech. Aplikaci provedeme v softwaru R použitím knihovny HMM-

Cont. V první řadě vytvoříme model a provedeme nastavení jeho parametrů
pomocí funkce hmmsetcont. Nejprve parametry stanovíme expertně dle očeká-
vání. Předpokládáme, že skrytý stav 1 bude odpovídat růstu ekonomiky, naopak
skrytý stav 2 poklesu ekonomiky. Počáteční odhady parametrů jsou stanoveny
expertně tak, že v počátečním čase jsou oba stavy stejně pravděpodobné. Dále je
pravděpodobnější, že systém v dalším časovém období setrvá v aktuálním stavu,
než přechod do stavu jiného s tím, že pro období růstu ekonomiky je tato prav-
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děpodobnost ještě vyšší než pro období poklesu. Co se týče středních hodnot
sledované proměnné, předpokládáme v období růstu kladnou střední hodnotu a
naopak v období poklesu hodnotu zápornou. Rozptyl je stanoven v případě obou
stavů shodně. Nastavení počátečních hodnot parametrů je zobrazeno v tabulce
3.1.
Následně pomocí funkce baumwelchcont provedeme jednu iteraci Baum-Welchova

π̂1 π̂2 â11 â12 â21 â22 µ̂1 µ̂2 σ̂2
1 σ̂2

2
0,5 0,5 0,8 0,2 0,35 0,65 0,5 -0,5 0,5 0,5

Tabulka 3.1: Počáteční odhady parametrů stanovené na základě expertního od-
hadu.

algoritmu a odhadneme nové parametry modelu. Dále odhady iterativně zpřes-
ňujeme, dokud nebude splněno ukončovací kritérium. Ukončovacím kritériem v
našem případě bude jednak maxmimální počet iterací Imax, který nastavíme na
50 a dále pak minimální rozdíl Akaikeho kritérií (AIC) vypočtených ve dvou
po sobě jdoucích iteracích, který stanovíme jako 0,1. (Toto nastavení se na zá-
kladě provedení více výpočtů s různými hodnotami ukončovacího kritéria pro-
jevilo jako dostačující). Výsledky jednotlivých iterací Baum-Welchova algoritmu
jsou popsány následujícím kódem, kde po osmi iteracích získáme výsledné odhady
parametrů. Výsledné odhady parametrů můžeme interpretovat tak, že v počáteč-
ním čase bude systém ve stavu 1 a s největší pravděpodobností (0,99) bude ve
stavu 1 i v dalším časovém období. Stejně tak pokud se systém dostane do stavu
2, tak s vysokou pravděpodobností (0,94) bude ve stavu 2 i v dalším časovém
období. Hodnoty pozorované proměnné, které přísluší stavu 1 se řídí normálním
rozdělením se střední hodnotou 0,05 a rozptylem 0,02. Naopak hodnoty, které
přísluší stavu 2 mají nižší střední hodnotu, ale vyšší rozptyl. Řídí se tedy nor-
málním rozdělením se střední hodnotou -0,34 a rozptylem 0,29.
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Nyní konečně můžeme přejít k samotnému určení optimální posloupnosti
stavů. K tomu nám slouží Viterbiho algoritmus, který aplikujeme pomocí funkce
viterbicont. Výsledky si nejlépe zobrazíme vykreslením grafu, který lze pozorovat
na obrázku 3.2. Z prvního grafu je patrné, že Viterbiho algoritmus odhalil dvě
časová období, ve kterých se proměnná logdMortgages vyvíjí odlišně na rozdíl
od období ostatních, což je znázorněno odlišnou barvou pozadí grafu. Dále je
na grafu znázorněna střední hodnota µi příslušející danému stavu i = 1, 2 (Sta-
tes - mean). Na grafu druhém je zobrazen stejný výsledek Viterbiho algoritmu,
avšak vzhledem k původní proměnné Mortgages. Pro přehlednost si dále výsledky
Viterbiho algoritmu zaznamenáme do tabulky 3.2.

Pokud se nespokojíme s expertním odhadem počátečních parametrů modelu,
lze dle [7] provést odhad například pomocí metody K-průměrů (K-means). Jedná
se o metodu shlukové analýzy a tedy jejím cílem je rozdělit pozorování do K
shluků tak, aby byla co nejméně vzdálena od středu shluku, který odpovídá prů-
měru pozorování v daném shluku. Pokud nemáme počet shluků (K) stanoven
expertně, můžeme jej určit například pomocí siluetového grafu, který nalezneme
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Obrázek 3.2: Optimální stavy zobrazené na hodnotách proměnné logdMortgages
a proměnné Mortgages.

Date State
Start End

2002-01-01 2004-07-01 1
2004-08-01 2005-05-01 2
2005-06-01 2007-08-01 1
2007-09-01 2010-01-01 2
2010-02-01 2020-02-01 1

Tabulka 3.2: Zápis výsledků Viterbiho algoritmu.

v knihovně factoextra [11] jako funkci fviz_nbclust. Siluetový graf je zobrazen
na obrázku 3.3. Optimální počet shluků dle siluetového grafu je K = 2. Tedy
co se týče počtu shluků, byl expertní odhad shodný a opět zvolíme počet shluků
roven dvěma.

Výsledek metody K-průměrů zobrazuje obrázek 3.4. Na základě zařazení po-
zorování do shluků můžeme určit počáteční odhady parametrů skrytých Marko-
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Obrázek 3.3: Siluetový graf proměnné logdMortgages při použití metody K-
průměrů.

vových řetězců, které jsou dány následujícími vzorci

π̂i = počet výskytů ve stavu i v čase 0

počet výskytů v čase 0
,

âij = počet přechodů ze stavu i do stavu j

počet přechodů ze stavu i
,

µ̂i = součet hodnot pozorování ve stavu i

počet pozorování ve stavu i
,

σ̂2
i = součet kvadrátů odchylek hodnot pozorování ve stavu i od µ̂i

(počet pozorování ve stavu i) - 1
,

kde i=1, 2. Hodnoty těchto počátečních odhadů parametrů v případě jejich sta-
novení pomocí metody K-průměrů jsou zobrazeny v tabulce 3.3.

π̂1 π̂2 â11 â12 â21 â22 µ̂1 µ̂2 σ̂2
1 σ̂2

2
1 0 0,98 0,02 0,12 0,88 0,06 -0,68 0,03 0,09

Tabulka 3.3: Počáteční odhady parametrů stanovené pomocí metody K-průměrů.

Po aplikaci skrytých Markovových řetězců získáme po třech iteracích Baum-
Welchova algoritmu následující hodnoty parametrů:
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Obrázek 3.4: Přiřazení pozorování proměnné logdMortgages do shluků metodou
K-průměrů.

Výsledek Viterbiho algoritmu při počátečních odhadech parametrů určených
metodou K-průměrů zobrazuje obrázek 3.5.

Jak je na výsledcích jednotlivých iterací Baum-Welchova algoritmu vidět, pro-
střednictvím metody K-průměrů jsme odhadli počáteční parametry modelu po-
měrně přesně a Baum-Welchův algoritmus tedy zkonvergoval již po třech itera-
cích. Pokud si opět výsledky Viterbiho algoritmu zaznamenáme do tabulky 3.4 ,
lze pozorovat mírnou změnu oproti předchozím výsledkům. Období, ve kterém se
systém nachází ve stavu 2 se více zúžilo a porovnáním grafů 3.2 a 3.4 lze říci, že
v přístupu, ve kterém jsou počáteční parametry modelu odhadnuty metodou K-
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Obrázek 3.5: Optimální stavy zobrazené na hodnotách proměnné logdMortgages a
proměnné Mortgages při počátečních odhadech parametrů metodou K-průměrů.

průměrů, stav 2 více reflektuje výrazný meziroční pokles počtu nově sjednaných
hypotéčních úvěrů a tudíž se můžeme domnívat, že by mohl souviset s poklesem
ekonomiky.

Date State
Start End

2002-01-01 2004-07-01 1
2004-08-01 2005-03-01 2
2005-04-01 2007-09-01 1
2007-10-01 2009-03-01 2
2009-04-01 2020-02-01 1

Tabulka 3.4: Zápis výsledků Viterbiho algoritmu při počátečních odhadech para-
metrů metodou K-průměrů.
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3.2. HMM - Míra nezaměstnanosti

Stejně jako v předchozí kapitole budeme aplikovat skryté Markovovy modely
na datech z reálného datového souboru. Jak již název kapitoly napovídá, budou
naším pozorováním odpovídat hodnoty proměnné Unemployment. Opět prove-
deme transformaci dat následujícím způsobem:

logdUnemployment[t] = log Unemployment[t]
Unemployment[t− 12] , t = 12, . . . , 230

Interpretace nových hodnot je tedy následující:

• logdUnemployment [t] = 0 v případě, že míra nezaměstnanosti v čase t je
stejná jako v čase t− 12,

• logdUnemployment [t] > 0 v případě, že míra nezaměstnanosti v čase t je
větší než v čase t− 12,

• logdUnemployment [t] < 0 v případě, že míra nezaměstnanosti v čase t je
menší než v čase t− 12.

Dále si graficky zobrazíme hodnoty proměnných Unemployment a logdUnemploy-
ment, což můžeme sledovat na obrázku 3.6. Počáteční odhady parametrů mo-
delu opět stanovíme nejprve expertně a to obdobným způsobem jako v případě,
kdy jsme sledovali hodnoty proměnné logdMortgages. Rozdíl spočívá pouze ve
stanovení středních hodnot sledované proměnné logdUnemployment, kdy předpo-
kládáme v období růstu zápornou střední hodnotu a naopak v období poklesu
hodnotu kladnou. Hodnoty expertních odhadů parametrů jsou zobrazeny v ta-
bulce 3.5.

π̂1 π̂2 â11 â12 â21 â22 µ̂1 µ̂2 σ̂2
1 σ̂2

2
0,5 0,5 0,8 0,2 0,35 0,65 -0,5 0,5 0,5 0,5

Tabulka 3.5: Počáteční odhady parametrů stanovené na základě expertního od-
hadu.
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Obrázek 3.6: Hodnoty proměnné logdUnemployment a proměnné Unemployment.

Jednotlivé iterace Baum-Welchova algoritmu jsou zobrazeny v následujícím
kódu, kde bylo použito stejné ukončovací kritérium jako dříve (tj. maximální
počet iterací a rozdíl Akaikeho kritérií).

47



Je důležité poznamenat, že rozptyl hodnot stavu 1 není, jak by se dle výsledků
Baum-Welchova algoritmu mohlo zdát, nulový. Je však vzhledem k použitému
měřítku velmi nízký (0,0038). Dle výsledků Baum-Welchova algoritmu můžeme
říci, že stavu 1 odpovídají spíše nižší hodnoty proměnné logdUnemployment (µ1 =
−0, 07). Naopak stavu 2 odpovídají hodnoty spíše vyšší (µ1 = 0, 13).

Výsledek Viterbiho algoritmu, který zobrazuje obrázek 3.7, určil optimální
posloupnost stavů tak, že ve sledovaném časovém úseku odhalil tři období, kdy
se systém nachází ve stavu 2, kterému odpovídají vysoké hodnoty meziročního
nárůstu nezaměstnanosti. Tato období jsou detailněji zobrazena v tabulce 3.6

Obrázek 3.7: Optimální stavy zobrazené na hodnotách proměnné logdUnemploy-
ment a proměnné Unemployment.
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Date State
Start End

2002-01-01 2005-08-01 1
2005-09-01 2007-03-01 2
2007-04-01 2008-05-01 1
2008-06-01 2010-04-01 2
2010-05-01 2011-06-01 1
2011-07-01 2012-04-01 2
2012-05-01 2020-02-01 1

Tabulka 3.6: Zápis výsledků Viterbiho algoritmu.

Pokud pro počáteční odhad parametrů modelu použijeme metodu K-průměrů
a počet stavů určíme prostřednictvím siluetového grafu (zobrazen na obrázku
3.9), získáme opět optimální počet stavů roven dvěma. Shluky vytvořené na zá-
kladě metody K-průměrů jsou vyobrazeny na obrázku 3.8. Počáteční odhady

Obrázek 3.8: Přiřazení pozorování proměnné logdUnemployment do shluků me-
todou K-průměrů.

parametrů v případě použití metody K-průměrů jsou zobrazeny v tabulce 3.7.

π̂1 π̂2 â11 â12 â21 â22 µ̂1 µ̂2 σ̂2
1 σ̂2

2
1 0 0,97 0,03 0,09 0,91 -0,07 0,13 0,004 0,01

Tabulka 3.7: Počáteční odhady parametrů stanovené pomocí metody K-průměrů.

Odhady parametrů modelu při jednotlivých iteracích Baum-Welchova algo-
ritmu jsou zobrazeny níže. Kromě počátečního rozdělení pravděpodobnosti zkon-
vergoval Baum-Welchův algoritmus k téměř shodnému řešení jako v případě, kdy
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byly počáteční odhady parametrů stanoveny expertně.

Obrázek 3.9: Siluetový graf proměnné logdUnemployment při použití metody K-
průměrů.

Graf zobrazující výsledek Viterbiho algoritmu 3.10 i souhrnná tabulka 3.8
jsou téměř shodné jako při použití expertního odhadu pro stanovení počátečních
parametrů.
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Obrázek 3.10: Optimální stavy zobrazené na hodnotách proměnné logdUnemploy-
ment a proměnné Unemployment při počátečních odhadech parametrů metodou
K-průměrů.

Date State
Start End

2002-01-01 2005-08-01 1
2005-09-01 2007-03-01 2
2007-04-01 2008-05-01 1
2008-06-01 2010-04-01 2
2010-05-01 2011-05-01 1
2011-06-01 2012-04-01 2
2012-05-01 2020-02-01 1

Tabulka 3.8: Zápis výsledků Viterbiho algoritmu při počátečních odhadech para-
metrů metodou K-průměrů..
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3.3. HMMR - Vztah nezaměstnanosti a počtu
nově sjednaných hypotéčních úvěrů

V následující kapitole aplikujeme skryté Markovovy regresní modely na da-
tový soubor, kdy budeme sledovat vztah mezi nezaměstnaností a počtem nově
sjednaných hypotéčních úvěrů v UK. Konkrétně budeme sledovat proměnné lo-
gdMortgages a logdUnemployment. Předpokládáme, že hodnoty proměnné logd-
Mortgages lze vyjádřit prostřednictvím hodnot proměnné logdUnemployment. Je-
jich vztah popíšeme lineárním regresním modelem, kde logdMortgages zastává roli
závisle proměnné a logdUnemployment roli nezávisle proměnné. Ve skrytých Mar-
kovových regresních modelech předpokládáme, že každému stavu odpovídá jiný
regresní model. Tedy regresní parametry se v závislosti na stavu liší. Odpovídající
lineární regresní model můžeme tedy zapsat následujícím způsobem:

logdMortgagest = β0i + β1ilogdUnemploymentt + εti, 0 ≤ t ≤ T, i ∈ S,

kde t značí čas, i stav a εti chybu.
Nejprve budeme předpokládat dva stavy modelu. Pro počáteční odhad parametrů
modelu použijeme metodu K-průměrů. Jelikož nás zajímá především vzájemný
vztah proměnných, provedeme nejprve odhad regresních parametrů tak, abychom
je mohli vyčíslit v každém čase t a následně je rozdělit do dvou shluků metodou K-
průměrů. Odhad regresních parametrů v čase t provedeme po klouzavých ročních
úsecích následujícím způsobem:

β̂[h]⇐ logdMortgagest = β0 + β1logdUnemploymentt + εt, h− 6 ≤ t ≤ h+ 6,

kde β̂[h] značí odhad regresních koeficientů v h-tém časovém úseku a h = 6, . . . , T−
6.
Tedy odhadované regresní koeficienty v čase t odpovídají lineárnímu regresnímu
modelu, který byl vytvořen z dat za období odpovídající intervalu 〈t− 6, t+ 6〉 a
jsou odhadnuty metodou nejměnších čtverců. Jinými slovy, při konstrukci regres-
ního modelu uvažujeme data, která jsou vzdálena nejvíce 6 měsíců od uvažova-
ného času t. Hodnoty regresních parametrů, které na začátku a na konci celkového
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sledovaného období touto metodou nestanovíme, nahradíme konstantami, které
budou odpovídat první (resp. poslední) dopočtené hodnotě.

Na takto určené hodnoty aplikujeme metodu K-průměrů, která rozdělí hod-
noty regresních koeficientů do dvou shluků. Výsledek je zobrazen na obrázku 3.11.
Dle vytvořených shluků určíme odhady počátečních parametrů skrytého Marko-

Obrázek 3.11: Přiřazení regresních koeficientů do shluků při použití metody K-
průměrů.

vova regresního modelu. Odhady počátečních parametrů jsou zobrazeny v tabulce
3.9.

π̂1 π̂2 â11 â12 â21 â22
1 0 0,92 0,08 0,11 0,89
β̂01 β̂11 β̂02 β̂12 σ̂2

1 σ̂2
2

0 -0,42 -0,05 0,63 0,07 0,11

Tabulka 3.9: Počáteční odhady parametrů stanovené pomocí metody K-průměrů.

Skryté Markovovy regresní modely již nejsou součástí knihovny HMMCont,
tudíž jsou doposud použité funkce z této knihovny modifikovány tak, aby byly
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vhodné i pro tento případ. Odhady počátečních parametrů modelu následně
zpřesníme pomocí Baum-Welchova algoritmu. Výsledky jednotlivých iterací al-
goritmu zobrazuje následující kód:

Hodnoty proměnné logdMortgagest, které odpovídají stavu 1 se tedy řídí normál-
ním rozdělením se střední hodnotou 0, 08 + 0, 52logdUnemploymentt a rozptylem
0,02. Naopak hodnoty, které odpovídají stavu 2 se řídí normálním rozdělením se
střední hodnotou −0, 44 + 1, 08logdUnemploymentt a rozptylem 0,24.

Následně určíme optimální posloupnost stavů pomocí Viterbiho algoritmu,
která je zobrazena na obrázku 3.12. V případě skrytého Markovova regresního
modelu odhalil Viterbiho algoritmus tři období, ve kterých je systém ve stavu 2.
Podrobnější výsledky jsou zobrazeny v tabulce 3.10.
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Obrázek 3.12: Optimální stavy zobrazené na hodnotách regresních koeficientů β̂0
a β̂1 při počátečních odhadech parametrů metodou K-průměrů.

Date State
Start End

2002-01-01 2004-07-01 1
2004-08-01 2005-06-01 2
2005-07-01 2007-08-01 1
2007-09-01 2009-12-01 2
2010-01-01 2010-08-01 1
2010-09-01 2010-12-01 2
2011-01-01 2020-02-01 1

Tabulka 3.10: Zápis výsledků Viterbiho algoritmu při počátečních odhadech pa-
rametrů metodou K-průměrů.
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V případě, že budeme chtít stanovit optimální počet stavů pomocí siluetového
grafu 3.13, obdržíme stavy tři. V případě skrytého Markovovova regresního mo-

Obrázek 3.13: Siluetový graf v případě použití regresního modelu a metody K-
průměrů.

delu s třemi stavy jsou počáteční odhady parametrů modelu stanovené pomocí
metody K-průměrů zobrazeny v tabulce 3.11.

π̂1 π̂2 π̂3
0 1 0
â11 â12 â13 â21 â22 â23 â31 â32 â33
0,72 0,24 0,04 0,05 0,88 0,06 0 0,14 0,86
β̂01 β̂11 β̂02 β̂12 β̂03 β̂13 σ̂2

1 σ̂2
2 σ̂2

3
-0,13 -1,35 0,05 0,25 -0,08 0,74 0,08 0,06 0,12

Tabulka 3.11: Počáteční odhady parametrů stanovené pomocí metody K-
průměrů.

Pokud uvažujeme skrytý Markovův regresní model s třemi stavy získáme po-
užitím Baum-Welchova algoritmu následující odhady parametrů:
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Stavu 1 odpovídají hodnoty proměnné logdMortgagest, které se řídí normálním
rozdělením se střední hodnotou −0, 71 − 0, 14logdUnemploymentt a rozptylem
0,11. Hodnoty, které odpovídají stavu 2 se řídí normálním rozdělením se střední
hodnotou 0, 08 + 0, 5logdUnemploymentt a rozptylem 0,01. Stavu 3 odpovídají
hodnoty, které se řídí normálním rozdělením se střední hodnotou
−0, 12+3, 12logdUnemploymentt a rozptylem 0,03. Poté, co na model s odhadnu-
tými parametry aplikujeme Viterbiho algoritmus, získáme výstup o třech stavech,
který lze pozorovat na obrázku 3.14

Vzhledem k výsledkům Viterbiho a Baum-Welchova algoritmu se můžeme
domnívat, že v makroekonomickém kontextu by jednotlivé stavy mohly být kla-
sifikovány následovně: Stav 1 nejspíše bude znázorňovat pokles ekonomiky, stav
2 stagnaci a na závěr stav 3 ekonomický růst. Při porovnání s modelem, ve kte-
rém jsme uvažovali pouze dva stavy, můžeme říci, že model se třemi stavy lépe
vystihuje data, jelikož i přes nárůst počtu parametrů modelu je AIC nižší.
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Obrázek 3.14: Optimální stavy zobrazené na hodnotách regresních koeficientů β̂0
a β̂1 při počátečních odhadech parametrů metodou K-průměrů.

3.4. Shrnutí a porovnání výsledků s tempem růstu
HDP

V této závěrečné kapitole porovnáme dříve získané výsledky s tempem růstu
HDP coby ukazatelem výkonnosti ekonomiky. Datový soubor obsahuje tempo
růstu HDP v UK, které je vyjádřeno „Q-Q“, tedy kvartálně, v období od 12/2001
do 12/2019. Datový soubor byl vytvořen na základě dat získaných z [14]. Hodnoty
tempa růstu HDP jsou již očištěny od sezónních vlivů. Proměnné v datovém
souboru jsou tedy následující:

• Date : datum,

• GDP : HDP v UK.

Opět začneme tím, že si data zobrazíme graficky na obrázku 3.15. Již z grafu
je patrný výrazný pokles tempa růstu v letech 2008 až 2009. Stejně jako dříve
aplikujeme na datový soubor skryté Markovovy modely s cílem určit optimální
posloupnost stavů, které budou symbolizovat období poklesu resp. růstu ekono-
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Obrázek 3.15: Hodnoty proměnné GDP.

miky. Siluetovým grafem, který je zobrazen na obrázku 3.16, ověříme, že opti-
mální počet stavů je opravdu dva. Počáteční odhad parametrů určíme na základě

Obrázek 3.16: Siluetový graf v případě použití metody K-průměrů.

rozdělení dat do dvou shluků pomocí metody K-průměrů. Shluky jsou zobrazeny
na obrázku 3.17. Pomocí funkcí z knihovny HMMCont upravíme parametry
modelu a odhadneme optimální posloupnost stavů. Počáteční odhad parametrů
modelu pomocí metody K-průměrů je zobrazen v tabulce 3.12.

π̂1 π̂2 â11 â12 â21 â22 µ̂1 µ̂2 σ̂2
1 σ̂2

2
1 0 0,99 0,01 0,25 0,75 0,53 -1,5 0,12 0,41

Tabulka 3.12: Počáteční odhady parametrů stanovené pomocí metody K-
průměrů.
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Obrázek 3.17: Přiřazení pozorování proměnné GDP do shluků metodou K-
průměrů.

Odhad nových parametrů modelu provedeme Baum-Welchovým algoritmem při
počátečních odhadech stanovených pomocí metody K-průměrů. Výsledky jsou
zobrazeny následujícím kódem:

Do splnění ukončovacího kritéria byly provedeny tři iterace, avšak odhady
parametrů se oproti počátečním odhadům příliš nezměnily. Pomocí odhadnutých
parametrů určíme Viterbiho algoritmem optimální posloupnost stavů, která je
zobrazena spolu s hodnotami proměnné GDP na obrázku 3.18. Jak jsme tedy
tušili, období, kdy je systém ve stavu 2 (pokles ekonomiky), určil Viterbiho algo-
ritmus mezi 2008-04-01 a 2009-06-01.
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Obrázek 3.18: Optimální stavy zobrazené na hodnotách proměnné GDP při po-
čátečních odhadech parametrů metodou K-průměrů.

Na závěr si pro lepší porovnání shrneme obdržené výsledky do jednoho ob-
rázku (3.19). Na grafech pozorujeme vývoj tempa růstu HDP v čase (černě).
Barevnou linkou jsou potom vyznačeny výsledné stavy v jednotlivých případech.
Názvem LR2S zde zjednodušeně označujeme lineární regresní model z kapitoly
3.3., kdy uvažujeme řetězec se dvěma stavy. LR3S potom značí stejný případ,
avšak se stavy třemi. Z grafů můžeme zaznamenat, že ve všech případech byl
na přelomu let 2008 a 2009 identifikován stav, ve kterém se ekonomika vyvíjí od-
lišně od většiny sledovaného období. Tomuto období odpovídá období ekonomické
krize, což lze pozorovat přímo na hodnotách GDP [14]. Dále byla identfikována
další období, ve kterých dle srovnání s proměnnou GDP bylo nižžší tempo růstu
HDP než v předchozích obdobích, avšak k poklesu ekonomiky nedošlo. Naopak
stav 3 u proměnné označené LR3S odhalil období, ve kterých bylo tempo růstu
HDP převážně vysoké.
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Obrázek 3.19: Jednotlivé výsledky optimálních stavů získaných Viterbiho algo-
ritmem zobrazené na hodnotách proměnné GDP při počátečních odhadech para-
metrů metodou K-průměrů.
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Závěr

Cílem diplomové práce bylo čtenáře seznámit s teorií skrytých Markovových
řetězců se zaměřením na jejich spojitý případ.

Práce se skládá z teoretické a praktické části. V první kapitole byl čtenář
seznámen se základními pojmy teorie Markovových řetězců, jejichž znalost je ne-
zbytná pro pochopení teorie skrytých Markovových řetězců. Kapitola druhá byla
věnována samotné teorii skrytých Markovových řetězců, která byla doplněna ná-
zornými, avšak jednoduchými příklady. Součástí druhé kapitoly bylo taktéž roz-
šíření teorie na případ skrytých Markovových regresních modelů, které umožňují
další zajímavá využití.

Třetí a poslední kapitola odpovídá praktické části práce, ve které jsme apliko-
vali získané znalosti na reálný datový soubor vybraných ekonomickcý ukazatelů
vykazovaných ve Spojeném království s cílem odhalit skryté stavy britské eko-
nomiky. Výsledky dle jednotlivých ukazatelů a použitých metod se lehce lišily,
ovšem ve všech případech bylo modelem odhaleno období ekonomické krize v le-
tech 2008 až 2009. Při porovnání výsledků s hodnotami tempa růstu HDP jsme
shledali možnou podobu.

Z mého pohledu vidím přínos práce především v získání znalostí této teorie,
která nachází spoustu zajímavých uplatnění. Dalším velkým přínosem a výzvou
pro mě bylo vlastní zpracování algoritmů, které nebyly součátí jinak používané
knihovny HMMCont, v softwaru R.
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