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Abstrakt

Nazev prace: Software na klasifikaci textl
Autor prace: Veronika Vlasakova

Vedouci prace: Mgr. Vladimir Matlach, Ph.D.
Podet stran a znakti: 73 stran, 82945 znakt

Pocet priloh: 2

Abstrakt (minimaln¢ 900 znaki): Cilem této bakalatské prace je v programovacim jazyce Pyt-
hon vytvorit software, ktery umozni uzivateli trénovat klasifikaci texti a evaluovat jeji vy-
sledky. Teoreticka ¢ast této prace predstavuje software a vysvétluje, jak ho ma uzivatel pouzit.
Konkrétné je v ni popsano, s jakymi vlastnostmi software pracuje, jak se daji texty predzpraco-
vat, jak vyhodnotit vysledky pouzitych metod a jak software nainstalovat a nastavit. V praktické
casti této prace je ukazano, jak software pracuje s konkrétnimi problémy. Vyzkouseno je néko-
lik riznych druhti klasifikace text. Jedn4 se o rozpoznani jazyka, a to u ndhodné vybranych
jazyktl a jazyka ze stejné rodiny, urceni autorstvi u profesionalnich autorti a u neprofesiondlnich
autord, rozpoznani sentimentu a rozpoznani spamu. Vysledky jednotlivych klasifikaci textt
jsou poté evaluovany. Zavér celou praci shrnuje a pfedstavuje moznosti dalsiho rozsifeni a

zlepseni softwaru.

Kli¢ova slova: Zpracovani ptirozeného jazyka, Python, Kvantitativni lingvistika, Klasifikace

textl, Bag of words



Abstract

Title: Software for text classification
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Number of appendices: 2

Abstract (900 characters): The aim of this bachelor thesis is to create software in the programing
language Python, which would allow the user to train text classification and evaluate its results.
The theoretical part of this thesis introduces the software and explains how to use it. Specifi-
cally, it is described what feature the software works with, how the texts can be pre-processed,
how to evaluate the results of the chosen methods and how to install and configure the software.
In the practical part of this thesis it is shown how the software works with specific issues. Sev-
eral different kinds of text classification are tested. It is language recognition, on randomly
chosen languages and on languages from the same family, author identification with profes-
sional authors and with nonprofessional authors, sentiment detection and spam detection. The
results of each text classification are then evaluated. The conclusion summarizes the entire the-

sis and introduces the possibilities of expansion and improvement of the software.
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1 Uvod

Primarnim cilem této prace je napsat program v jazyce Python, ktery za pomoci zpracovani
ptirozeného jazyka umozni uzivateli trénovat klasifikace texti a nasledné evaluovat vysledky.
Tento program piiblizi strojové uceni a automatickou klasifikaci textli uzivatelim bez dalsi
znalosti programovani. Zdrojovy kod tohoto programu je dostupny na ptilozeném CD. Cilem
této psané prace je tento program predstavit. Text této prace je rozdélen na teoretickou a prak-
tickou cast.

Teoreticka ¢ast obsahuje Ctyii kapitoly. Prvni se zabyva vlastnostmi, na které se text
prevede, a se kterymi nasledné pracuji modely strojového uéeni. Druhé kapitola se zabyva moz-
nostmi pfedzpracovani textu za cilem lepSich vysledku. V tieti kapitole jsou popsany typy po-
uzitych metody, v jakém formatu se ukladaji vysledky a jak je interpretovat. Posledni kapitola
popisuje, jak samotny program vypada, jak ho nainstalovat, nastavit a spustit.

Nasleduje prakticka ¢ast. V té budou vyzkouSeny rizné typy klasifikace textu a na-
sledné vyhodnoceny jejich vysledky. Jedna se o rozpoznani jazyka, zkouSené na angli¢ting
a ¢esting, péti ndhodné vybranych jazycich a ¢tyfech jazycich ze stejné rodiny. Ve vSech piipa-
dech se jedna o paralelni korpusy. Dale bude vyzkouseno uréeni autorstvi, a to na textech pro-
fesionalnich autord a neprofesionalnich autorii. Zaroven bude i vyzkouseno, zda je t&€z8i urcit
autory, ktefi jsou si bliz§i. V piipadé profesionalnich autort se jedna o autory stejného zanru
a v ptipadé neprofesionalnich autord se jedna o autory ze stejné demografické skupiny. Poté
bude vyzkouSeno rozpoznani sentimentu, a nakonec rozpoznani spamu. V zavéru bude prace

shrnuta a budou popsany moznosti rozsifeni programu.

2 Teoreticka Cast
2.1 Vlastnosti

Jelikoz pocitace zpracovavaji pouze ¢isla, musi byt texty reprezentovany jako Ciselné vlastnosti.
V ptipadé této prace pajde o jejich primarni reprezentaci pomoci indexi, které obsahuji infor-
mace o textu, zejména o bohatosti jeho slovniku, a o bag-of-words, tesici vyskyt konkrétnich

slov v textu. Tyto jednotlivé vybrané reprezentace textu si nyni pfedstavime.

2.1.1 Types to tokens ratio

Types to tokens ratio (pomér typii k tokentim, dale TTR) méfi pocet unikatnich slov (typt) vici
celkovému poctu slov (tokeniim). Nejvyssi TTR je jedna, a to za pfedpokladu, Ze jsou vSechna
slova pouzita je jednou. Nejnizsi TTR ovSem bude vzdy vyssi nez nula, protoZe se v textu musi

vyskytovat alespon jedno unikatni slovo. Hodnota potom zalezi na velikosti textu. Pokud ma
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text sto stejnych slov, TTR bude 0,01. Pokud ma text sto tisic stejnych slov, TTR bude 0,00001.
Na TTR se tedy piimo podepisuje délka textu.

2.1.2 Repeat rate

Repeat rate (mira opakovani, dale RR) ukazuje, jak moc se slova v textu opakuji. Vypocita se
vydélenim poctu opakujicich se slov poctem vsech slov. Ve zde uvedené rovnici V' znaci pocet
typt, p pravdépodobnost a » slovo. Vysledek RR se pohybuje mezi nulou a jednickou. Nula
znamena, ze se zadna slova v textu neopakuji. Jednicka znamena4, Ze se v textu opakuji v§echna

slova. Tudiz &im vétsi je RR, tim vice se slova v textu opakuji. (Cech, Popescu a Altman 2014)

2.1.3 Giniho koeficient

1 ,
G= V(V+1—2m1)

Giniho koeficient je oblast mezi pravidelnou distribuci a Lorenzovou ktivkou. Pravidelna dis-
tribuce nastava ve chvili, kdy se vSechna slova v text vyskytuji ve stejném poctu. Lorenzova
kiivka ,.graficky vyjadfuje kumulativni distribuéni funkci slov v textu. (Cech, Popescu a
Altman 2014) Vétsi Giniho koeficient zna¢i mensi slovnik. Na vyse uvedené zjednodusené
rovnici ¥ znaé&i typy, N tokeny a m pramér frekvenéni distribuce. (Cech, Popescu a Altman

2014)

2.1.4 Shannonova entropie

%4
H = —ZPTIngpr
r=1

Shannonova entropie oznacuje miru nahodilosti. VEtsi entropie znaci vetsi slovnik. U kazdého
unikdtniho slova (r) se vypocita pravdépodobnost (p) jeho vyskytu a ta se vynasobi binarnim
logaritmem pravdépodobnosti. Poté se vysledky viech slov seétou. (Cech, Popescu a Altman

2014)

2.1.5 Prumérna délka slov v textu

Posledni z indexi jako jediny nepracuje s bohatosti slovniku. Je jim primérna délka slov, ktera

je v pripadeé této prace pocitana primérem poctu pismen u jednotlivych grafickych slov.
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2.1.6 Bag-of-words

Posledni a nejvétsi vlastnosti je bag-of-words. Jedna se frekvenéni tabulku. U kazdého textu je
zaznamenano kolikrat se v ném vyskytuje kazdé konkrétni slovo, které 1ze najit v slovniku
vSech pouzitych textd. Bag-of-words mize byt binarni. Misto konkrétnich frekvenci se pouze
zaznamenava, zda se slovo v textu vibec vyskytuje. Dale je mozné hranici posunout a slovo
povaZovat za pritomné, pouze pokud se vyskytuje alespon n-krat. Timto se mize eliminovat
vliv slov, které se v textu malo vyskytuji. V této praci je pouzivana frekvenéni bag-of-words
a binarni bag-of-words s citlivosti 1 a s citlivosti 2.

Jako vlastnosti se potom pouziji frekvence jednotlivych slov v kazdém textu. Na rozdil
od indext, bag-of-words nepopisuje texty jednou vybranou vlastnosti. Pocet vlastnosti se rovna

poctu sjednocenych typl vSech textu.

2.1.7 Normalizace vlastnosti

Jednotlivé vlastnosti jsou reprezentovany riznymi rozsahy ¢isel. Naptiklad index RR se pohy-
buje na skale 0-1. Naproti tomu primérna délka slov nikdy nebude nizsi nez 1. 1 je nejvyssi
mozna hodnota u indexu RR a zaroven nejnizs$i mozna hodnota u primérné délky slov. Aby se
vlastnosti daly vzajemn¢ porovnat musi byt pievedeny na stejnou $kalu. Tomu se fika norma-
lizace. (Han, Kamber a Pei 2011) V programu vytvofenym v ramci této prace jsou na vybér dva
typy normalizace: min-max a z-score. Min-max pracuje s nejniz§imi a nejvys$imi hodnotami na
zaklad¢ kterych urci Skalu pro celou vlastnost. Z-score pouziva pramér a smérodatnou odchylku
ke standardizaci vlastnosti tak, aby méla primér vzdy v 0 a smérodatnou odchylku 1. (Han,

Kamber a Pei 2011) V této praci je z ilustrativnich divoda pouzivan min-max.

2.2 Uprava textu

Nez je z textu mozné ziskat predstavené vlastnosti, prosty text je nutné predzpracovat. Text se
nejprve musi rozdélit na krats$i segmenty. Poté se mtize dal upravovat, nicméné dalsi upravy
jsou jiz zavislé na jazyku textu. Tudiz vSechny upravy textl nejsou dostupné ve vSech jazycich
a nejde je pouzit, pokud jsou v jednom datasetu texty v riznych jazycich. Jednotlivé moznosti

upravy textu budou nyni blize vysvétleny.

2.2.1 Tokenizace

Tokenizace je z Gprav textu jedina povinnd, program by bez ni nefungoval. Jedna se o rozd¢leni
textu na tokeny. Ty mohou mit riznou podobu, ktera se specifikuje pomoci regulérniho vyrazu.
V praktické casti této prace je pouzit regulérni vyraz \W+, ktery odd¢€li graficka slova pomoci

nealfanumerickych znakl (mezery, ¢arky, tecky a dalsi interpunkce).
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2.2.2 Odstranéni stop slov

Dalsi Gipravy jsou zavislé na jazyku textu. Prvni z nich je odstranéni stop slov. Stop slova jsou
typicky nejb&znéjsi slova v jazyce, ktera sama o sob¢ nenesou vyznam. V programu je k od-
stranéni stop slov pouzita knihovna stop-words (Savand 2018), ktera obsahuje seznamy stop
slov v riznych jazycich. Jedna se o 21 pievazné evropskych jazyki. V této praci je pouZita

pouze Cestina a anglictina.

2.2.3 Stemming

Dals$i moznost Upravy je stemming. Jedna se o zkraceni na kofen slova. Prakticky vSak jde
o odstranéni nejcastéjSich afixd. V programu je stemming mozny pouze v angli¢ting, pouZit je
PorterStemmer, ktery je soucasti knihovny Natural Language Toolkit (NLTK). (Bird, Loper a
Klein 2009)

2.2.4 Lemmatizace

Misto stemmingu mohou byt slova pfevedena na lemma. Lemma jsou reprezentativni formy
slov, naptiklad u podstatnych jmen nominativ singularu, u sloves infinitiv. Lemmatizace sjed-
noti napiiklad rizné pady stejného slova, které jsou nasledné pocitany pouze jako jeden typ.
V programu je mozné lemmatizovat texty pouze v ¢estin¢ a angli¢ting. V ¢estin€ je na lemma-
tizaci pouzita Morphodita (Straka a Strakova, MorphoDiTa: Morphological Dictionary and
Tagger 2014) a v angli¢tiné¢ WordNetLemmatizer, ktery je soucasti knihovny NLTK. (Bird,
Loper a Klein 2009)

2.2.5 Tagy

Namisto pouzivani tokenizovanych slov je mozné pouzit tagy. Tagy obsahuji morfologické
a dal$i informace o slové. V cestin€ maji tagy patnact pozic. Kazda z pozic nese informaci
o slove, naptiklad prvni pozice indikuje slovni druh. Nékteré pozice se neurcuji u vSech slov-
nich druhi (napf. ¢as u adjektiv) a jsou tedy naznaceny pomlckou. V programu je mozné pie-
vést na tagy pouze texty v Cestin€ nebo anglicting. V Cesting je pouzita opet Morphodita, (Straka
a Strakova, MorphoDiTa: Morphological Dictionary and Tagger 2014) v anglictin€ funkce pos-
tag, ktera je soucasti knihovny NLTK. (Bird, Loper a Klein 2009)

2.3 Interpretace vysledkl

Vysledky strojového uceni a nastaveni, které bylo k ziskani vysledkt pouzito, se ulozi do vy-
brané slozky ve formé reportu ve formatu html ¢i json. Metody strojového uceni, které jsou

pouzity v této praci, se daji rozdélit na metody ucici se s ucitelem a vizualiza¢ni metody. Zde
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pouzité metody ucici se s ucitelem jsou Support Vector Machine (metoda podpirnych vektor(,
dale SVM), Linear Discriminant Analysis (linearni diskriminacni analyza, dale LDA), K-
Nearest Neighbors (K nejblizsich sousedt, dale KNN), Naive Bayes (Naivni Bayesovska me-
toda, dale NB) a Decision Tree (rozhodovaci strom).

Vysledky metod uéicich se s ucitelem jsou uloZzené v podobé¢ tabulek s piesnosti. Tyto
tabulky obsahuji hodnoty testovaciho a trénovaciho datasetu. Cim vy3§i pfesnosti, a to hlavné
u testovacich dat, tim 1épe. Data jsou na skale 0-1, jedna se ov§em o procenta. 1.0 tedy znamena
100 %. Kromé ptesnosti (accuracy) se uklada i recall, precision a f1, a to u vSech skupin zvlast’.
Recall ukazuje, jak Casto byla urCena dana skupina, precision jak Casto byla urena spravné
z téch, které oznacené byly. F1 je pramér recallu a precision. Accuracy ukazuje kolik procent
dat bylo urceno spravné. Ptiklad jednotlivych vysledki pro klasifikaci autorstvi muzete vidét

v tabulce 1.

accuracy train 1.0
accuracy test 0.9166666666666666
recall train Asimov 1.0
Lem 1.0
recall test Asimov 1.0
Lem 0.8333333333333334
precision Asimov 1.0
train Lem 1.0
precision test ~ Asimov 0.8571428571428571
Lem 1.0
fl train Asimov 1.0
Lem 1.0
fl test Asimov 0.923076923076923
Lem 0.9090909090909091

Tabulka 1: Usp&nost modelu Naive Bayes.

U linearniho SVM a NB se do vysledki ukladaji také grafy s nejpodstatnéj§imi vlastnostmi.
Jedna se o vlastnosti, které byly nejvice uzite¢né pii urceni skupiny. Takto se déje jen za pred-
pokladu, ze se jedna o binarni klasifikaci. V ptipadé SVM se vlastnosti rozd€li a jedna vlastnost
tedy nemuze byt pfitomna u obou skupin. U NB toto mozné je. U Decision Tree se také uklada

graf s rozhodnutimi o klasifikaci textd. Ptiklady téchto grafi mtzete vidét na grafu 1 a grafu 2.
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Graf 1: Nejpodstatnéjsi vlastnosti u SVM.
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Graf 2: Proces rozdélovani do skupin u Decision Tree.

Vybrané metody vizualizace vicerozmérnych dat jsou Multidimensional Scaling (multidimen-
ziondlni skalovani, dale MDS), Principal Component Analysis (analyza hlavnich komponent,
dale PCA) a t-distributed stochastic neighbor embedding (t-distribuované stochastické vkladani
sousedt, dale t-SNE). Ty jsou ulozeny jako bodové grafy, kde jsou tfidy zaznaceny rozliSnymi
barvami. Tyto grafy musi byt interpretovany clovékem. V idedlnim piipadé by se skupiny zcela

oddélily. Na grafu 3 mtzete vidét ptiklad vysledkt klasifikace tti autord.
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Graf 3: Vysledky t-SNE.

2.4 Implementace v Pythonu

Program je napsan v programovacim jazyce Python, konkrétné ve verzi 3.7. (Van Rossum a
Drake 2009) Python je pro zpracovani ptirozeného jazyka (dale NLP) vhodny, jelikoz jiz obsa-
huje velké mnozstvi open source knihoven, které se NLP vénuji. Do jisté miry je také pro tyto
ucely jednodussi na pouziti oproti jinym programovacim jazykdm. (Thanaki 2017, Srinivasa-
Desikan 2018) Nasledujici ¢asti prace se zabyvaji instalaci a nastavenim programu.

2.4.1 Instalace programu

Pro spusténi programu je potfeba mit nainstalovany Python. Pro instalaci Pythonu je vhodné
pouzit prostfedi Anaconda, (Anaconda inc. 2016) které je dostupné zdarma pro Windows, Ma-
cOs a Linux na https://www.anaconda.com/products/individual. Python se da naistalovat i ji—
kmhovny na zpracovani dat, véetné€ knihoven pouz1tych v této praci. Instalace probiha jedno-
duse, z jiz zminéné stranky se stahne potebna verze instalatéru a projde se instalaci.

Po instalaci pythonu je potieba naistalovat knihovny, které nejsou soucésti Anacondy.
Jedna se o knihovnu stop-words, (Savand 2018) ktera obsahuje seznamy stop slov v nejpouzi-
vangjsich evropskych jazycich, Morphoditu, (Straka a Strakova, MorphoDiTa: Morphological
Dictionary and Tagger 2014) ktera umoziuje lemmatizaci a tagovani v CeStin€ a json2html,
(Malhotra 2019) na pfevadéni formatu json na format html. Pro instalaci knihoven je vhodné
pouzit pip. K tomu je potfeba oteviit aplikaci Anaconda Prompt, ktera je soucasti Anacondy,
a zadat ptikaz pip install a nazev knihovny, kterou chcete instalovat, a odsouhlasit kldvesou

enter. Nazvy knihoven jsou v tomto piipad¢ stop-words, ufal.morphodita a json2html.
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Aby fungovala Morphodita, je také za potiebi stahnout jazykovy model. V této praci je
pouzita nejnovejsi verze Ceského modelu s Cislem 161115, ktery je k dispozici na strance
ufal.mff.cuni.cz/morphodita. (Straka a Strakova, Czech Models (MorfFlex CZ 161115 + PDT
3.0) for MorphoDiTa 161115 2016)

2.4.2 Nastaveni a spusténi programu

Pro pouzivani programu staci, aby uZzivatel interagoval pouze se souborem main.py. Do n¢j se
zadavaji konkrétni parametry, které chce uzivatel pouzit.

Prvni informace, kterou musi v nastaveni uzivatel zadat, je adresa dat, které chce uzi-
vatel zkoumat. V programu jsou na vybér dva formaty, a to csv a textové soubory txt. Pfi pouziti
formatu csv je nutné zadat celou adresu souboru. Pouziti textovych soubort je o néco kompli-
kovangjsi. Jednotlivé texty musi byt v samotnych souborech, roztiidénych do slozek podle sku-
pin, které maji byt rozdéleny. Adresa je napsana az po slozku, ve které se data nachazeji. Poté
nasleduje prvni hvézdicka, kterd znaci libovolnou podslozku a druha hvézdicka, ktera znaci
vSechny soubory s vybranou koncovkou, v tomto ptipadé¢ .txt. V dalsi kolonce je nutné zapsat,
ktery format je pouzit.

Uziti formatu CSV:

SETTING PATH = "c:/Data/spam.csv"
SETTING INPUT FORMAT = "csv

Uziti jednotlivych textovych soubort ve vlastnich adresatich:

SETTING PATH = "c:/Data/*/*.txt"
SETTING INPUT FORMAT = "txt"

Dalsi nastaveni programu je pfedzpracovani textu, které udava kompletni proces upravy textu
(tzv. pipeline) ve formé dictionare. Pod ,,n“ se piSe nazev daného procesu, pod ,,p*“ jeho jed-
notlivé parametry. Povinna je pouze tokenizace, bez které by se text nerozdélil na mensi seg-
menty. Nastaveni tokenizace se zadava v regularnich vyrazech. Zakladni nastaveni je ,,\\W+,
které oddeli graficka slova, ale je mozné pouzit i jina rozd€leni. Ostatni zpracovani je mozné
vynechat.

U redukce se specifikuje pocet tokentl, na které chce uzivatel texty zkratit, a zda chce,
aby byly tokeny brany nahodné, i aby bylo vybrano prvnich n tokend. V této praci jsou je
promichani slov zapnuto. Vypnuti promichani slov je nutné, pokud je potieba ponechat kontext
slov. Tento a nékolik nasledujicich parametrd se ovlada napsanim 7rue pro spusténi a False

pro vypnuti. U ostatnich zpracovani je tfeba zadat jazyk, a to v angli¢tiné a malymi pismeny.
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U lemmatizace a tagovani se také zadava umisténi souboru jazykového modelu. Toto je potieba

pouze u cestiny, v jiném piipad¢ zde uzivatel miiZze nechat None.

SETTING NLP PIPELINE = [{

"n" : "tokenize", "p" : {"regex split" : "\W+"1}},

{"n" : "reduce", "p" : {"to" : 1000, "randomize": True}},
{"n" : "lemmatize", "p" : {"language" : "english", morpho-
dita path" : None}},

{"n" : "remove_ stopwords", "p" : {"language" : "english"}}

Nasleduje vektorizace. V tomto nastaveni se voli, na jakou formu budou data prevedena. Stejné
jako u zpracovani textu se do ,,n“ piSe nazev a pod ,,p“ parametry. Parametry jsou zde potieba
pouze u bag-of-words, kde se zadava, zda se jedna o binarni ¢i frekvenéni Bag-of-words, pii-
padné na jaké ¢islo ma byt binarni bag-of-words nastavena. UZivatel si muze vybrat, zda chce
bag-of-words a konkrétni indexy pouzit. Program vsak potfebuje vic nez jednu vlastnost, tudiz
pfi vynechani bag-of-words musi zistat alespon dva indexy. Bag-of-words se mize pouZit sa-

mostatné, jelikoz na rozdil od indexl vytvaii vice vlastnosti.

ETTING VECTORIZATION = [
"bow" "p" : {"binary" : True, "binary number" : 1}},
" : "index ttr"},
: "index gini coeficient"},
"index shannon_entropy"},
" : "index rr"},

S
{
{
{ "
{
{
{ "index average word lenght"}

Uzivatel také voli, zda chce, aby se potadi textd promichalo. Promichani textii se vypina v pii-
padé, Ze je potieba pokus zopakovat se stejnym potfadim textli. V této praci je promichani textt

zapnuté.

SETTING SHUFFLE = True

Dale je potfeba vybrat normalizaci. Na vybér je min max nebo z-score.

SETTING NORMALIZATION = {"min max" : True, "z score"
False}

UZivatel si mtize vybrat, které metody chce pouzit. Idealné 1ze pouZzit v§echny, nicméné nékteré
metody mlzou s vét§im mnoZzstvim dat trvat delsi dobu. Pti velkém mnoZzstvi dat se navic vi-

zualiza¢ni metody stavaji necitelné (viz graf 43) a mohou byt vynechany.
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SETTING METHODS = {"svm" : True, "lda" : True, "knn" : True,
"nb" : True, "decision tree" : True, "mds" : True, "pca"
True, "tsne" : True}

KNN a t-SNE navic potiebuji specifické parametry. Jedna se o zptisob méteni vzdalenosti. Nej-
nosti pod ,,n*“ a nazvem, ktery je pro vzdalenost pouzit v knihovné SciPy pod ,,p*“. Prvni nazev
muze byt napsany jakkoliv, slouzi jen k uloZeni do vysledného reportu. VSechny vzdalenosti,
které se  nachazeji v knihovné¢  SciPy  (Virtanen  2020)  jsou  dostupné
na https://docs.scipy.org/doc/scipy/reference/spatial.distance.html, nicméné ne vSechny jsou
vhodné pro typy vypoctl, pouzivanych v tomto programu, a je mozné, ze nebudou fungovat.
KNN také potiebuje nastavit pocet sousedi a t-SNE potiebuje nastavit perplexity. Pocet sou-
sedd je na uzivateli, ale nesmi byt vétsi, nez pocet textll. Perplexity se musi nachdzet mezi 5
a 50. V této praci bude pouzita kosinova vzdalenost, perplexity 30 a 11 sousedt. Pouze v pfi-

padé, Ze je pocet texth mensi, nez 11, bude pocet sousedti snizen.

SETTING DISTANCE METRIC = {"n" : "cosine", "p" : scipy.spa-
tial.distance.cosine}
SETTING KNEIGHBORS = 11

SETTING TSNE PERPLEXITY 30

Dulezité je nastavéni poméru trénovacich a testovacich dat. Trénovacich dat by mé¢lo byt vice

nez testovacich. V této praci bude pouzito 75 % trénovacich dat ku 25 % testovacich.

SETTING TRAIN RATIO = 0.75

Pro zobrazovani nejdalezitéjSich vlastnosti u SVM a NB musi uzivatel zadat pocet vlastnostt,
které chce zobrazit. Pokud je vlastnosti méné, nez je zadano, naptiklad pti vynechani bag-of-

words a pouziti samotnych indext, budou zobrazeny vsechny dostupné vlastnosti.

SETTING TOP N FEATURES = 10

Uzivatel si také miize zvolit format, v jakém chce vysledky ulozit. Na vybér je html a json.
Také je potieba zvolit ndzev slozky, do jaké se vysledky ulozi. Tato slozka se vytvoii v misté
ulozeni samotného programu. Pokud v tomto adresafi jiz slozka s timto ndzvem existuje, k na-

zvu se prida cislo.

SETTING SAVE AS = "html"
SETTING OUTPUT PATH = "results"
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Posledni nastaveni je smycka. Uzivatel miize nastavit, aby se program spustil opakovang. To je
vyhodné, pokud je pouzita n-fold kiizova validace a vypocet trva déle. Uzivatel nastavi, jestli
chce smycku spustit, a pokud ano, kolikrat ma byt opakovana. Vysledky jsou uloZeny stejné,
jako by se byly ulozeny bez smycky, tedy se kazda iterace se ulozi do vlastni slozky. Pouze
ve sloZce posledni iterace se navic ulozi soubor se shrutim celé smycky. V ném je uloZeno,
ktera z iteraci méla nejlepsi vysledky metod uéici se s ucitelem a poté primér piesnosti testo-

vaciho datasetu u kazdé z metod.

SETTING LOOP = {"loop" : True, "number" : 5}

Pokud je nastaveni zadano spravné, program se mize spustit. Uzivatel musi pamatovat na za-
chovani vSech uvozovek, zavorek a jinych znaki, bez kterych Python ptikazy nemuze provést.

Pokud se na konzoli objevi hlaska syntax error, doslo nékde k preklepu.

3 Prakticka Cast

V praktické ¢asti bude program pouzit na nékolik datasett s cilem ilustrovat pouziti a ukazat
aplikovatelnost riznych metod na riizné klasifikacni problémy. Jedna se o urceni jazyka, ureni
autorstvi u profesionalnich autorti a neprofesionalnich autorli, rozpoznani sentimentu a rozpo-
znani spamu. U v8ech dat bude pouzita 5-fold kiizova validace vysledku, aby se omezil vliv

nahody.

3.1 Urceni jazyka

Prvni z uloh je automatické rozpoznani jazyka. Na rozdil od dalSich uloh by mélo rozpoznéani
jazyka fungovat 1épe, jelikoz rozdilné jazyky maji odlisna slova. Bag-of-words by si tedy méla
vést dobfe. I informace, které se z textl ziskavaji v podobé indext, by mély byt ovlivnény ja-

zykem.

3.1.1 Oddéleni Cestiny a anglictiny

Prvni tloha bude pouzita ¢astecné na ukazani postupu a overeni fungovani programu. Jedna se
o binarni klasifikaci, konkrétn€ o rozpoznani anglictiny od CeStiny. Na rozdéleni bylo pouzito
prvnich osm kapitol Asimovova roméanu Roboti Gisvitu v anglictin€ a cestin€. Stejné jako nasle-
dujici dva datasety se jedna o paralelni korpus. Nékteré Casti slovniku budou tedy spolecné
i v odlisnych jazycich. Minimalné se jedna o jména a slovo robot, které¢ anglictina pievzala
z ¢estiny. Nicméné v Ceskych textech budou tato slova sklofiovana, tudiz by nemuselo dojit

k zaméng. Da se predpokladat, ze za pouziti bag-of-words se texty oddeli. Kromé tokenizace
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neni texty mozné dale zpracovat, ovSem i piesto by se lexikalni slozka angli¢tiny a CeStiny méla

lisit.

3.1.1.1 Nastaveni a prib&h programu

Vse, co se v programu dé&je, se zobrazuje na konzoli, jak je vidét na ukazce nize. Program nej-
prve nacte texty ze zvolené zdrojové cesty. Ulozeny jsou jako objekt tfidy text, do které se
zapise jejich jméno, tiida, prosty text a zdrojova cesta. Pozd¢ji se k témto informacim prida
také tokenizovany text, typy, frekvence, ranky a pravdépodobnosti. Tim, Ze jsou texty zavedené
jako objekty se s nimi 1épe pracuje a v§echny informace o jednom textu jsou na jednom miste.

Po nacteni textl je zkontrolovano, zda maji vS§echny skupiny stejny pocet texti. Sku-
piny s odlisnou velikosti by mohly zkreslit vysledky. Pokud je pocet rozdilny, zkrati se na pocet
textll v nejmensi skupiné. Z ostatnich skupin se nahodné vybere potiebny pocet textu.

Poté se jednotlivé texty tokenizuji, ptipadné zkracuji, odstraiiuji se z nich stop slova,
stemuji, lemmatizuji a/nebo prevadi na tagy. V tomto ptipadé jsou texty pouze tokenizované
a zkracené na 50 slov. JelikoZ jsou texty v této tlloze ve dvou rtiznych jazycich, ostatni upravy
se nemohou pouzit. Jsou totiz zavislé na jazyku. Pro tuto Gllohu je tedy nastaveni pfedzpracovani

textu nasledujici:

SETTING NLP PIPELINE = [
{"n" : "tokenize", "p" : {"regex split" : "\W+"}},
{"n" : "reduce", "p" : {"to" : 50, "randomize": True}}]

V této uloze jsou zvoleny vSechny indexy i bag-of-words a jejich nastaveni je nasledujici:

SETTING VECTORIZATION = [

{"n" : "bow", "p" : {"binary" : False, "binary number"
Nonel},

{"n" : "index ttr"},

{"n" : "index gini coeficient"},

{"n" "index shannon_entropy"},

{"n" "index rr"},

{"n" "index average word lenght"}]

Ziskana data se nasledné mohou nahodné zamichat a rozdélit na testovaci a trénovaci. Nasta-

veni zamichani dat je zadano nasledovné:

SETTING SHUFFLE = True

Na konzoli se poté zobrazi pocty skupin a trénovacich a testovacich dat. Lze si tak ovérit, ze

nikde nedoslo k chybé¢. Pak se vytvoii se nova slozka, do které se budou ukladat vysledky. Data
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jsou nasledné pouzita v jednotlivych metodach. U této ulohy jsou zvoleny vSechny metody, se

zde zobrazenym nastavenim:

SETTING NORMALIZATION = {"min max" : True, "z score"

False}

SETTING METHODS = {"svm" : True, "lda" : True, "knn" : True,
"nb" : True, "decision tree" : True, "mds" : True, "pca"
True, "tsne" : True}

SETTING_DISTANCE_METRIC
tial.distance.cosine}
SETTING_KNEIGHBORS =3
SETTING_TSNE_PERPLEXITY = 30
SETTING_TRAIN_RATIO = 0.75

{"n" : "cosine", "p" : scipy.spa-

Metody se nejprve natrénuji a poté se vypocita a ulozi jejich uspé$nost. Po dokonceni vypocti
se vytvori grafy. Ty se ulozi do nové vytvorené slozky a zaroven se i zobrazi na konzoli, odkud
se pripadné také mohou ulozit ¢i zkopirovat. Vysledky metod ucicich se s ucitelem se na kon-
zoli nezobrazi, pouze se ukladaji do souboru v nové slozce. Pokud by je uzivatel chtél zobrazit
na konzoli, sta¢i po dokonéeni programu do konzole zadat report/"supervised"].

Ukazka kontrolniho vystupu z konzole programu:

>Loading files...

>Testing if all classes have the same ammount of files...
>Applying nlp...

>cl.txt

>Tokenizing...

>Reducing. ..

>Randomizing...

>c2.txt

>Tokenizing...

>Vectorizing...

>Shuffling...

>Splitting...

>Training dataset: {'english': 6, 'czech': 6}
>Testing dataset: {'english': 2, 'czech': 2}
>{'Number of classes': 2, 'number of train data': 12, 'num-
ber of test data': 4}

>Creating a folder...

>Training...

>Normalizing...

>Training supervised methods...

>svm. . .

>evaluating...

>Training unsupervised methods...
>mds. ..

>Creating graphs...
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3.1.1.2  Vysledky

SVM
LDA
KNN
NB

Decision
Tree

Tabulka 2: Primérna piesnost rozpoznani angli¢tiny a Cestiny.

Trénovaci
Testovaci
Trénovaci
Testovaci
Trénovaci
Testovaci
Trénovaci
Testovaci
Trénovaci
Testovaci

Celé texty
100 %
100 %
83,3 %
100 %
100 %
100 %
100 %
100 %
100 %
90 %

50 slov
100 %
100 %
55 %

70 %

100 %
100 %
100 %
100 %
100 %
100 %

Presnost pii rozpoznani angli¢tiny a ¢eStiny je vysoké. SVM, KNN a NB dosahly v obou pfi-

padech 100% uspésnosti jak u trénovaciho, tak i testovaciho datasetu. Decision Tree dosahlo

100 % uspésnosti pouze pii zkraceni textd na 50 slov, LDA naopak pouze pii pouziti celych

textll. LDA navic dosahla lepSich vysledkt u testovaciho datasetu, neZ u trénovaciho.

accuracy train 1.0
accuracy test 0.5

recall train

recall test

precision train

precision test

f1 train

f1 test

Tabulka 3: Vysledky Decision Tree pti vynechani zkraceni textu.

czech 1.0
english 1.0
czech 1.0
english 0.0
czech 1.0
english 1.0
czech 0.5
english 0.0
czech 1.0
english 1.0
czech  0.6666666666666666
english 0.0
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accuracy train
accuracy test
recall train

recall test

precision train

precision test
fl train

f1 test

0.5833333333333334

0.25
czech
english
czech
english
czech
english
czech
english
czech
english
czech
english

0.6666666666666666
0.5
0.0
0.5
0.5714285714285714
0.6
0.0
0.3333333333333333
0.6153846153846153
0.5454545454545454
0.0
0.4

Tabulka 4: Vysledky LDA pfi zkraceni na 50 slov.

Na vysledcich Decision Tree a LDA je vidét, jaky vliv na vysledky mize mit ndhoda. Zda bude
text soucasti trénovaciho Ci testovaciho datasetu se vybira ndhodné. V ptipadé zkraceni textu
se 1 nahodné vybiraji slova, ktera budou ponechana. Kvili tomu se data, a vysledky z nich zis-
kané, mohou lisit. Ve ¢tyfech pripadech z péti byla pfesnost testovaciho datasetu Decision Tree
100 %, nicméné v jednom pfipadé byla pfesnost pouhych 50 %. Na tabulce 3 mizeme vidét, ze
Decision Tree oznacilo vSechny texty jako Ceské a zadné jako anglické. Primér téchto péti
presnosti dava 90 %. Podobny problém nastal u LDA pfi zkraceni texti na 50 slov. Primérna
presnost testovaciho datasetu LDA byla 70 %, nicméné jednotlivé vysledky se pohybovaly
od 25 % do 100 %. Je vhodné tedy vypocty zopakovat, aby se vliv nahody omezil. Nicméné je

zaroven tfeba nedbat pouze na prameér, jelikoz se jednotlivé vysledky mohou zna¢né lisit.

0 4 -t @ x=ech
english
20 4
£7.tt £2 txt &3t Lot
101 £8 txt £6 it
;?.t::t
_]_ﬂ 4
&6t &3 tut &8t
=20 25t
—30 ‘.E.t:n:t
~30 -20 -10 0 10 20

Graf 4: Vysledky MDS pfi vynechani zkraceni texti.
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Pti redukci poctu vlastnosti na dva rozméry pomoci MDS si miizeme v§imnout, Ze ob¢ skupiny

textl jsou i1 zde odd¢litelné. Ttidy od sebe sice nejdou beze ztrat linearné oddélit, nicméné i tak

z tohoto grafu mizeme usoudit, Ze uz samotné vlastnosti maji o obou tiidach vhodné pojeti.
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Graf 5: Vysledky t-SNE pii vynechani zkraceni textu.

Ve vysledcich t-SNE se tfidy nedaji vizualné odd¢lit tak snadno, jako u MDS. Stale se ovSem

oddélit daji. Zajimavé je, Ze texty, které se nachazeji v pomyslné Spatné skupiné, jsou blizko

stejné kapitole v druhém jazyce.

§3-bet & <ech
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Graf 6: Vysledky PCA pfi zkraceni texti na 50 slov.
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Posledni vizualiza¢ni metodou je PCA. Na rozdil od MDS a t-SNE se u PCA od sebe skupiny
nedaji jednoduse oddélit. Nicméné jsou mista, kdy se texty drzi blizko u sebe, dva Ceské texty
se 1 prekryvaji. Vysledky vizualiza¢nich metod u této ulohy nejsou tak jednoznacné a presné
jako vysledky metod ucicich se s uCitelem, nicméné i tak je na grafech 4-6 vidét, ze jsou skupiny

alespon ¢astecné oddelitelné.

3.1.2 Rozpoznani jazyka u Bibli

vvvvvv

obsahovali pouze novy zakon, jelikoz jich bylo nejvice. Z téchto 109 textt byly vytvoreno dva
datasety. Z textd byl odstranén anglicky uvod a texty byly rozdéleny na jednotlivé knihy. V né-
kterych pripadech byly kvuli délce krat$i knihy spojeny. Kazdy z jazykti mél 17 textl, z toho
13 v trénovacim datasetu a 4 v testovacim.

Prvni z datasett se sklada z péti nahodné vybranych jazyki. Jedna se o mexicky jazyk
Copala Triqui, o Chiquitano z Bolivie, Mborena Kam neboli Borei z Papua Nové Guinee, eti-
opsky Gofa a Yucana z Kolumbie. Druhy dataset se sklada ze ctyt ptibuznych jazykt patficich
do jazykové rodiny Quechua, konkrétné Cajamarca, severni Junin, severni Conchucos Ancash
a severni Pastaza.

JelikoZ se jedna o paralelni korpus, je mozné, Ze u piibuznych jazykt nastane problém.
Pokud maji jazyky spole¢nou ¢ast slovniku, ktera se v Bibli vyskytuje (napiiklad jména), mohlo
by dojit pti klasifikaci k chybé&. Dalsi problém by mohly piedstavovat vysvétlivky a Casté ¢is-
lice, kterymi jsou oznaceny jednotlivé ¢asti Bible. Pokud se ovSem jazyky oddé€li, da se poznat,
ze se oddélily skutecné dle jazyka, a ne diky jinym moznym faktorim (napt. kdyby texty jed-
notlivych jazykit mély zanrové rozdily).

3.1.2.1 Vysledky
3.1.2.1.1 Naéhodné& vybrané jazyky

BoW a indexy BoW Indexy

SVM Trénovaci 100 % 100 % 90,1 %
Testovaci 100 % 100 % 84 %
LDA Trénovaci 54,1 % 53,2 % 94 %
Testovaci 52 % 60 % 92 %

KNN Trénovaci 100 % 100 % 88,9 %
Testovaci 100 % 100 % 80 %

NB Trénovaci 100 % 100 % 84,9 %
Testovaci 100 % 100 % 78 %

Decision Tree = Trénovaci 100 % 100 % 100 %
Testovaci 95 % 97 % 82 %

Tabulka 5: Primérna piesnost pti zkraceni na 1000 slov.

Uz prvni vysledky se ukazaly jako slibné. Pti zkraceni textti na 1000 slov dokazalo SVM, KNN

a NB jazyky rozdé¢lit na 100 %. Decision Tree mélo primérnou tspeSnost 95 %, LDA vyrazné
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nizsich 52 %. Pti pouZiti pouze bag-of-words se vysledky zménily pouze mirn€. LDA se zvysilo
0 8 % a Decision Tree o 2 %. Pti pouziti samotnych indext se uspésnost vS§ech metod kromé

LDA snizila. LDA se zlepS$ilo na 92 %.

100 50 40 35 30 25 20 slov 15 10
slov slov slov slov slov slov slov slov
SVM 100% 100% 100% 100% 100% 100% 100% 98% 93 %
LDA 72% 66 % 54 % 62% | 60 % 55 % 57 % 54% 42 %
KNN 100% 100% 99 % 100% 99 % 96 % 94 % 92% T70%
NB 100% 100% 100% 100% 100% 100%  100% 97% 92%
Deci- 87 % 83 % 80 % 77% 66 % 78 % 64 % 55% 52%
sion
Tree
Tabulka 6: Praimérna piesnost testovaciho datasetu pii zkraceni na odlisny pocet slov.

Dale bylo vyzkouseno, kolik slov je potteba, na spravné rozpoznani jazykti. SVM a NB dosahly
100% Gspésnosti uz pii zkraceni na 20 slov, KNN u zkraceni na 50 slov. Pti zkraceni na 30 slov
meélo KNN 99% uspésnost. I pii zkraceni na pouhych 10 slov mélo SVM uspésnost 93 % a NB
92 %.

BoW a indexy BoW Indexy

SVM Trénovaci 100 % 100 % 91,1 %
Testovaci 100 % 100 % 86 %

LDA Trénovaci 58,4 % 59,4 % 94,8 %
Testovaci 58 % 60 % 88 %

KNN Trénovaci 100 % 100 % 92,9 %
Testovaci 100 % 100 % 85 %

NB Trénovaci 100 % 100 % 85,9 %
Testovaci 100 % 100 % 82 %

Decision Tree = Trénovaci 100 % 100 % 100 %
Testovaci 95 % 96 % 84 %

Tabulka 7: Primérna piesnost pti zkraceni na 2000 slov.

Vysledky se pti zkraceni na 2000 slov oproti zkraceni na 1000 zménily pouze mirng. Pti pouziti
pouze indext se vysledky mirné zlepsily u vSech metod kromé& LDA, kde se tispéSnost snizila
0 4 %. Pti pouziti bag-of-words 1 indexii se GspéSnost LDA zvysila o 6 %. Pii pouziti pouze

BoW se uspésnost Decision tree snizila o 1 %. Ostatni vysledky ziistaly stejné.
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BoW a indexy BoW Indexy

SVM Trénovaci 100 % 100 % 81,8 %
Testovaci 98 % 99 % 80 %
LDA Trénovaci 80,3 % 78,5 % 95,4 %
Testovaci 100 % 100 % 90 %
KNN Trénovaci 100 % 100 % 82,8 %
Testovaci 100 % 100 % 80 %
NB Trénovaci 100 % 100 % 80,3 %
Testovaci 100 % 100 % 75 %
Decision Tree = Trénovaci 100 % 100 % 100 %
Testovaci 93 % 98 % 90 %

Tabulka 8: Primérna piesnost pii vynechani zkraceni texti.

Pti vynechani zkraceni textl se piesnost testovaciho datasetu LDA zvysila na 100 % u pouziti
bag-of-words a indexti 1 u pouziti pouze bag-of-words. U trénovaciho datasetu mélo LDA vy-
razn¢ niz§i vysledky nez u testovaciho datasetu. Neni to jediny vysledek, u kterého tak nastalo.
Nicméng u ostatnich vypocti se jednalo o nékolik procent, pti vynechani zkraceni text a pou-
ziti samotné bag-of-words byla trénovaci piesnost LDA hors$i 0 21,5 %. Stejné jako LDA, KNN
a NB také dosahly 100% uspésnosti u bag-of-words a indexd a samotné bag-of-words. Pfesnost
SVM se snizila na 98 % pii pouziti bag-of-words 1 indexti a 99 % pii pouziti samotné bag-of-
words. Decision Tree mélo pii pouZiti bag-of-words 1 index ptesnost 93 %, ovSem pii pouZziti
samotné bag-of-words 98 %, coz je nejvyssi dosazena presnost Decision Tree v této tloze.
Pti pouziti samotnych indexi byla Gspé$nost v§ech metod nizsi. Doslo k tomu pravdépodobné
tim, Ze nékteré indexy jsou piimo zavislé na délce textu, a tudiZ pottebuji, aby byl pocet slov u

vSech textl stejny.
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Graf 7: Vysledky t-SNE pfi vynechani zkraceni a pouziti pouze BoW.
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U vysledki t-SNE byly ve vétsing piipadi data rozdélena na pét shlukii, nicméné se v nich
nachazeji texty riznych tfid. V nékterych ptipadech byla jista tendence nekterych trid se shlu-
kovat. Na grafu 7 jsou vSechny shluky rozdéleny na 17 text. V pravém hornim shluku se na-
chazi 9 textll v jazyku yucuna, od kazdého ostatniho jazyku dva. Ostatni shluky jsou méné¢ vy-

hranéné, v nékterych je rozdil dvou nejvice zastoupenych jazykd pouze jeden text.
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Graf 8: Vysledky PCA pii zkraceni textti na 2000 slov.

PCA, podobné jako t-SNE, také roz¢lenilo texty na pét shlukl. Na rozdil od t-SNE byly ov§em
texty piili$ blizko u sebe, a je obtizné zjistit, jestli jsou texty stejné tiidy u sebe. Je jisté, Ze tomu
tak neni ve vSech pfipadech, jelikoz je ve vSech skupindch vidét alespon jeden text v jazyku

yucuna a v jazyku copala triqui. Nicméné piesnéjsi informace nemohou byt z grafu 8 zjistény.
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Graf 9: Vysledky MDS pii pouzitich samotnych indext a zkraceni na 1000 slov.

MDS se texty rozdélilo do péti shlukt jen v n€kolika ptipadech. Jeden z nich je vidét na grafu 9.
Stejné jako u t-SNE a PCA texty nejsou zcela rozdéleny dle jazykd. V shluku v hornim rohu se
nachazi 7 textl v jazyce chiquitano, ve shluku vpravo dole se nachazi 7 textl v jazyce copala
triqui. Shluk vlevo uprostied obsahuje 5 textd v jazyce chiquitano, nicméné celkové obsahuje

pouze 8 texti. Shluky vlevo dole a uprostied nejsou ¢itelné kvili prekryvajicim se napisim.

3.1.2.1.2 Ptibuzné jazyky

BoW a indexy BoW Indexy

SVM Trénovaci 100 % 100 % 58,8 %

Testovaci 100 % 100 % 56,3 %

LDA Trénovaci 48,9 % 46,9 % 80,8 %

Testovaci 43,8 % 32,5 % 63,8 %

KNN Trénovaci 100 % 100 % 100 %

Testovaci 100 % 100 % 57,5 %

NB Trénovaci 100 % 100 % 55,8 %

Testovaci 100 % 100 % 52,5 %

Decision Tree = Trénovaci 100 % 100 % 100 %
Testovaci 93,8 % 92,5 % 55 %

Tabulka 9: Primérna piesnost pii zkraceni textii na 1000 slov.

Pfi rozpoznéavani ptibuznych jazykli mely pfi zkraceni na 1000 slov SVM, KNN a NB stale
100% uspésnost. Decision Tree se mirn€ zhorsilo, o 1,2 % u pouziti bag-of-words 1 indext
a 0 4,5 % u samotné bag-of-words. Usp&inost LDA se snizila 0 8,2 % u bag-of-words i indexti
a 0 27,5 % u samotné bag-of-words. Nejvice se zhorSila uspésnost pfi pouziti samotnych in-

dex, a to 0 22,5-28,2 %.
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Néhodné jazyky Ptibuzné jazyky

SVM 84 % 56,3 %
LDA 92 % 63,8 %
KNN 80 % 57,5 %
NB 78 % 52,5 %
Decision Tree 82 % 55 %
Tabulka 10: Primérna piesnost testovaciho datasetu u indexti a zkraceni na 1000 slov.
100 slov 75 slov 60 slov 50 slov 20 slov
SVM 100 % 100 % 100 % 98,8 % 86,3 %
LDA 52,5 % 47,5 % 47,5 % 45 % 42,5 %
KNN 100 % 100 % 100 % 97,5 % 81,3 %
NB 100 % 100 % 100 % 100 % 96,3 %
Decision Tree 73,8 % 81,3 % 67,5 % 63,8 % 48,8 %

Tabulka 11: Primérna pfesnost testovaciho datasetu pti zkracovani textli na odlisny pocet slov.

U rozpoznani jazyku, které jsou blizsi, bylo potfeba na ziskani 100% usp&snost vice slov nez
pfi rozpoznani ndhodné vybranych jazykt. Piesto 1ze i u pfibuznych jazyk dosahnout 100%
presnosti s relativné malym poctem slov. NB dosahlo 100% tspé&snosti pii zkraceni na 50 slov,

KNN a SVM pii zkraceni na 60 slov.

BoW a indexy BoW Indexy

SVM Trénovaci 100 % 100 % 63,8 %
Testovaci 100 % 100 % 46,3 %

LDA Trénovaci 55 % 52,3 % 86,5 %
Testovaci 31,3 % 18,8 % 63,8 %

KNN Trénovaci 100 % 100 % 63,8 %
Testovaci 100 % 100 % 47.5 %

NB Trénovaci 100 % 100 % 63,1 %
Testovaci 100 % 100 % 46,3 %

Decision Tree = Trénovaci 100 % 100 % 100 %
Testovaci 97,5 % 95 % 52,5 %

Tabulka 12: Primérna pfesnost pii zkraceni na 2000 slov.

Pti zvySeni poctu slov na 2000 se navzdory ocekavani LDA nezlepSilo, naopak se zhorsilo.
Pti pouziti bag-of-words 1 indexii se GspéSnost LDA zhorsila o 12,5 % a u samotné bag-of-
words 0 13,7 % na 18,8 %, coZ je niz8i usp&Snost nez pii ndhodném vybéru skupiny. Pii ndhod-
ném hadani by pfi ¢tyfech skupinach mélo dojit k presnosti 25 %. Pouze pfi pouZiti samotnych
indexi zistala GspéSnost LDA stejnd, zatimco se vSechny ostatni metody zhorsily. SVM, KNN
a NB mély u bag-of-words, bez indexti i s nimi, stale tispésnost 100 %. Decision Tree je jedina
metoda, kterou zvyseni poctu slov na 2000 zlepSilo. Pii pouziti bag-of-words i indext se zlep-
Sila 0 3,7 % na 97,5 %. Jedna se o nejvyssi presnost Decision Tree ptirozpoznavani ptibuznych

jazyku.
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BoW a indexy BoW Indexy

SVM Trénovaci 100 % 100 % 43,9 %
Testovaci 100 % 100 % 40 %

LDA Trénovaci 76,9 % 75,8 % 85,4 %
Testovaci 100 % 100 % 60 %

KNN Trénovaci 100 % 100 % 48,9 %

Testovaci 100 % 100 % 31,3 %

NB Trénovaci 100 % 100 % 37,3 %
Testovaci 100 % 100 % 40 %

Decision Tree = Trénovaci 100 % 100 % 100 %

Testovaci 93,8 % 96,3 % 41,3 %

Tabulka 13: Primérna piesnost pii vynechani zkraceni texti.

Stejné jako u rozpoznani nahodné vybranych jazykt, vynechani zkraceni textti pomohlo bag-
of-words a zhorsilo uspésnost indexl. LDA se dostalo na 100% piesnost, stejné jako SVM,
KNN a NB. LDA mélo pii pouziti bag-of-words opét vyrazné horsi piesnost u trénovaciho

datasetu nez u testovaciho.

0.t

I'Wmﬁmt@nCEEEﬁ Ea II:" 3
20 dnumn ﬂﬂrﬂfﬁﬁmﬂ@:as ﬁajaﬂﬁﬁﬁﬂﬁmn " ude b
@ncﬂm ancash

Cajamarca
d,unuffn.lenue & junin -'-.;
—20 | ﬂ" as.b .. pﬂsm:aza-;ﬁ% hg-lwtiﬁf H-pxts £

@ncasﬁfﬂ@ﬁm i s oot R RAE Rk
@ncash-cb “-:‘-'--‘ Al B R E e )
—40 - gt o

,pastaza mmans txt

60 _40 _20 0 20 0 &0

Graf 10: Vysledky t-SNE pfi zkraceni text na 2000 slov.

Podobné jako u rozpoznani nahodné vybranych jazykd, i u rozpoznani ptibuznych jazyka v né-
kterych ptipadech jsou u vysledkt t-SNE data rozd€lena na ¢tyfi skupiny. Na grafu 10 je vidét,
ze v levé a pravé skupiné prevlada severni junin, v pravé skupin€ se nachazi osm texti a v levé
sedm. Zbylé dva texty jsou v horni skuping. Texty ostatni jazykil se k sob¢ tolik nepftiblizily.
V dolni skupiné€ je pét textli v jazyku pastaza a Sest v jazycich ancash a cajamarca. VSechny tii

jazyky pak maji pét textli v horni skuping, tii v pravé skupiné a zbylé texty v levé skupiné.
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Graf 11: Vysledky PCA pfi zkraceni textti na 75 slov.

V nékterych ptipadech jsou data u vysledkit PCA viditeln¢ oddélitelnd. VétSinou se vsak roz-
délila pouze na tii skupiny. Na grafu 11 je ovSem vidét, Ze spodni skupina by se v ptlce dala
rozdélit. I tak nejsou texty do skupin rozdéleny podle jazykt. Néktera data se prekryvaji, ovsem
presto je nejvic textd stejného jazyka v jedné skupiné 6, a to v jazyce severni junin ve skupiné

uprostred.
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Graf 12: Vysledek MDS pfi zkraceni textl na 60 slov.

Vysledky MDS u této ulohy nejsou rozdélitelné. Data maji mezi sebou mezery a jsou v jednou

ovalu spolecné. Piesto je misty vidét jistd tendence stejnych jazyki byt blizko sob€, naptiklad
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skupina sedmi textd v jazyce severni junin vpravo nahofe, nebo na textech v jazyce pastaza,

které se z vétSiny drzi vlevo na okraji.

3.1.3 Zavér

Angli¢tina a ¢eS-  Nahodné jazyky Ptibuzné jazyky
tina

SVM 100 % 100 % 100 %

LDA 100 % 100 % 100 %

KNN 100 % 100 % 100 %

NB 100 % 100 % 100 %

Decision Tree 100 % 98 % 97,5 %

Tabulka 14: Nejlepsi primérna presnost testovaciho datasetu vSech metod

Metody ucici se s ucitelem jsou schopné jazyky rozdélit, a to i s malym poctem slov. Pokud
jsou si jazyky podobné;jsi, je slov potieba vice. U vSech tii datasetd vSak na 100% uspésSnost
u SVM, KNN a NB stacilo zkraceni textti na 60 slov. LDA ke 100% tspéSnosti potiebuje po-
nechat texty v ptivodni délce. Jedina metoda, ktera u tohoto problému testovaném na textti Bibli
nedosahla 100% uspésnosti je Decision Tree. Nejvyssi piesnost Decision Tree byla 98 % u na-
hodného vybéru jazykt a 97,5 % u piibuznych jazyku.

Nejlepsi metodou na rozpoznani jazykt je NB, které stacilo zkraceni na 20 slov k roz-
poznani nahodné vybranych jazyki a 50 slov u pfibuznych jazyk®. Nicméné s dostate¢nou dél-

kou textl jsou vSechny metody schopny dosahnou vysoké uspésnosti.

3.2 Urceni autorstvi u profesionalnich autora

Druha tuloha spociva v uréeni autorstvi. Uréenim autorstvi se zabyva forenzni lingvistika,
zejména u anonymnich dopisi. (Musilova 2005) V této tloze budeme klasifikovat profesio-
nalni autory. Pro urceni autorstvi bylo pouzito 24 d¢l od Jaroslava Foglara, 24 dél od Isaaca
Asimovova a 24 d¢l od Stanistawa Lema. Ve vSech piipadech se jedna o profesionalni autory
beletrie. Kromeé autorského stylu by se na odliSeni mohl podepsat i rozdilny Zanr, jelikoz Asi-
mov a Lem psali science fiction a Foglar dobrodruzné ptibéhy pro chlapce. Také by se mohlo
projevit to, ze Asimovova dila jsou pielozend z anglictiny a Lemova z polstiny, zatimco Fogla-
rova dila jsou v originalnim znéni. Tim by se mohly projevit rozlisné styly ptipadnych riiznych
prekladatelti. Na druhou stranu se jedna o beletrii ve stejném jazyce, a je mozné, ze odlisné
zanry a autorské styly na ureni nebudou stacit.

Nejprve se budou odd€lovat Foglarovy texty od Asimovovych, poté Asimovovy od Le-
movych a nakonec vSech autorti nejednou. Prvni kol by mél dopadnout 1épe, z dGvodu rozdil-
nych zanrt. U druhého tkolu jiz bude potieba rozpoznat autory samé, a ne pouze zanrové roz-

dily.
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3.2.1 Vysledky
3.2.1.1 Foglar — Asimov
3.2.1.1.1 Metody ucici se s uCitelem

100 slov 250 slov 500 slov 800 slov 1000 slov

SVM Trénovaci 100 % 100 % 100 % 100 % 100 %
Testovaci 80 % 96,7 % 100 % 100 % 100 %
LDA Trénovaci 56,7 % 53,9 % 55,5 % 51,7 % 51,1 %
Testovaci 60 % 61,7 % 58,3 % 60 % 60 %
KNN Trénovaci 80,6 % 92,2 % 100 % 100 % 100 %
Testovaci 80 % 93,3 % 100 % 98,3 % 100 %
NB Trénovaci 97,8 % 100 % 97,5 % 100 % 100 %
Testovaci 85 % 96,7 % 100 % 100 % 100 %
Decision | Trénovaci 100 % 100 % 100 % 100 % 100 %
Tree Testovaci 66,7 % 63,3 % 71,7 % 68,3 % 80 %

Tabulka 15: Primérna pfesnost rozpoznani autorstvi pii zkraceni na rizné poéty slov.

Pti testovani autorstvi byla velmi dilezita délka textu. Pocatecni testy byly provedeny se zkra-
cenim texttina 100 slov, coz se ukazalo jako nedostate¢né. Pii zvySeni na 1000 slov se pfesnost
zlepSila na 100 % u SVM, KNN a NB. Po bliz§im zkoumani bylo zji§téno, Ze na rozpoznani
tohoto datasetu na 100 % u SVM a NB jsou potieba texty o alespon 500 slovech. KNN mélo
u 500 slov také 100% uspésnost, nicméné pii zkraceni na 800 slov se pfesnost snizilana 98,3 %.
Pti dal$im zvySeni poctu slov se zlepSila presnost Decision Tree, nicméné nejvyS$si presnost
byla 80 % pfi zkraceni na 1000 slov. LDA mélo nejvyssi pfesnost testovaciho datasetu 61,7 %
pii zkraceni na 250 slov. Nejnizsi piesnost mélo pii zkraceni na 500 slov, u ostatniho zkraceni
byla ptesnost vzdy stejna. Ve vSech piipadech byla pfesnost testovaciho datasetu u LDA vyssi,

nez presnost trénovaciho datasetu.
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Graf 13: Presnost Decision Tree.
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Graf 14: Presnost LDA.

Na grafu 13 a grafu 14 je znazornéna presnost kazdého z péti vypoc¢tl se stejnym nastavenim.
Zkraceni na méng, nez 500 slov, byla vynechana, jelikoz u nich jsou nizké vysledky. Na grafu
13 je vidét, Ze presnost Decision Tree se pohybovala na velkém rozmezi, u zkraceni na 500 slov
byl rozdil mezi nejvyssim a nejnizsim vysledkem ptes 50 %. To vSechno navzdory tomu, Ze
Decision Tree mélo u trénovaciho datasetu 100% uspés$nost. LDA mélo na druhou stranu lepsi
vysledky u testovaciho datasetu. Na grafu 14 je vidét, Ze se piesnost obou datasetd piekryva,

ale testovaci dataset ma vétsi rozptyl.

Lemmatizace a Odstranéni stop =~ Lemmatizace
odstranéni stop slov

slov
SVM Trénovaci 100 % 100 % 100 %
Testovaci 100 % 100 % 98.3 %
LDA Trénovaci 73,9 % 70 % 76,7 %
Testovaci 76,7 % 61,6 % 60 %
KNN Trénovaci 100 % 100 % 99.4 %
Testovaci 100 % 100 % 98,3 %
NB Trénovaci 100 % 100 % 100 %
Testovaci 100 % 100 % 100 %
Decision Tree  Trénovaci 100 % 100 % 100 %
Testovaci 91,7 % 70 % 86,6 %

Tabulka 16: Primérna piesnost pfi pouziti lemmatizace a odstranéni stopovych slov a zkraceni na
1000 slov.

Pouziti lemmatizace a odstranéni stop slov ptesnost Decision Tree a LDA mirné zlepSilo, nej-
vice pokud bylo pouzito oboji. Decision Tree se pii lemmatizaci a odstranéni stop slov dostalo

az na pramérnou presnost 91,7 %, LDA na 76,7 %.
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Frekven¢ni BoW @ Binarni Bow Binarni BoW s
citlivosti 2

SVM Trénovaci 100 % 100 % 100 %
Testovaci 100 % 100 % 100 %
LDA Trénovaci 50 % 51,1 % 60 %
Testovaci 68,3 % 51,7 % 71,7 %
KNN Trénovaci 100 % 100 % 96,6 %
Testovaci 100 % 100 % 98,3 %
NB Trénovaci 100 % 100 % 100 %
Testovaci 100 % 100 % 100 %
Decision Tree  Trénovaci 100 % 100 % 100 %
Testovaci 65 % 80 % 71,1 %
Tabulka 17: Primérna piesnost pii pouziti pouze BoW a zkraceni na 1000 slov.
1000 slov 5000 slov 10000 slov
SVM Trénovaci 80,5 % 90,5 % 94,4 %
Testovaci 90 % 86,7 % 90 %
LDA Trénovaci 87,2 % 93,3 % 96,7 %
Testovaci 76,7 % 86,7 % 85 %
KNN Trénovaci 75 % 85 % 85,6 %
Testovaci 76,7 % 73,3 % 83,3 %
NB Trénovaci 68,9 % 76,1 % 83,3 %
Testovaci 76,7 % 73,3 % 76,7 %
Decision Tree = Trénovaci 100 % 100 % 100 %
Testovaci 73,3 % 81,7 % 86,7 %

Tabulka 18: Primérna pfesnost pii pouziti pouze index.

Jako velmi dilezita se ukazala metoda reprezentace textt bag-of-words. Pii jejim vynechani
a pouziti pouze indexd se zkracenim na 1000 slov u SVM priimérna ptesnost snizila na 90 %
u testovaciho datasetu. Kromé toho, stejné jako KNN a NB, m¢la vyssi pfesnost u testovaciho
datasetu nez trénovaciho. U SVM nejvice ke klasifikaci pomohl index TTR. Decision Tree
mélo primérnou piesnost 73,3 %, ostatni metody 76,7 %. Pti zvétSeni poctu slov se primérna
uspésnost zlepsila, nicméné nejvyssi byla stale 90 % u SVM. Pfitom pii pouziti pouze frek-
venéni bag-of-words byla ptesnost u SVM, KNN a NB stale 100 %. Jedind metoda, ktera se

zlepSila bez Bag-of-words je LDA. U zkraceni na 5000 slov méla primérnou presnost 86,7 %.
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3.2.1.1.2 Vizualiza¢ni metody
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Graf 15: Nejcast¢jsi podoba vysledkit MDS.

Vysledky MDS byly nejcastéji zobrazovany jako oval, s mezerami mezi jednotlivymi body.
Na nékterych mistech se k sobé shlukuji texty podle skupin, napiiklad na grafu 15 je vlevo
uprosted vidét shluk nékolika textli od Foglara. Jednotlivé texty v ramci shluku mezi sebou

ovsem stale maji mezery a jednotlivé shluky nejsou nijak oddéleny od shlukii druhé skupiny.
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Graf 16: Vysledky MDS pii vynechani zkraceni textu s binarni BoW.

Asi nejlépe interpretovatelny graf MDS nastal pfi vynechani zkraceni textu a pouziti binarni
bag-of-words. Na prvni pohled je vidét, ze se Foglarovy texty drzi nahote a Asimovovy dole.
Navic je mezi skupinami mezera, ktera byla na grafu 17 zvyraznéna. V horni skupiné se nachazi

17 textl od Foglara a 6 od Asimovova a ve spodni skupiné se nachazi 18 textli od Asimovova
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a7 od Foglara. Procentualné se tedy v horni skupiné nachazi v 73,9 % texty od Foglara a v dolni
skupiné se v 72 % nachazi texty od Asimovova. Pokud to vezmeme z druhé strany, tak se
v horni skuping nachazi 70,8 % ze vSech pouzitych Foglarovych textii a v dolni skupiné se na-

chazi 75 % ze vSech pouzitych Asimovovych textu.
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Graf 17: Vysledky MDS pfi zkraceni na 10000 slov bez pouziti BoW.

U grafu 17 se dvé vzniklé skupiny dokonce daji odd¢lit linearn€. Skupina vlevo dole ovSem
neni ucelena, a dala by se dale rozdélit. Nachazi se v ni 16 textti od Asimovova a 7 od Foglara.
Ve skupiné vpravo nahoie se nachazi 8 textll od Asimovova a 17 od Foglara. Ve skupiné vlevo
dole se tedy nachéazi v 69,9 % texty od Asimovova a jednd se o 66,7 % ze vSech Asimovovych

textil. 68 % z druhé skupiny tvofi texty od Foglara, 70,8 % ze vSech jeho texti.
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Graf 18: Vysledky PCA pfi zkraceni textti na 1000 slov s pouZzitim pouze BoW bez indexi.

Vysledky PCA se v nékterych ptipadech daji rozd¢lit na dvé skupiny. Nicméné skupiny nejsou
rozdélitelné dle tfid. Z divodu mnoho textd na jednom misté neni mozné presné spocitat, kolik
se textli v uskupenich nachazi. Na levé strané grafu 18 je jedenact textli od Foglara, na pravé
strané je jich tfinact. Asimovovy texty nejsou tolik viditelné. Na obou stranach je jich mini-
malné jedenact, nicméné z dlivodu navzajem se piekryvajicich dat neni jista poloha zbylych

dvou textd. Kazdopadné se ale texty nerozdé¢lily dle autorstvi.
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Graf 19: Vysledky PCA pii vynechani zkraceni textti s binarni BoW.

Na grafu 19 jsou skupiny také viditeln€ oddélitelné. Nejsou rozdéleny perfektné na Asimovova

a Foglara, nicméné maji lepsi vysledek nez graf 18. Kvili tomu, Ze se data prekryvaji, je tézké
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spocitat vS§echny body, nicméné to vypada, Ze na levé strané se nachazi alespon 14 textd od Asi-
movova a 6 od Foglara a na pravé 7 od Asimovova a 16 od Foglara. Pocitame-li tedy jen texty,
které 1ze vidét, na levé stran€ je ze vSech textd 70 % od Asimovova a na pravé strané je 69,6 %
od Foglara. Celkem se 58,3 % textll od Asimovova nachazi na levé stran¢, 29,2 % se nachazi
na pravé stran¢ a 12,5 % neni vidét. Z Foglarovych textid se 25 % nachazi na levé stran€, 66,7 %

se nachazi na pravé stran¢ a 8,3 % neni vidét.
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Graf 20: Vysledky t-SNE pfi binarni BoW.
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Graf 21: Vysledky t-SNE pfi vynechani zkraceni textt.

I u vysledkt t-SNE se n€kdy texty daji rozdélit na dve ¢asti, ale ne vzdy podle autort. Na grafu

20 jsou videt dve oddélené skupiny. V obou skupinach se nachazi dvanact textd od Asimovova
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a dvanact text od Foglara. Na grafu 21 uz jsou vysledky lepsi. V horni skupin¢ se nachazi 17

textll od Asimovova a 7 textli od Foglara a ve spodni skuping je tomu naopak.

3.2.1.2 Asimov — Lem
3.2.1.2.1 Metody ucici se s ucitelem

Frekven¢ni BoW | Binarni Bow Frekvenc¢ni
BoW, lemma a
stop slova
SVM Trénovaci 100 % 100 % 100 %
Testovaci 88,3 % 91,7 % 90 %
LDA Trénovaci 56,1 60 % 56,7 %
Testovaci 73,3 % 58,3 % 63,3 %
KNN Trénovaci 74,4 65 % 83,9 %
Testovaci 63,3 % 78,3 % 78,3 %
NB Trénovaci 100 % 100 % 100 %
Testovaci 65 % 78,3 % 83,3 %
Decision Tree = Trénovaci 100 % 100 % 100 %
Testovaci 70 % 66,7 % 73,3 %

Tabulka 19: Primérna pfesnost pii zkracovani textu na 1000 slov.

Oddéleni texti Asimovova od textli Lema se ukazalo tézsi nez oddéleni Asimovova od Foglara.
Pti zkraceni textd na 1000 slov, coz u Asimovova a Foglara stacilo u SVM, KNN a NB na do-
sazeni 100% presnosti, mélo SVM pfi binarni bag-of-words primérnou presnost 91,7 % a KNN
a NB 78,3 %. Pfi pouziti lemmatizace a odstranéni stop slov se zvysila pfesnost NB z 65 %
na 83,3 % a Decision Tree z 70 % na 73,3 %. SVM a KNN se také zlepsily, ale ne vice nez
pfi binarni bag-of-words. LDA se zhorsilo.

Lemmatizace a  Pouze tokeni-
odstranéni stop  zace

slov
SVM Trénovaci 100 % 100 %
Testovaci = 96,7 % 93,3 %
LDA Trénovaci 60,7 % 56,7 %
Testovaci 70 % 65 %
KNN Trénovaci 89,5 % 76,7 %
Testovaci 91,7 % 70 %
NB Trénovaci 100 % 100 %
Testovaci 90 % 75 %
Decision Tree Trénovaci 100 % 100 %
Testovaci 85 % 73,3 %

Tabulka 20: Primérna pfesnost pii zkraceni texti na 2500 slov s frekvencni BoW.

Pti zkraceni textli na 2500 slov mélo pouziti lemmatizace a odstranéni stop slov u vSech metod
vy$$i presnost, nez kdyz bylo vynechano. SVM doséahlo pfesnosti 96,7 %. Kromé LDA byla

u vSech metod vyssi pfesnost u pouziti lemmatizace a odstranéni stop slov a zkraceni na 2500
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nez u jakéhokoliv vypoctu pii zkraceni na 1000 slov. Pfi zkraceni na 2500 se samotnou tokeni-

zaci tomu tak bylo pouze u SVM.

Frekven¢ni BoW Frekven¢ni BoW, Binarni Bow,
lemmatizace a od- lemmatizace a od-
stranéni stop slov stranéni stop slov

SVM Trénovaci 100 % 100 % 100 %
Testovaci 95 % 95 % 93,3 %
LDA Trénovaci = 66,8 % 58,9 % 60 %
Testovaci 83,3 % 91,6 % 75 %
KNN Trénovaci 88,3 % 97,8 % 88,3 %
Testovaci | 88,3 % 93,3 % 83,3 %
NB Trénovaci 100 % 100 % 100 %
Testovaci | 93,3 % 93,3 % 83,3 %
Deci- Trénovaci 100 % 100 % 100 %
sion Testovaci = 75 % 80 % 75 %
Tree
Tabulka 21: Primérna pfesnost pii zkraceni textti na 5000 slov.
Frekven¢éni = Frekvenéni = Binarni Binarni Binarni
BoW BoW, BoW, BoW scit- BoW
lemmati- lemmati- livosti 2,
zace aod- | zaceaod- @ lemmati-
stranéni stranéni zace a od-
stop slov stop slov stranéni
stop slov
SVM Trénovaci 100 % 100 % 100 % 100 % 100 %
Testovaci | 98,3 % 95 % 95 % 100 % 96,7 %
LDA Trénovaci 62,7 % 58,9 % 60 % 62,8 % 63,9 %
Testovaci | 91,7 % 91,6 % 83,3 % 74,9 % 78,3 %
KNN Trénovaci 90 % 97,8 % 88,3 % 80,6 % 80,6 %
Testovaci | 96,7 % 93,3 % 83,3 % 88,3 % 83,3 %
NB Trénovaci 100 % 100 % 100 % 100 % 100 %
Testovaci = 96,7 % 93,3 % 93,3 % 98,3 % 90 %
Decision = Trénovaci 100 % 100 % 100 % 100 % 100 %
Tree Testovaci = 78,3 % 80 % 75 % 80 % 91,7 %

Tabulka 22: Primérna piesnost pii zkraceni textd na 10000 slov.

Pti dal$im zvySovani poctu slov se ptfesnost zvySovala. Pfi zkraceni na 10000 slov, s binarni
Bag-of-words s citlivosti 2, lemmatizaci a odstranéni stop slov se podafilo ziskat 100% piesnost
u 98,3% a NB. LDA se uZ pii zkraceni na 5000 slov podaftilo ziskat ptesnost 91,6 %, ackoliv

mélo do té doby nejvyssi presnost 73,3 %.
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3.2.1.2.2 Vizualiza¢ni metody
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Graf 22: Vysledky MDS pii zkraceni na 2500 slov.

Vysledky MDS od sebe pfi rozpoznani Asimovova od Lema tfidy nijak neodd€lily. Nicméné

i tak je na grafu 22 vidét, ze na nékterych mistech maji texty stejnych autorti tendenci byt blizko

u sebe.
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Graf 23: Vysledky t-SNE pfi zkraceni 2500 slov.

Vysledky t-SNE byly o néco lepsi. Skupiny se od sebe sice vizualné neoddélily, nicméné se

vice shlukuji. Na grafu 23 se Asimovovy texty drZi spiSe vpravo a Lemovy spise vlevo.
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Graf 24: Vysledky PCA pfi zkraceni na 2500 slov.

Graf PCA je u této ulohy necitelny, jelikoz se jednotlivé texty prekryvaji.

3.2.1.3 Foglar — Asimov — Lem

3.2.1.3.1 Metody ucici se s uCitelem
Binarni Binarni Binarni Frekven¢ni
BoW scit- BoW scit- BoW, BoW
livosti 2 livosti 2, lemmati-
lemmati- zace a od-
zace a od-  stranéni
stranéni stop slov
stop slov
SVM Trénovaci 100 % 100 % 100 % 100 %
Testovaci = 86,7 % 92,2 % 94.4 % 93,3 %
LDA Trénovaci 58,2 % 58,5 % 47 % 47,8 %
Testovaci 61,1 % 70 % 47,8 % 45,5 %
KNN Trénovaci 88,9 % 84,1 % 81,1 % 83 %
Testovaci 81,1 % 84,4 % 77,8 % 80 %
NB Trénovaci 100 % 100 % 100 % 100 %
Testovaci = 78,9 % 84,4 % 86,7 % 85,6 %
Decision = Trénovaci = 100 % 100 % 100 % 100 %
Tree Testovaci 60 % 72,2 % 73.3 % 60 %

Tabulka 23: Primérna pfesnost se zkracenim na 1000 slov.

Vv

Frekvenéni
BoW,
lemmati-
zace a od-
stranéni
stop slov

100 %
93,3 %
49,3 %
53.3%
89.2 %
81,1 %
100 %
86,7 %
100 %
72,2 %

u ptedchozich uloh byly vysledky lepsi pfi pouziti lemmatizace s odstranénim stop slov a zvy-

Sovani poctu slov. Pii zkraceni textli na 1000 slov mély vSechny metody nejvyssi presnost

pii pouziti lemmatizace a odstranéni stop slov, pouze se lisilo, jaka varianta bag-of-words byla

pouzita. LDA a KNN mély nejvys$si pfesnost s binarni bag-of-words o citlivosti 2, SVM
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a Decision Tree pii binarni bag-of-words s citlivosti 1. NB mélo stejny vysledek u frekvencéni

bag-of-words 1 binarni bag-of-words s citlivosti 1.

SVM Trénovaci
Testovaci
LDA Trénovaci
Testovaci
KNN Trénovaci
Testovaci
NB Trénovaci
Testovaci
Decision Tree Trénovaci
Testovaci

Lemmatizace a
odstranéni stop
slov

100 %

95,6 %

52,6 %

67,8 %

91,5 %

93,3 %

100 %

94,4 %

100 %

76,7 %

Pouze tokeni-
zace

100 %
95,6 %
52,2 %
53,3 %
84,1 %
78,9 %
100 %
90 %

100 %
75,6 %

Tabulka 24: Primérna piesnost pii zkraceni na 2500 s frekvencni BoW.

Pti zvyseni poctu slov na 2500 se v§echny metody kromé LDA zlepsily. KNN a NB mély u tes-

tovaciho datasetu, stejné jako uz se tak stalo u SVM, piesnost nad 90 %. Nicméné i LDA m¢lo

lepsi vysledek nez pii zkraceni na 1000 slov a pouziti frekvencni bag-of-words.

SVM Trénovaci
Testovaci
LDA Trénovaci
Testovaci
KNN Trénovaci
Testovaci
NB Trénovaci
Testovaci
Decision Tree Trénovaci
Testovaci

7000 slov,
lemmatizace a

odstranéni stop

slov

100 %
97,8 %
48,9 %
78,9 %
93,3 %
91,1 %
100 %
95,5 %
100 %
81,1 %

Tabulka 25: Primérna presnost s binarni BoW s citlivosti 2.

10000 slov

100 %
95,6 %
52,2 %
53.3%
84,1 %
78,9 %
100 %
90 %

100 %
75,6 %

Pfi dal$im zvySovanim poctu slov se vysledky zlepsily. Pfi zkraceni na 7000 slov, pouziti

lemmatizace, odstranéni stop slov a binarni bag-of-words s citlivosti 2 se SVM dostalo az

na presnost 97,8 %. VSechny metody kromé KNN s témito parametry dosahly svého nejlepsiho

vysledku v této uloze.
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accuracy train
accuracy test
recall train

recall test

precision
train

precision
test
fl train

f1 test

Tabulka 26: Vysledky KNN.

accuracy test
recall test

precision test

fl test

Tabulka 27: Vysledky testovaciho datasetu NB.

Dle oc¢ekéavani se Foglar klasifikoval nejsnadnéji. Pravdépodobné za to mtze odliSny zénr.
U LDA zadna ze skupin nevy¢nivala, nicméné¢ LDA m¢lo ze vSech metod nejhorsi vysledky,
a to 1 u trénovacich datasetd. U SVM m¢l Foglar nejvyssi uspéSnost v 97,9 % pripadii. Nizsi ji
mél jen jednou, jednalo se o recall. U Naive Bayes mé&l Foglar nejvys$si GispéSnost v 93,6 %,
u KNN 72,3 %. U obou metod se vzdy jednalo o precision. U Decision Tree mél Foglar vyssi
uspésnost v 36,2 %. Z toho v 80 % u recall av 16,7 % u precision. V jednom ptipad¢ byla niz§i

uspésnost u recall i u precision, nicméné v tomto ptipadé byla ptfesnost Decision Tree pouze

55 %.
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3.2.1.3.2 Vizualiza¢ni metody

o | ﬂ_flil%_fﬁﬁ-m &Z a2l txt
"I-f”-&'ff f15 ¢ 6 bt bt 20 et
al3. - -
20 4 < azB%t_ﬂﬂ-txkz_a1n.t£_alﬁ-ﬁ-a'ﬂfﬁ5£§;t
10 #t _ﬂ_ﬁ3ﬁ_fl4.%xt Fogrhvivrhel s 2110
2 TORE 204t o7 715 eU e 7 st
01 €ZalTgyte g7 fi et gtut Itk
il - SR S e fZla18 0t
&Z a5t REPUC AL - Ao
~10 - T2t oa bt - wh?_f17.Ext”
&2 a2 &2 al5 il -
p aﬁtﬁ iZ_fﬂLt(t E 312._&[ bt ﬁ—au t
~20 - - aitht — eett@UE ooy by
& fsimov a2d i it txt B
-30{ e Foglar i1 & aﬁﬁ-ﬁ .‘I_al@?.txl: PR
e Llem - L2407 £B it
_40 T T T T T T T
30 -20 -10 0 10 20 30

Graf 25: Vysledky MDS pii zkraceni textti na 2500 slov.

Vysledky MDS pfi rozpoznani vSech tii autord vypadaji velmi podobné jako pfi rozpoznani

Asimovova od Lema. Texty nejsou rozdéleny na skupiny, nicméné se misty shlukuji texty stej-

ného autora.
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Graf 26: Vysledky PCA pii zkraceni text na 2500 slov.

Vysledky PCA jsou u této ulohy opét necitelné.
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Graf 27: Vysledky t-SNE pfi zkraceni textti na 7000 slov, pouZiti lemmatizace, odstranéni stop slov a
binarni BoW s citlivosti 2.

Vysledky T-SNE jsou rozd¢litelné na tii skupiny. Nejsou ovSem rozdéleny dle autort. V horni
skupiné se nachazi 9 textt od Asimovova, 9 od Lema a 6 od Foglara, v levé dolni skupiné 6
od Asimovova, 9 od Lema a 8 od Foglara a v pravé dolni skupiné 9 od Asimovova, 6 od Lema

a 10 od Foglara.

3.2.2 Zavér
Foglar a Asimov Asimov a Lem Vsechny texty
SVM 100 % 100 % 97,8 %
LDA 86,7 % 91,7 % 78,9 %
KNN 100 % 96,7 % 93,3 %
NB 100 % 98,3 % 95,5 %
Decision Tree 91,7 % 91,7 % 81,1 %

Tabulka 28: Nejvyssi pramérna pfesnost testovaciho datasetu u jednotlivych metod.

Pti oddéleni profesiondlnich autorti si nejlépe vedlo SVM. Jak u oddé€leni Asimovova
od Foglara, tak u oddé€leni Asimovova od Lema se mu podaftila ziskat 100 % ptesnost. Pouze
u oddéleni vSech tfi skupin textil se pfesnost snizila na 97,8 %. Ostatni metody mély také vy-
sokou pfesnost. NB a KNN u rozpoznani Foglara a Asimovova mély také piesnost 100 %
a u ostatnich dat m¢ly stale ptesnost nad 90 %. Decision Tree dosahlo u obou binarnich klasi-
fikaci stejného nejvyssiho vysledku, a to 91,7 %. U rozdé€leni tfi skupin se pfesnost Decision
Tree snizila na 85,6 %. LDA se jako jediné zlepSilo u oddéleni Asimovova a Lema, a to
na 91,7 %.

U prvniho tkolu stacilo SVM a NB 500 slov na ziskani 100% uspésnosti, KNN 1000
slov. Decision Tree dosahlo svého nejlepsiho vysledku pfi zkraceni na 1000 slov a pouziti

lemmatizace a odstranéni stop slov. LDA mélo nejvyssi pfesnost pfi pouziti samotnych indext
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a zkraceni na 5000 slov. Pti odd¢€leni Asimovova od Lema mély vSechny metody nejvyssi pres-
nost pii zkraceni na 10000 slov. Rozdily u nich byly v typu bag-of-words. LDA a KNN m¢ly
nejvyssi presnost pii frekvenéni bag-of-words, Decision Tree u binarni a SVM a NB u binarni
s citlivosti 2 a lemmatizaci a odstranénim stop slov. Pii rozpoznani vSech tii autort si vSechny
metody kromé KNN vedly nejlépe pii zkraceni na 7000 slov s binarni bag-of-words s citlivosti
2, lemmatizaci a odstranénim stop slov. KNN dosahlo nejlepsiho vysledku pii zkraceni na 2500

s frekvencni bag-of-words, lemmatizaci a odstranénim stop slov.

3.3 Urceni autorstvi u piispévki blogii

Na urceni autorstvi u ptispévka blogt byl pouzit Blog Authorship Corpus (Schler, a dalsi 2006).
Jedna se o korpus ptispévki na blogové platformé bloger.com v roce 2004. Z néj byli vybrani
tii autofi, dve studentky ve veku patnact a Sestnact let a tficeti devitilety muZz pracujici jako
moderator v radiu. Nejdiive budeme porovnavat jednu ze studentek, v korpusu oznac¢enou ¢is-
lem 3763540, a muze ¢islo 3367100. Oba jsou z jiné demografické skupina a da se predpokla-
dat, Ze obsah jejich blogli bude jiny. Dale se budou porovnavat obé studentky navzajem. Druha
studentka je uvedena pod ¢islem 2635745. Ob¢ studentky jsou ve stejné demografické skuping
vSech tii skupin.

Texty jsou riznych délek, spiSe vsak krat$i. Nebudou tedy dale zkracovany. Nejmensi
ze skupin ma 47 textl. Vzhledem k délce textt a tomu, ze se délky jednotlivych text mohou
lisit, se neda oCekavat uspé$nost stejné¢ vysoka jako u profesionalnich autorl. Nepfitomnost
editord také mtze znamenat vice pieklepi a chyb, coz by se mohlo negativné projevit u lemma-
tizace, stemmingu a odstranéni stop slov. Na druhou stranu na ptispévcich osobnich blogt, jaké
jsou zde pouzity, se podili pouze jeden ¢lovek, a tudiz se na autorském stylu nemtze podepsat

styl editora ¢i prekladatele.
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3.3.1
3.3.1.1
3.3.1.1.1

SVM

LDA

KNN

NB

Decision
Tree

Vysledky
Metody ucici se s ucitelem
Odlisné demografické skupiny

Trénovaci
Testovaci
Trénovaci
Testovaci
Trénovaci
Testovaci
Trénovaci
Testovaci
Trénovaci
Testovaci

Frekvenéni
BoW

100 %
91,3 %
92,9 %
82,6 %
95,2 %
91,3 %
100 %
95,7 %
100 %
92,2 %

Frekvenc¢ni
BoW

s lemmatizaci
a odstranénim
stop slov

100 %
92,2 %
94,7 %
82,6 %
94,1 %
89,6 %
100 %
99,1 %
100 %
72,2 %

Binarni BoW
s lemmatizaci
a odstranénim
stop slov

100 %
89,6 %
94,4 %
73 %

93,8 %
83,5 %
100 %
96,5 %
100 %
69,6 %

Frekvenéni
BoW

se stemmin-
gem a odstra-
nénim stop
slov

100 %

95,7 %
93,8 %
73,4 %

89 %

85,2 %

100 %

93,9 %

100 %

75,7 %

Tabulka 29: Primérna pfesnost pii klasifikaci blogi z odlisnych demografickych skupin.
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Graf 28: Vysledky s frekvenéni BoW.
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Graf 29: Vysledky s frekvenéni BoW, lemmatizaci a odstranénim stop slov.

Pti oddélovani blogovych prispévki z odlisnych demografickych skupin mélo nejlep$i vy-
sledky NB. Pii pouziti frekvenéni BoW tispésnost testovaciho datasetu dosahovala v priméru
95,7 %. Pti pouziti lemmatizace a odstranéni stop slov se zvysila na primérnych 99,1 %, pfi-
¢emz Ctytikrat dosahla 100% Gspésnosti a jednou 95,7%. Pouziti lemmatizace a odstranéni stop
slov nepomohlo v§em metodam. SVM m¢lo také vyssi tispéSnost oproti samotné tokenizaci,
ackoliv v priiméru o pouhych 0,9 %. LDA mélo tspésnost stejnou, KNN a Decision Tree méli
uspésnost nizsi. U Decision Tree se jednalo o 20 %. Vyzkouseno bylo také zkraceni slov na je-
jich kofeny. VSechny metody krom¢ SVM méli nizsi vysledky nez pii pouhé tokenizaci.
U SVM se uspésnost zvysila z 91,3 % na 95,7 %. Pfi pouziti binarni Bag-of-words s lemmati-

zaci a odstranéni stop slov se tspéSnost vSech metod snizila.

Odstranéni stop Lemmatizace Stemming
slov
SVM Trénovaci = 100 % 100 % 100 %
Testovaci = 92,2 % 95,7 % 89,6 %
LDA Trénovaci = 95,5 % 94,9 % 93,8 %
Testovaci = 70,4 % 67,8 % 77,4 %
KNN Trénovaci = 95,2 % 95,5 % 91 %
Testovaci = 87 % 84,3 % 82,6 %
NB Trénovaci = 100 % 100 % 100 %
Testovaci = 93 % 96,5 % 95,7 %
Decision Trénovaci = 100 % 100 % 100 %
Tree Testovaci = 73 % 83,5 % 82,6 %

Tabulka 30: Primérna pfesnost jednotlivych iprav textu.

Aby se zjistila uziteCnost lemmatizace, odstranéni stop slov a stemmingu, byly vyzkouSeny sa-
mostatné. Ve vétSiny ptipadl byla uspésnost nizsi nez pti pouhé tokenizaci. U odstranéni stop

slov mélo vyssi uspésnost pouze SVM. U lemmatizace mélo vyssi Gsp€snost SVM a NB.
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Decision Tree mélo sice UspeSnost nizsi nez pii pouhé tokenizaci, ale vyssi, nez pii pouziti

kombinace lemmatizace a odstranéni stop slov. Stejn¢ tomu tak bylo i u stemmingu.

U stemmingu mély vSechny metody GspéSnost stejnou nebo nizsi nez pii pouhé tokenizaci.

U téchto dat byla tedy pro LDA, KNN a Decision Tree nejlepsi pouze tokenizace, pro

NB kombinace odstranéni stop slov a lemmatizace a pro SVM bud’to lemmatizace nebo kom-

binace odstranéni stop slov a stemmingu.

3.3.1.1.2  Stejna demograficka skupina

SVM

LDA

KNN

NB

Decision
Tree

Trénovaci
Testovaci
Trénovaci
Testovaci
Trénovaci
Testovaci
Trénovaci
Testovaci
Trénovaci
Testovaci

Pouze tokeni-
zace

100 %
90,8 %
92,6 %
81,5 %
92,3 %
89,2 %
100 %
96,2 %
100 %
89,2 %

Stemming a
odstranéni
stop slov
100 %
89,2 %
96,7 %
81,5 %
89,2 %

93 %

100 %
96,9 %
100 %

70 %

Lemmatizace
a odstranéni
stop slov
100 %

90 %

96,4 %
83,8 %

91 %

89,2 %

100 %

95,4 %

100 %

73,8 %

Tabulka 31: Primérna presnost blogerek ze stejné demografické skupiny.
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Graf 30: Vysledky pii samotné tokenizaci.

KNN [ NB M Decision Tree

53

Test

Lemmatizace

100 %
82,3 %
95,6 %
67,9 %
91,8 %
91,5 %
100 %
96,2 %
100 %
86,2 %



M svv [ LbA KNN [ NB M Decision Tree

100 —— —

95 xJ

90
85
80
75
70
65
60

55
Train Test

Graf 31: Vysledky pti stemmingu a odstranéni stop slov.
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Graf 32: Vysledky pii lemmatizaci a odstranéni stop slov.
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Graf 33: Vysledky pii lemmatizaci.

Pti pouziti textd blogerl ze stejné demografické skupiny byly vysledky testovaciho datasetu
SVM, NB a Decision Tree o néco nizsi nez u predchozi ulohy. Nejlepsi primérny vysledek
u rozdélovani blogeri ze stejné demografické skupiny byl u LDA o 1,2 % a u KNN o 1,7 %
vy$$i nez u rozdélovani textti bloger z odlisSnych demografickych skupin. NB, opét metoda
s nejvyssi uspésnosti, méla tentokrat nejlepsi vysledky pii pouziti stemmingu a odstranéni stop
slov, ackoliv pii rozd€lovani blogert z odlisSnych demografickych skupin kombinace
stemmingu a odstranéni stop slov vysledky NB zhorsila. Naopak u kombinace lemmatizace
a odstranéni stop slov méla NB u piedchozi tlohy nejlepsi vysledek a v této tloze se vysledek
zhorsil. SVM mgéla tentokrat nejlep$i vysledek bez pouziti dalSich Gprav, ackoliv pfi rozd€lo-
vani textll blogerii z odliSnych demografickych skupin bylo nejlepsiho vysledku dosazeno

pfi samotné lemmatizaci a pfi kombinaci stemmingu a odstranéni stop slov.

3.3.1.1.3  VSechny skupiny

Pouze tokenizace Lemmatizace a od- = Stemming a odstra-
stranéni stop slov néni stop slov
SVM Trénovaci = 100 % 100 % 100 %
Testovaci = 79,4 % 78,3 % 83,9 %
LDA Trénovaci = 89,5 % 94,5 % 93,5 %
Testovaci = 71,1 % 71,1 % 73,3 %
KNN Trénovaci 88 % 85,5 % 85,9 %
Testovaci = 75,5 % 79,4 % 83,9 %
NB Trénovaci = 100 % 100 % 100 %
Testovaci 91,1 % 95 % 92,7 %
Decision = Trénovaci 100 % 100 % 100 %
Tree Testovaci = 63,8 % 52,8 % 58,9 %

Tabulka 32: Primérna pfesnost oddéleni vsech skupin.
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Graf 34: Vysledky pii samotné tokenizaci.
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Graf 35: Vysledky pii lemmatizaci a odstranéni stop slov.
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Graf 36: Vysledky pti stemmingu a odstranéni stop slov.

Pti oddélovani vSech tii skupin lemmatizace a odstranéni stop slov zlepsily uspéSnost pouze
uNB a KNN, ato 03,9 %. USVM a Decision Tree se GspéSnost snizila, u LDA zistala stejna.
Pti pouziti stemmingu a odstranéni stop slov se v§echny metody kromé Decision Tree zlepsily.
Uspésnost NB byla vy$si, nez pii pouhé tokenizaci, ale niz§i neZ pii lemmatizaci a odstranéni
stop slov. SVM, LDA a KNN mély své nejlepsi vysledky.

Na grafu 35 je vidét, Ze pii kombinaci lemmatizace a odstranéni stop slov byly vysledky
testovaciho datasetu nejméné rozptylené. Naproti tomu na grafu 36, u stemmingu a odstranéni
stop slov, ma LDA u testovaciho datasetu rozptyl 30,5 %, ackoliv u trénovaciho datasetu ma

relativné maly rozptyl.

3.3.1.2 Vizualiza¢ni metody

Vysledky vizualiza¢nich metod vysly u vSech tfech kombinaci dataseti velmi podobné, tudiz

zde nejsou zobrazeny vSechny.
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Graf 37: Vysledky PCA u odlisnych demografickych skupin.

Vysledky PCA jsou u této tlohy necitelné. Opakuje se u nich stejny tvar, jen se lisi, ktery text
je tim nejvzdalenégj$im. Kvuli jednomu velmi vzdalenému textu jsou ostatni texty shromazdéné
u sebe a neni poznat, zda se skupiny néjak rozdé€lily. Na prvni pohled vypada, Ze na grafu 37 se
oranzové texty v ramci shluku drzi spi§ vlevo a modré spi$§ vpravo, nicméné neni mozné zjistit,

zda tomu tak doopravdy je.
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Graf 38: Vysledky MDS u odlisnych demografickych skupin.
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Graf 39: Vysledky MDS u vsech tfi skupin.

Vysledky MDS jsou opét ve tvaru ovalu. Krom¢ prostiedka, ktery je z divodu prekryvajicich
se nazvl textl necitelny, jsou nékteré texty ve skupinkach. Na grafu 38 je vpravo vidét oblast
modrych bodu, uprostied oblast bodl oranzovych. Vlevo maji mezi sebou texty vétsi mezery
a nemaji takovou tendenci se shlukovat dle skupiny. Nejodlisnégjsi jsou vysledky MDS u v§ech
tfi skupin. Nachazi se tam vice vzdalenych bodu, kvili kterym je zbytek bodi blize u sebe, coz

¢inni vétSinu dat necitelnymi.
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Graf 40: Vysledky t-SNE u odlisSnych demografickych skupin.
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Graf 41: Vysledky t-SNE u stejné demografické skupiny.

Posledni metodou je t-SNE. Na prvni pohled vypadaji vysledky t-SNE jako ndhodné umisténi
bodu. Pii bliz§im zkoumani 1ze na nékterych mistech najit shluky stejné skupiny, které nicméné
nejsou nijak oddéleny od shlukl ostatnich skupin. Na grafu 40 mezi sebou maji vSechny body
mezeru, ale u grafu 41 jsou vidét prekryvajici se body, mnohdy z odlisnych skupin.

Ani jedna ze tfi metod neodd¢lila skupiny od sebe. Nékteré texty stejné skupiny se

k sob¢ piiblizily, nicméné¢ stejné se tak k sob¢ piiblizily i texty odliSnych skupin.

3.3.2 Zavér

Odli$né demogra- Stejna demograficka = VSechny tii skupiny
fické skupiny skupina

SVM 95,7 % 90,8 % 83,9 %

LDA 82,6 % 83,8 % 73,3 %

KNN 91,3 % 93 % 83,9 %

NB 99,1 % 96,9 % 95 %

Decision Tree 92,2 % 89,2 % 63,8 %

Tabulka 33: Nejlepsi primérna ptesnost testovaciho datasetu u vSech metod.

Ze vSech metod si pfi rozdéleni textl neprofesiondlnich autorii nejlépe vedlo NB. Ackoliv pri-
mérna presnost testovaciho datasetu nikdy nedosahla 100 %, u rozdéleni text blogerd z odlis-
nych demografickych skupin dosdhla primérma ptesnost 99,1 %. I u blogerti ze stejné demo-
grafické skupiny a kombinace vSech tti skupin textid se vysledky NB pohybovaly vysoko. Sni-
zily se pouze o 2,2 % v pfipad¢ stejné demografické skupiny a o 4,1 % v ptipadé kombinace
textl vSech tii blogert.

Ptesnost SVM, které mélo nejlepsi vysledky u profesionalnich autord, zde mirmé klesla.
O oddélovani textll z odlisSnych demografickych skupin mélo SVM druhou nejvyssi piesnost

$ 95,7 %. U vsech tii skupin se o druhé misto délilo s KNN. Pfi textech ze stejné demografické
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skupiny mélo KNN vyssi piesnost, navzdory tomu, Ze u textll z odliSnych demografickych sku-
pin bylo az ¢tvrté.

KNN, stejné jako LDA, se totiz nejlépe vedlo u textd blogerti ze stejné demografické
skupiny. K navyseni doslo jen o 1,2 % v pfipadé¢ LDA ao 1,7 % v piipadé KNN, nicméné i tak
je to signifikantni, vzhledem k tomu, Ze se vSechny ostatni metody zhorsily, v ptipadé SVM az
04,9 %. Néco podobného se jiz stalo u profesionalnich autorii. LDA se nejlépe dafilo rozpoznat
Asimovova od Lema, navzdory tomu, ze jsou si podobngjsi. I pti rozdélovani vsech tii autort
od sebe byly vysledky vyssi, nez pfi rozdélovani Asimovova od Foglara.

Decision Tree si vedlo dost odlisné u jednotlivych dat. U odlisnych demografickych
skupin bylo tfeti nejlepsi s 92,2 %. U stejné demografické skupiny se presnost snizila pod hra-
nici 90 %, ale stale byla vys$si nez u LDA. U kombinace vsech tii skupin byla nejlepsi primérna
presnost Decision Tree pouhych 63,8 %, nejnizsi ze vSech metod.

SVM, NB a Decision Tree mély u trénovaciho datasetu u rozpoznavani neprofesional-
nich autord vzdy 100% utspé&snost. I piesto mélo Decision Tree nizkou uspésnost u testovaciho
datasetu. Nejmensi propad mezi trénovacim a testovacim datasetem nastal u KNN pti rozdélo-
vani v8ech autoril pfi pouziti stemmingu a odstranéni stop slov. KNN mélo ¢asto maly rozdil
mezi vysledky trénovaciho a testovaciho datasetu, v nékterych ptipadech mélo dokonce vyssi
uspésnost u testovaciho datasetu nez u trénovaciho.

Nejlepsi vysledky nastavaly pii frekvencni bag-of-words, a to bud’ se samotnou toke-

nizaci, nebo s odstranénim stop slov a lemmatizaci ¢i stemmingu.

3.4 Uréeni sentimentu

Dalsi z uloh je automatické urceni sentimentu, tedy citového zabarveni textu. Pro urceni senti-
mentu bude pouzit dataset recenzi filmi. Jednd se o data ze sentence polarity dataset vi.0.
(Pang a Lee 2005) Texty jsou v angli¢ting, v délce jedné véty a jsou rozdéleny na ty s pozitiv-
nim a negativnim sentimentem. Ob¢ skupiny maji 1000 textl. Z diivodu kratké délky textd texty
nebudou dale zkracovany.

Specifika tohoto datasetu, a to zejména délka jednotlivych text, by mohla sehrat roli
v uspésnosti. Texty v datasetu se skladaji z kratkych vét, ¢asto vytrzenych z kontextu. V jed-
notlivych textech se pravdépodobné nevyskytuji stejna slova urcujici sentiment. Pokud bude
pouzita negace, (Napt. Tenhle film neni dobry., méa negativni sentiment, ale vyskytuje se zde
vyznamoveé slovo s pozitivnim sentimentem) mohla by byt uréena opacna skupina. V recenzich
se také miize vyskytovat sarkasmus, ktery miize byt obtizny na uréeni i pro lidi. Pokud se vyskyt
slov ukaze jako nedostacujici, mohly by pomoci indexy. Nicméné jsou texty kratké, takze se

v nich slova nejspis nebudou opakovat.
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Vizualiza¢ni metody nejsou u této ulohy interpretovatelné, jelikoz pfilis velky pocet
bod je udélal necitelnymi. Také nebylo mozno pouzit odstranéni stop slov, jelikoz u n¢kterych

z textt dochazelo k odstranéni vsech slov.

Graf 42: Vysledky MDS u urceni sentimentu.
3.4.1 Vysledky

Frekvenc¢ni Lemmatizace = Binarni BoW = Lemmatizace
BoW a frekvenéni a binarni
BoW BoW
SVM Trénovaci 99,9 % 99,9 % 99,9 % 99,9 %
Testovaci = 73,6 % 74,7 % 74,2 % 72,3 %
LDA Trénovaci 99,6 % 99,4 % 98,2 % 99 %
Testovaci = 62,5 % 60,4 % 59,9 % 62,1 %
KNN Trénovaci 74,8 % 75,7 % 74,2 % 73,1 %
Testovaci = 65,7 % 66,9 % 64,2 % 65,5 %
NB Trénovaci 97,8 % 97,9 % 97,5 % 97,3 %
Testovaci = 75,9 % 77,6 % 75,8 % 76,3 %
Decision Trénovaci = 100 % 100 % 100 % 100 %
Tree Testovaci 60 % 59,1 % 59,5 % 60,2 %

Tabulka 34: Primérna pfesnost ureni sentimentu.
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Graf 43: Vysledky pii frekvenéni BoW s lemmatizaci.

NB Il Decision tree

test

U urceni sentimentu se nejlépe vedlo NB. Jeho pruméma ptesnost testovaciho datasetu dosa-

hovala 75,9 % u frekvenéni bag-of-words. Pii pouziti binarni bag-of-words se zhorsila o pou-

hych 0,1 %, nicmén¢ nastal mensi nardst pii pridani lemmatizace nez u frekvencni bag-of-

words. SVM méla stejné jako NB a KNN nejlepsi vysledky pii frekvencni bag-of-words

s lemmatizaci, nicméné na rozdil od NB a KNN m¢la pfi vynechani lemmatizace lepsi vysledek

s binarni bag-of-words. LDA se nejlépe dafilo u frekvenéni bag-of-words bez lemmatizace, De-

cision Tree u binarni bag-of-words s lemmatizaci.

SVM Trénovaci
Testovaci
LDA Trénovaci
Testovaci
KNN Trénovaci
Testovaci
NB Trénovaci
Testovaci
Decision Tree Trénovaci
Testovaci

Indexy
57,6 %
54,8 %
58,1 %
54,8 %
64,9 %
52,8 %
55,9 %
52,8 %
90,9 %
52 %

BoW

99,9 %
74,5 %
98,5 %
60 %

77 %

68,5 %
98,1 %
78,1 %
100 %
63,2 %

Tabulka 35: Primérna pfesnost samotnych indexti a samotné BoW.
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Graf 44: Vysledky pti samotné BoW.

Pti pouziti samotnych indext se v§echny metody zhorsily. Jejich vysledky byly jen 0 0,5-4,8 %
lepsi nez nahodné hadani. Zhorsily se vysledky i u trénovaciho datasetu. SVM, LDA a NB m¢li
pramérnou UspéSnost u trénovaciho datasetu jen o 2,8-3,3 % vys8i neZ u testovaciho datasetu.
KNN, které mélo u testovaciho datasetu nejhorsi uspésnost ze vSech metod, dosahlo u trénova-
ciho datasetu presnosti 64,9 %. Decision Tree, které ma ve vétsiné ptipadd 100% uspésnost
u trénovaciho datasetu, dosahlo ptesnosti 90,9 %.

Pouziti pouze bag-of-words zlepsilo vSechny metody kromé& LDA. Stejné jako u pouziti
lemmatizace se vSak vysledky zménily pouze mirné. K nejvétsimu rozdilu doslo u Decision
Tree, které se pii pouziti pouze Bag-of-words zlepsilo o 3,2 %. Pro Decision Tree, KNN a NB

navic doslo k jejich nejlepSimu primérnému vysledku testovaciho datasetu u rozpoznani senti-

mentu.

342 Zavér
SVM 74,7 %
LDA 62,5 %
KNN 68,5 %
NB 78,1 %

Decision Tree 63,2 %
Tabulka 36: Nejlepsi primérna pfesnost testovaciho datasetu,

Rozpoznéni sentimentu dopadlo ze vSech uloh v této praci nejhiife. Zatimco u vSech ostatnich
uloh se alesponi nékterym metodam podafilo dostat presnost nad 90 %, u rozpoznéni sentimentu
se jen jediné metod¢€ podatilo dostat nad 75 %. Nejlépe si vedlo NB s 78,1 %, tésn¢ po ném
nasledovalo SVM s 74,7 %. NB, KNN a Decision Tree se nejlépe datilo pfi samotné bag-of-
words, SVM pfi frekvencni bag-of-words s lemmatizaci a LDA pfi frekvencni bag-of-words

bez lemmatizace.
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3.5 Rozpoznani spamu

Poslednim z typt klasifikace, které jsou v této praci vyzkouseny, je rozpoznani spamu. Auto-
matické rozpoznani spamu se bézn¢ vyuziva u elektronické posty, nicméné v této uloze jsou
pouzity textové zpravy. Dataset se sklada z kratkych textt bézné a nevyzadané posty v anglic-
tin¢. (Almeida a Hidalgo 2012, Dua a Graff 2019) Po zkraceni poctu textd obou skupin na stejny
pocet ma dataset 1494 textd. Stejné jako u ur€eni sentimentu neni mozno u textl odstranit stop
slova, jelikoz u n¢kterych text dochéazelo k odstranéni vSech slov. Vizualiza¢ni metody nejsou
z divodu mnozstvi textil interpretovatelné.

Z dtvodu preklept a zkratek, které se v n€kterych textech vyskytuji, by se mohla snizit
ucinnost lemmatizace a stemmingu. Podobn¢ jako u urceni sentimentu se jedna o velmi kratké
texty, které tudiZ neni mozné dale zkracovat. Na rozdil od ur€eni sentimentu jsou texty samotné
vice diverzifikované. U urceni sentimentu se jednalo pouze o recenze filmu, kdezto u rozpo-

znani spamu se jedna o riizné typy korespondence.

3.5.1 Vysledky

Frekven¢ni BoW | Binarni BoW Binarni BoW s
citlivosti 2
SVM Trénovaci 100 % 100 % 93,1 %
Testovaci 96,5 % 97,1 % 84,8 %
LDA Trénovaci 99,2 % 98,8 % 93,5 %
Testovaci 85,8 % 83,2 % 83,7 %
KNN Trénovaci 87 % 93,5 % 86,4 %
Testovaci 85,6 % 92,9 % 82,6 %
NB Trénovaci 99 % 98,6 % 64,8 %
Testovaci 95,8 % 96,6 % 61,8 %
Decision Tree Trénovaci 100 % 100 % 99 %
Testovaci 83,6 % 86,9 % 75,4 %

Tabulka 37: Primérna pfesnost rozpoznani spamu.
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Graf 45: Vysledky trénovaciho a testovaciho datasetu u rozpoznani spamu s binarni BoW.

Uz prvni vysledky rozpoznani spamu jsou vysoké. Pti pouziti frekvencni bag-of-words se SVM
dostalo u testovaciho datasetu na piesnost 96,5 % a NB na 95,8 %. Zbylé metody se pohybovaly
nad 80 %. Pouziti binarni bag-of-words zlepsilo primérnou uspéSnost u vSech metod kromé
LDA. LDA se zhorsilo o 2,6 %. Jak mize byt vidéno na grafu 45, LDA mélo navic na rozdil
od ostatnich metod u testovaciho datasetu vétsi rozptyl dat. Primérné vysledky KNN se zvySily
nejvice, a to 0 7,3 % z 85,6 % na 92,9 %. U Decision Tree se piesnost zvysila o 3,4 %, u NB
00,8 % auSVM 0 0,6 %. Naproti tomu binarni bag-of-words s citlivosti dva zhorsila vysledky
vSech metod. U NB doslo k propadu o 34 % v porovnanim s frekvenéni bag-of-words. LDA
byla jedina metody, kde byly vysledky binarni bag-of-words s citlivosti dva vyssi, nez vysledky

binarni bag-of-words s citlivosti 1, ackoliv o pouhych 0,5 %.

Stemming Lemmatizace Tagovani
SVM Trénovaci 100 % 100 % 92,2 %
Testovaci 96,1 % 96,7 % 90 %
LDA Trénovaci 99,9 % 99,4 % 92 %
Testovaci 91,7 % 87,6 % 78,7 %
KNN Trénovaci 87,4 % 87,9 % 91,6 %
Testovaci 86,2 % 86,7 % 88,4 %
NB Trénovaci 98,5 % 99 % 89,8 %
Testovaci 95,5 % 95,3 % 88,3 %
Decision Tree Trénovaci 100 % 100 % 99,9 %
Testovaci 83.2 % 84,8 % 80,7 %

Tabulka 38: Primérna pfesnost rozpoznani spamu pii frekvenéni BoW.

Pii pouziti stemmingu se presnost LDA zlepSila oproti samotnému tokenizovéni o 5,9 % na
91,7 %. KNN se také zlepsilo, ackoliv pouze o 0,4 %. Ostatni metody se mirn¢ zhorsily.
U lemmatizace se naopak zvysila primérna pfesnost vSech metod kromé NB. NB se zhorsilo

00,5%. LDA se zlepsilo nejvice, a to o 1,8 %, nicméné mélo stale lepsi vysledek pii

66



stemmingu. PouZiti tagli se projevilo zhorSenim u v§ech metod kromé& KNN, kde doslo ke zlep-

Seni 0 2,8 %.

Stemming Lemmatizace Tagovani
SVM Trénovaci 100 % 100 % 89,5 %
Testovaci 95,9 % 95,8 % 88,8 %
LDA Trénovaci 99,9 % 99,7 % 90,2 %
Testovaci 77,1 % 90,3 % 88,9 %
KNN Trénovaci = 95,1 % 94,2 % 89,7 %
Testovaci 93,9 % 92,2 % 88,3 %
NB Trénovaci 98,6 % 98,6 % 87,2 %
Testovaci 96,6 % 95,3 % 85,7 %
Decision Tree Trénovaci 100 % 100 % 99,9 %
Testovaci 87,6 % 86 % 85,4 %

Tabulka 39: Primérna pfesnost rozpoznani spamu pii binarni BoW.

Oproti pouziti binarni bag-of-words bez dalsich Gprav, lemmatizace a tagovani snizilo primer-
nou uspesnost vSech metod, kromé& LDA. To se zlepsilo o 7,1 % u lemmatizace a 0 5,7 % u ta-
govani. U stemmingu doslo ke zhorSeni u SVM a LDA, NB m¢lo stejny vysledek. KNN se
zlepsilo o 1 % a Decision Tree 0 0,7 %. LDA si pii pouziti lemmatizace i tagovani mélo s bi-
narni bag-of-words vyS$si presnost nez s frekvencni bag-of-words, ackoliv bez téchto uprav
mélo vys§i uspéSnost u frekvencni bag-of-words. Pii stemmingu doslo s frekvencni bag-of-
words k nejvyssi primérné presnost LDA, s binarni bag-of-words k té nejnizsi. Decision Tree
ma vysledky ve vSech ptipadech lepsi pii pouziti binarni bag-of-words. U KNN vychazi binarni
bag-of-words 1épe pti stemmingu a lemmatizaci. Pti tagovani je Gspésnost o 0,1 % niz§i nez
pii pouziti frekvenéni bag-of-words. SVM a NB maji uspéSnost pii stemmingu, lemmatizaci
atagovani s bindrni bag-of-words nizsi ¢i stejnou nez s frekvenéni bag-of-words, ackoliv

bez uprav vychazi binarni bag-of-words 1épe.

3.5.2 Zavér
Spam
SVM 97,1 %
LDA 91,7 %
KNN 93,9 %
NB 96,6 %
Decision Tree 87,6 %

Tabulka 40: Nejlepsi primérna ptesnost u v§ech metod.

Navzdory kratkym textm rozpoznani spamu vyslo podstatné Iépe n€z rozpoznani sentimentu.
Nejlépe se vedlo SVM, kde nejvyssi uspésnost dosahla 97,1 % a to pfi pouziti binarni bag-of-
words. Druha nejlepsi metoda byla NB s nejvyssi primérmou uspé$nosti 96,6 %. Nejhit dopa-
dlo Decision Tree, s nejvyssi usp€Snosti 87,6 %. LDA je jedind metoda, jejiZ nejlepsi tspésnost
nenastala pfi pouziti binarni bag-of-words. Nejlepsi uspésnost LDA nastala pfi stemmingu

a frekvenéni bag-of-words. KNN a Decision Tree doséhly nejlepsiho vysledku pii stemmingu
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a binarni bag-of-words. NB na tom bylo stejné€, pouze mélo stejny vysledek i u binarni bag-of-

words se samotnou tokenizaci.

4 Zavér

Zameérem této prace bylo vytvorit v programovacim jazyku Python software, ktera umozni tré-
novat klasifikaci textti a zhodnotit jeji vysledky. Cilem psané prace bylo piestavit, jak software
funguje. V teoretické Casti byly popsany zakladni rysy programu. V prvni kapitole byly
popsany vlastnosti, na které je text preveden. Konkrétné se jedna o indexy TTR, RR, Giniho
koeficient, Shannonova entropie, primérna délka slov a bag-of-words. Po piedstaveni jednot-
livych vlastnosti byla kratce vysvétlena jejich normalizace. Druha kapitola se zabyvala moz-
nosti pfedzpracovani textu, jako je tokenizace, lemmatizace, stemming, tagovani a odstranéni
stop slov. Treti kapitola popisovala format vysledki a jejich interpretaci. Posledni kapitola te-
oretické Casti uzivatele seznamila s procesem instalace a nasledného nastaveni programu.
V praktické ¢asti bylo na programu vyzkouseno nékolik typt klasifikace textu. Jednalo se roz-
poznani jazyka, uréeni autorstvi, rozpoznani sentimentu a rozpoznani spamu. Klasifikace textd
dosahly dobrych vysledkil, zejména rozpoznani jazyka. Rozpoznani jazyka, a to i u jazyku
ze stejné jazykové rodiny, mélo bezchybné vysledky uz pii zkraceni na pouhé desitky slov.

Software byl tedy napsan a nasledné ovéfen na praktickych ukolech. Funguje dle za-
dani, nicméné by se dal dale rozsifit a zlepSit. Ackoliv k pouziti programu neni tfeba znalost
programovani, program se stale musi spoustét v Pythonu a uzivatel pii zadavani nastaveni musi
dbat na jeho pravidla. Logickym dal§im krokem by tedy bylo vytvofit aplikaci, ktera by byla
vice uzivatelsky ptivétivéjsi. V uzivatelsky piivetivejsi aplikaci by bylo zaroven mozné pridat
staveni by zadaval pouze, pokud by chtél. Zaroven by se mohla rozsitit moznost si klasifikaci
textll pfizpusobit.

Déle je mozné se zaméfit na zlepSovani funkénosti programu. U grafii vizualizacnich
metod by byla vhodna moznost vypnout ptidavani nazvi textd, coz by mohlo grafy, zv1aste ty,
na kterych se nachazi velké mnozstvi textd, zpiehlednit. Pti redukci poctu slov by se mohla
pridat moznost zkratit vSechny texty na pocet slov nejkratsiho textu, coz by umoznilo zkratit
texty, u kterych si uzivatel neni jisty délkou. U pfedzpracovani texti by mohly byt ptidany dalsi
jazyky, ptipadné i moznost, jak predzpracovat kazdou tiidu zvlast, a tudiz moci texty upravit

i u rozpoznani jazykd.
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5 Priloha

5.1 Obsah ptiloZzeného media

bakalarska prace.pdf
o Soubor obsahuje tuto bakalatskou praci ve formatu pdf.
e read me.txt
o Soubor obsahuje tento obsah a sekci 2.4 této prace, popisujici instalaci a nasta-
veni programu.
e /source code
o Slozka obsahuje zdrojovy kod programu.

/datasets

o Slozka obsahuje data pouzita pii testovani programu.

5.2 Seznam pouzitych textl

Pouzité jazyky bible:
Copala Triqui
Chiquitano
Mborena Kam
Gofa
Yucana
Quechua — Cajamarca
Quechua — North Junin
Quechua — Northern Conchucos Ancash

Quichua - Northern Pastaza

Jaroslav Foglar:
Boj o prvni misto
Chata v Jezerni kotliné
Devadesatka pokracuje
Dobrodruzstvi v temnych ulickadch
Dobrodruzstvi v zemi nikoho
Historie svorné sedmy
Hosi od Bobii feky
Jesttabe vypravuj 2
Kdyz duben ptichazi
Kronika hochii od Bobii feky 2
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Kronika hochii od Bobii feky
Kronika Ztracené stopy
Modra rokle

Pod Junackou vlajkou
Poklad ¢erného delfina
Ptistav vola

Sovi jeskyné

Stezka odvahy

Strach nad Bobfi fekou
Stinadla se boufi
Tajemna Rasnovka
Tajemstvi velkého Vonta
Zahada hlavolamu

Zavod o Modfinovy srub

Isaac Asimov:
Roboti a impérium
Roboti usvitu
Predehra k nadaci
Ja, robot
Kaliban
Sny robott
A zrodi se nadace
Zrozeni
Hvézdy jako prach
Dité€ ¢asu
Pozitronovy muz
Sbohem, zemé
Ani sami bohové
Nadace a fise
Povidky
Konec vécnosti
David Starr - Tuldk po hvézdach
Nahé slunce
Nadace
Ocelové jeskyné

Mezi dvéma kroky



Vize robotl
Hvézdy jako prach

Druha nadace

Stanistaw Lem:
Navrat z hvézd
Lov
Mir na zemi
Neptemozitelny
Gladiator z Venusie
Krvavé kameny
Pantv hlas
Vzpominky Ijona Tichého
Planeta Eden
Pfibéhy pilota Pirxe
Ryma
Solaris
Astronauti
Hv¢zdné deniky Ijona Tichého
Fiasko
Invaze z Aldebaranu
K mrakiim Magellanovym
Kyberiada
Bajka o tiech strojich, které vypraveély krali Genialonovi
Bajky robot
Denik nalezeny ve vané

Futurologicky kongres
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