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Úvod

Tématem této bakalá°ské práce je statistická analýza kompozi£ních dat po-

mocí knihovny �compositions� softwaru R. Hlavním cílem práce je seznámit

£tená°e s knihovnou pro zpracování kompozi£ních dat a ukázat její pouºití na

konkrétních datech. Knihovnu �compositions� softwaru R vytvo°ili v roce 2009

K. Gerald van den Boogaart, Raimon Tolosana a Matevz Bren, kte°í jsou zárove¬

i autory st¥ºejní literatury bakalá°ské práce [3].

První kapitola se v¥nuje uvedení do problematiky kompozi£ních dat. Jedná

se o speciální typ dat nesoucí pouze relativní informaci. Setkáváme se s nimi

v mnoha oblastech lidské £innosti, nap°. v geologii, chemii, ekonomii a dal²ích

odv¥tvích. D·vodem jejich zkoumání je fakt, ºe pouºití standardních metod na

kompozi£ní data by mohlo vést k chybným výsledk·m. Je proto t°eba s nimi

zacházet jinak neº s b¥ºnými vícerozm¥rnými daty. Základy statistické analýzy

kompozi£ních dat poloºil v roce 1986 John Aitchison [1], proto je speci�cká ge-

ometrie kompozi£ních dat ozna£ována jako Aitchisonova. Základním p°ístupem

pro zpracování t¥chto dat je jejich p°evedení na logpodílové sou°adnice, coº jsou

jiº reálné vektory, které lze zpracovávat klasickými metodami.

Druhá kapitola se zam¥°uje na samotné zpracování dat v softwaru R. Popisuje

funkce knihovny �compositions�, moºnosti gra�ckého zobrazení kompozi£ních dat

a metody popisné statistiky na vybraných datových souborech ze sociologie. V²e

je dopln¥no kódem z R a interpretací výsledk·. P°edpokladem je základní znalost

softwaru R.
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1 Základní my²lenky kompozi£ní analýzy

dat

P°i tvorb¥ následující kapitoly bylo £erpáno zejména z [3], [4] a [7].

1.1 Kompozi£ní data

Datový soubor nazveme kompozi£ním (jednotlivá pozorování pak téº kompo-

zi£ními vektory nebo jednodu²e kompozicemi), pokud data vyjad°ují £ásti z n¥-

jakého celku. Jako p°íklad si m·ºeme uvést procenta pracovník· pracující v r·z-

ných sektorech, koncentrace r·zných látek v nápoji nebo podíly hlas· politických

stran ve volbách. Kaºdá sloºka kompozice má svou hodnotu, která reprezentuje

její p°ísp¥vek na celku. Kompozi£ní data mohou být uvedena v absolutním m¥-

°ítku v jednotkách jako peníze, mnoºství £i £as nebo v relativním m¥°ítku, nap°.

v procentech. O tom, zda se skute£n¥ jedná o kompozi£ní data, následn¥ rozhodne

cíl statistické analýzy, v tomto p°ípad¥ zkoumání relativní struktury dat.

Datový soubor m·ºe být kompozi£ní jedin¥ v p°ípad¥, jestliºe má alespo¬ dv¥

sloºky. Informace o tom, kolik hlas· získala jedna politická strana ve volbách,

by nám nic ne°ekla, pokud bychom nev¥d¥li, kolik hlas· získaly ostatní strany

nebo alespo¬ kolik lidí hlasovalo celkem. Kompozi£ní data jsou tedy p°irozen¥

vícerozm¥rná. Na rozdíl od standardních vícerozm¥rných dat nem·ºeme ale ana-

lyzovat kaºdou sloºku zvlá²´, protoºe bez znalosti ostatních sloºek nemá jedna

sloºka ºádný význam.

V literatu°e [3] je kompozice de�nována takto:

De�nice 1.1 Kompozicí nazveme vektor D kladných reálných sloºek

x = [x1, . . . , xD], jejichº sou£et je konstantní a je roven κ.

Pro kompozi£ní data je typické, ºe na velikosti celkového sou£tu κ nezáleºí. Bu¤

je irelevantní (po£et zam¥stnanc· organizace p°i zkoumání rozloºení pracovník·

v sektorech) nebo p°edde�novaný (objem láhve p°i zji²´ování koncentrace látek
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v nápoji). Krom¥ toho se nám £asto nepoda°í získat kompletní informaci a sou£et

sloºek neodpovídá moºné dosaºitelné celkové hodnot¥. Navíc, pokud bychom pra-

covali s absolutními celkovými sou£ty sloºek, nemohli bychom v mnoha p°ípadech

porovnávat kompozice mezi sebou. Zkoumáme-li nap°íklad rozd¥lení obyvatelstva

r·zných stát· podle v¥ku, nem·ºeme státy mezi sebou v absolutním m¥°ítku po-

rovnávat, nebo´ kaºdý stát má jiný po£et obyvatel. Proto n¥kdy upravujeme

de�nici kompozi£ních dat [7] a uvaºujeme irelevantní celkový sou£et sloºek místo

konstantního. To odpovídá p°edstav¥, ºe kompozi£ní data obsahují relativní infor-

maci, tj. podstatné jsou vzájemné podíly mezi sloºkami. Proto £asto kompozice

p°evádíme tak, aby κ = 1 (proporcionální £ásti na celku) nebo κ = 100 (procen-

tuální podíly).

D·vodem zkoumání kompozi£ních dat je fakt, ºe p°i pouºití standardních

metod bychom do²li k zavád¥jícím výsledk·m, a to hned v n¥kolika sm¥rech:

1. Spojením nezávislých sloºek do jednoho vektoru a p°evedením na p°ede-

psaný konstantní sou£et, tzv. uzav°ením (formáln¥ viz de�nice 1.2) dosta-

neme mezi sloºkami zápornou korelaci, coº neodpovídá obvyklé p°edstav¥,

kdy nezávislost znamená nulovou korelaci. Hovo°íme o tzv. negativním biasu

(vychýlení).

2. U kompozi£ních dat záleºí kovariance mezi dv¥ma sloºkami na tom, jaké

dal²í sloºky jsou obsaºeny v datech, coº popírá klasickou de�nici kovariance

jako vztahu mezi dv¥ma sloºkami. Tento problém se nazývá tzv. fale²ná

korelace.

3. Varian£ní matice je vºdy singulární kv·li omezení na konstantní sou£et.

To znemoº¬uje pouºití metod, které jsou zaloºeny na regulární varian£ní

matici.

4. Sloºky nemohou být normáln¥ rozd¥leny kv·li omezené ²kále jejich hodnot,

coº nám zabra¬uje pouºít mnoho metod zaloºených na mnohorozm¥rném

normálním rozd¥lení.
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Proto musely být vyvinuty vlastní metody analýzy kompozi£ních dat, jejichº

základy poloºil John Aitchison (1986) [1].

1.2 Software pro kompozi£ní analýzu

Statistická analýza se neobejde bez vhodného softwaru. Pro kompozi£ní data

bylo vytvo°eno n¥kolik knihoven:

• CODA � Aitchisonova knihovna pro mikropo£íta£ (1986), která je ale jiº

zastaralá.

• CoDaPack3D � knihovna zaloºená na Microsoft Excel a Visual Basic (2003)

vhodná pro uºivatele preferující gra�cké uºivatelské prost°edí.

• compositions � knihovna softwaru R (2009), která je v sou£asnosti z°ejm¥

nejpropracovan¥j²í variantou pro analýzu kompozi£ních dat.

• robCompositions � knihovna softwaru R (2011) ur£ená p°edev²ím pro ro-

bustní statistickou analýzu kompozi£ních dat.

• zCompositions � knihovna softwaru R (2015) zabývající se problémem nu-

lových hodnot v kompozi£ních datech.

1.2.1 Práce se softwarem R

V této práci budeme v²echny p°íklady po£ítat pomocí softwaru R, který je

voln¥ dostupný z http://cran.r-project.org. Na této adrese lze nalézt i in-

strukce k instalaci a manuály, nebo´ zde p°edpokládáme jistou základní znalost

jazyka R. Krom¥ instalace samotného softwaru R je nutné instalovat i pot°ebné

knihovny, v na²em p°ípad¥ knihovnu �compositions� .

Samotná instalace knihovny ale nesta£í, dále je pot°eba ji p°ed za£átkem práce

v R na£íst z pam¥ti. K tomu slouºí následující p°íkaz:

> require(compositions)
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Po jeho zadání jsou upraveny n¥které standardní p°íkazy speciáln¥ pro analýzu

kompozi£ních dat.

N¥které obecné p°íkazy se chovají odli²n¥, pokud je aplikujeme na r·zné typy

objekt· v R. M·ºeme se nap°íklad podívat, jak je po£ítán rozptyl var pro kompo-

zi£ní soubor dat. Nejprve se podíváme na metody dostupné pro výpo£et rozptylu:

> methods(var)

[1] var.acomp var.aplus var.default var.lm var.mlm
[6] var.rcomp var.rmult var.rplus var.tensor var.test

Následn¥ si m·ºeme zobrazit nápov¥du pro rozptyl t°ídy objekt· acomp (takto

jsou ukládány kompozice, zkratka pro Aitchison's composition), ve které se do-

zvíme detaily výpo£tu.

> ? var.acomp

1.3 Principy kompozi£ní analýzy dat

1.3.1 Podkompozice a operace uzáv¥ru

Pokud je kompozice A pouze £ástí z jiné kompozice B, nazývá se A podkom-

pozicí B. Ve skute£nosti totiº £asto kompozi£ní data neobsahují v²echny moºné

sloºky. Ve volbách se zajímáme pouze o výsledky nejd·leºit¥j²ích stran, zane-

dbáváme men²inové strany. Do analýzy vody nezahrneme �ned·leºité� stopové

prvky.

Pro dal²í práci s kompozicí nejprve uzav°eme hodnoty sloºek, které nás zají-

mají tak, aby dávaly sou£et 100 %, pop°. 1. Toho snadno docílíme pomocí p°íkazu

clo (jako zav°ít z anglického close).

Nyní si to zkusíme na p°íkladu, který nás bude provázet celou prací. Jedná se

o datový soubor household, který popisuje rozd¥lení typ· domácností ve státech

Evropy podle po£tu dosp¥lých a d¥tí. Nejsou zde zahrnuty instituce jako t°eba

domovy d·chodc· £i internáty. Budeme rozli²ovat 6 typ· domácností:
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x1 1 dosp¥lý s d¥tmi Single_yes
x2 1 dosp¥lý bez d¥tí Single_no
x3 Pár s d¥tmi Couple_yes
x4 Pár bez d¥tí Couple_no
x5 Ostatní typy domácností s d¥tmi Other_yes
x6 Ostatní typy domácností bez d¥tí Other_no

Pro názornost vezm¥me první t°i státy tabulky, v tabulce jsou po£ty jednot-

livých typ· domácností v tisících. Celou jiº upravenou tabulku nalezneme na

stran¥ 54 v p°íloze.

Stát Celkem x1 x2 x3 x4 x5 x6

Belgie 4 651,8 264,7 1 315,8 1 038,7 1 271,4 240,3 521,0
Bulharsko 2 759,9 78,2 732,7 481,4 703,3 234,4 529,9

�R 4 606,9 216,2 1 382,0 1 051,4 1 222,8 210,5 523,9

Dejme tomu, ºe budeme chtít zanedbat ostatní typy domácností a vybereme

pouze podkompozici sloºenou z prvních £ty°ech sloºek (pomocí parametru parts)

a uzav°eme ji na sou£et 100 (parametr total).

> clo(household, parts=

c("Single_yes", "Single_no",

"Couple_yes", "Couple_no"),

total=100)

Stát x1 x2 x3 x4

Belgie 6,80 33,82 26,70 32,68
Bulharsko 3,92 36,72 24,12 35,24

�R 5,58 35,69 27,15 31,58

Nyní uº lze porovnávat státy mezi sebou. Kup°íkladu m·ºeme konstatovat,

ºe mezi t¥mito 3 státy je v Bulharsku nejv¥t²í podíl bezd¥tných pár· ºijících ve

spole£né domácnosti.

Parametr parts je nepovinný, takºe kdybychom jej nezadali, automaticky se

vyberou v²echny sloºky kompozice. P°i následném statistickém zpracování pod-

kompozic musí být dodrºena podkompozi£ní soudrºnost. Tj. kaºdá relevantní ana-

lýza podkompozic musí být provedena tak, abychom dostali stejné výsledky, a´
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uº bereme v úvahu celou kompozici nebo jen její podkompozici. Pomocí parame-

tru total zadáváme nové κ, implicitní hodnotou je 1. Následující de�nice uzáv¥r

kompozice formalizuje.

De�nice 1.2 Uzáv¥rem D-sloºkové kompozice x = [x1, . . . , xD] je vektor

C[x1, . . . , xD] =

[
x1 · κ∑D
i=1 xi

, . . . ,
xD · κ∑D
i=1 xi

]
,

kde C je operace uzáv¥ru na konstantu κ.

1.3.2 Kompozice jako t°ídy ekvivalence

Jelikoº sloºky kompozice reprezentují relativní p°ísp¥vky na celku a na celko-

vém sou£tu sloºek nezáleºí, m·ºeme kompozi£ní data libovoln¥ p°e²kálovat. P°i

vynásobení kompozice kladnou hodnotou se totiº informace obsaºena v datech

nezm¥ní. Dva vektory tak m·ºeme ozna£it za kompozi£n¥ ekvivalentní, jestliºe je

jeden jednodu²e násobkem druhého:

a =A b ⇔ ∃ s > 0 ∀ i : ai = s · bi.

Tedy vektory a = [2
7
, 4
7
, 1
7
], b = [2, 4, 1] a c = [60, 120, 30] znázor¬ují tutéº

kompozici se stejnými pom¥ry mezi sloºkami. Tato vlastnost se ozna£uje jako in-

variance (nem¥nnost) v·£i zm¥n¥ m¥°ítka. Aitchison [1] navíc ukázal, ºe v²echny

funkce kompozic, které jsou invariantní v·£i zm¥n¥ m¥°ítka, se dají vyjád°it jako

funkce logaritm· podíl· ln (xi/xj).

1.3.3 Perturbace jako zm¥na jednotek

Kompozi£ní data mohou být dána v mnoha r·zných jednotkách. N¥kdy je po-

t°eba jednotky p°evést. Uvaºujme kompozici u sloºení látek v pokrmu v gramech,

které chceme p°evést na jednotky energie kJ. K provedení je t°eba znát vektor

mnoºství kJ/g pro jednotlivé látky, ozna£me jej v. Sou£inem sloºek kompozice
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a p°íslu²ných sloºek vektoru v získáme nový vektor, který po uzav°ení tvo°í po-

ºadovanou kompozici v jednotkách kJ. Práv¥ jsme provedli perturbaci vektor· u

a v, kterou zna£íme ⊕, tj. u⊕ v (viz de�nice 1.4).

Kompozi£ní data jsou invariantní v·£i perturbaci. I kdyº r·zní analytici pra-

cují v jiných jednotkách, a dojdou proto k r·zným hodnotám, jedná se po°ád

o tutéº kompozici. Kvalitativní výsledky budou stejné, pokud lze jednotky mezi

sebou p°evád¥t, tzn. pokud kompozice obsahují stejnou informaci.

1.3.4 Amalgamace

Dal²í typickou operací pro analýzu kompozi£ních dat je amalgamace, coº je

spojení (sou£et) n¥kterých sloºek do jedné. P°ed provedením amalgamace je ale

nutné si dob°e promyslet, jestli je vhodná pro danou situaci, jelikoº vºdy dojde ke

ztrát¥ informace. Kup°íkladu slou£ení sloºek �jablka� a �hru²ky� je oprávn¥né,

pokud zkoumáme stravovací návyky jednotlivých populací (a zajímá nás podíl

ovoce v potrav¥), ale m·ºe být chybné, pokud sledujeme d·leºitost jednotlivých

druh· ovoce v r·zných kulturách.

Vra´me se ke kompozicím popisujícím rozd¥lení typ· domácností ve státech

Evropy. �ekn¥me, ºe bychom cht¥li zkoumat pouze rozd¥lení mezi jednotlivce,

páry a ostatní typy domácností, tj. po£et d¥tí by byl pro ná² problém irelevantní.

Je t°eba slou£it sloºky Single_yes a Single_no, Couple_yes a Couple_no,

Other_yes a Other_no. Pro slou£ení domácností s jedním dosp¥lým do sloupce

Single zadáme p°íkaz:

> household$Single = totals(aplus(household,

c("Single_yes","Single_no")))

Amalgamaci vypo£ítáme pomocí funkce totals z neuzav°eného souboru ze

t°ídy objekt· rplus nebo aplus (blíºe viz podkapitola 1.4). Pro tyto t°ídy objekt·

je hodnota celkového sou£tu sloºek stále podstatná. Slou£ení sloºek Single_yes

a Single_no znázor¬uje následující tabulka:

14



Stát Single Single_yes Single_no

Belgie 1580,5 264,7 1315,8
Bulharsko 810,9 78,2 732,7

�R 1598,2 216,2 1382,0

1.3.5 Invariance v·£i permutaci

Jiº jsme si ukázali t°i ze £ty° princip· invariance, které tvo°í základní pi-

lí°e analýzy kompozi£ních dat: invariance v·£i zm¥n¥ m¥°ítka, invariance v·£i

perturbaci a podkompozi£ní soudrºnost. Nyní zbývá zmínit zbývající vlastnost

kompozi£ních dat, a to invarianci v·£i permutaci.

Výsledky ºádné analýzy by nem¥ly záviset na po°adí, ve kterém jsou sloºky

uspo°ádány v datovém souboru. Zdá se to být evidentní, ale je p°ekvapivé, kolik

metod tuto vlastnost nemá. Nap°íklad euklidovská vzdálenost dále zmín¥ných alr

sou°adnic kompozi£ních dat (v podkapitole 1.5.3) není invariantní v·£i permutaci.

Proto je t°eba pro výpo£et vzdálenosti pouºít jiný typ sou°adnic.

1.4 Mnohorozm¥rná m¥°ítka

Jednou ze základních vlastností kaºdé prom¥nné je její m¥°ítko, které popisuje

hodnoty, jakých m·ºe prom¥nná nabývat, a jak je interpretovat. S tím souvisí i

matematické operace, jeº je moºno pouºít. Ve statistice data obvykle rozd¥lujeme

podle m¥°ítka do n¥kolika skupin:

1. Nominální data � nabývají jedné z n¥kolika moºných hodnot, které nelze

porovnávat.

2. Ordinální data � nabývají jedné z n¥kolika moºných hodnot, které lze se°a-

dit.

3. Intervalová data � nabývají hodnot z mnoºiny reálných £ísel, absolutní roz-

díly mezi hodnotami mají smysl.

4. Pom¥rová data � nabývají hodnot z mnoºiny kladných reálných £ísel, rela-

tivní pom¥ry mezi hodnotami mají smysl.
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Kaºdé m¥°ítko je spojeno s typickým statistickým modelem jako t°eba mul-

tinomické rozd¥lení pro nominální data a normální rozd¥lení pro reálná interva-

lová data. U kompozic není mnohorozm¥rné m¥°ítko jen z°et¥zením m¥°ítek pro

jednotlivé prom¥nné. Kompozice jsou speciální objekty s novým vícerozm¥rným

m¥°ítkem, které má n¥které spole£né vlastnosti: skládá se z kladných £ísel, má

sou£et 1 (pop°. 100 %) a podíly mezi sloºkami jsou relevantní.

V minulosti byl výb¥r m¥°ítka pro kompozi£ní data diskutovanou otázkou.

Proto knihovna �compositions� obsahuje v¥t²í mnoºství variant:

• rmult � reálné vícerozm¥rné m¥°ítko

Data pocházejí z RD a statistickým modelem je mnohorozm¥rné normální

rozd¥lení.

• rplus � reálné intervalové m¥°ítko z RD
+

Data jsou kladná s absolutní geometrií, p°íslu²ným rozd¥lením je se°íznuté

(angl. truncated) mnohorozm¥rné normální rozd¥lení.

• aplus � Aitchisonovo (tzn. pom¥rové) m¥°ítko z RD
+

Data jsou kladná s relativní geometrií. Je b¥ºné je analyzovat aº po p°eve-

dení na log-sou°adnice, p°íslu²né rozd¥lení je typicky logaritmicko-normální.

• rcomp � reálné (tzn. intervalové) kompozi£ní m¥°ítko

Data jsou povaºována za standardní reálná data s konstantním sou£tem

sloºek.

• acomp � Aitchisonovo (pom¥rové) kompozi£ní m¥°ítko

Uvaºuje kompozi£ní data tak, jako jsme je doposud popsali. Obsahují re-

lativní informaci a mají konstantní sou£et sloºek. Statistickým modelem je

normální rozd¥lení na simplexu (viz podkapitola 1.5.1).

• ccomp � celo£íselné kompozi£ní m¥°ítko

Speciální p°ípad p°edchozího m¥°ítka, kdy z podstaty problému plyne celo-

£íselnost dat.
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Preferovat bychom ale m¥li Aitchisonovo kompozi£ní m¥°ítko acomp [3]. Proto

p°ed kaºdou analýzou p°id¥líme datovému souboru x toto m¥°ítko pomocí p°íkazu

acomp(x). Knihovna �compositions� pak dále automaticky pracuje s daty podle

zvoleného m¥°ítka.

V návaznosti na výzkum Johna Aitchisona bylo na p°elomu 20. a 21. století

ukázáno, ºe základní principy pro kompozi£ní analýzu dat (invariance v·£i zm¥n¥

m¥°ítka, perturbaci a permutaci a podkompozi£ní soudrºnost) implikují relativní

geometrii, ve které záleºí jen na podílech mezi sloºkami [7]. Podle n¥j byla pak po-

jmenována jako Aitchisonova geometrie (acomp), která bude podrobn¥ popsána

v následující £ásti.

1.5 Aitchisonova geometrie na simplexu

Po zavedení Aitchisonovy geometrie pro kompozi£ní data bylo dokázáno, ºe

tato struktura tvo°í euklidovský vektorový prostor, který je izometricky ekvi-

valentní s RD−1. Logickým d·sledkem této ekvivalence je p°evedení problému

obsahujícího kompozice o D sloºkách na klasický vícerozm¥rný problém zahrnu-

jící reálné vektory o D − 1 sou°adnicích. Pokud se dá vybrané m¥°ítko popsat

pomocí euklidovského vektorového prostoru, lze statisticky analyzovat kompozice

v sou°adnicích vzhledem k ortonormální bázi místo p·vodních dat a dané m¥°ítko

bude zachováno.

1.5.1 Simplex a operace na simplexu

Aitchisonova geometrie mívá p°ívlastek �na simplexu� , nebo´ simplex je vý-

b¥rovým prostorem reprezentací kompozi£ních dat s konstantním sou£tem sloºek.

Kompozice, jejíº sloºky mají konstantní sou£et, se nazývá uzav°ená a mnoºina

t¥chto kompozic tvo°í práv¥ simplex.
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De�nice 1.3 Mnoºinu v²ech moºných uzav°ených kompozic

SD :=

{
x = [x1, · · · , xD] : xi ≥ 0,

D∑
i=1

xi = 1

}

nazveme D-sloºkovým simplexem.

Tudíº dvousloºkovou kompozici m·ºeme zobrazit jako bod na intervalu (0, 1),

resp. (0, κ). Simplex proD = 3 sloºky zobrazíme rovinným ternárním diagramem,

pro D = 4 pak trojrozm¥rným pravidelným £ty°st¥nem, kde kaºdá z moºných

trojsloºkových podkompozic je reprezentována jednou st¥nou £ty°st¥nu. Chceme-

li vybrat trojsloºkovou podkompozici ze £ty°sloºkové kompozice, promítneme

body ve £ty°st¥nu na poºadovanou st¥nu tak, ºe obraz leºí na spojnici vzoru

a protilehlého vrcholu £ty°st¥nu (tento vrchol odpovídá práv¥ odstran¥né sloºce

kompozice). Zárove¬ tato projekce odpovídá uzáv¥ru trojsloºkové podkompozice

pocházející ze £ty°sloºkové kompozice. Pro více sloºek pak dostaneme víceroz-

m¥rný simplex, který funguje op¥t na stejných principech.

Jiº jsme zmínili, ºe Aitchisonova geometrie na simplexu tvo°í vektorový pro-

stor. Budeme tak uvaºovat analogické operace k t¥m, které známe z euklidovské

geometrie. Jak víme, mnoºina v²ech reálných vektor· spolu s operacemi s£ítání

vektor· a násobení vektoru skalárem tvo°í vektorový prostor. Tyto operace ale

nejsou invariantní v·£i zm¥n¥ m¥°ítka ani podkompozi£n¥ soudrºné. P°edstavme

si tedy perturbaci, zmín¥nou v podkapitole 1.3.3 a formalizovanou de�nicí 1.4,

jako kompozi£ní sou£et vektor· a nov¥ zavedenou mocninnou transformaci jako

kompozi£ní násobení vektoru skalárem (viz de�nice 1.5).

De�nice 1.4 Perturbaci z dvou D-sloºkových kompozic x a y z SD de�nujeme

jako

z = x⊕ y = C[x1 · y1, . . . , xD · yD].

S knihovnou �compositions� m·ºeme vektory x a y perturbovat dv¥ma zp·-

soby. Bu¤ zadáme perturbe(x,y) nebo jednodu²e se£teme (resp. ode£teme) dva

vektory t°ídy acomp.
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Snadno vidíme, ºe perturbace tvo°í spolu se simplexem komutativní grupu [7],

která má neutrální prvek 1 = [1/D, · · · , 1/D] a inverzní prvek

	x = C[1/x1, · · · , 1/xD].

Tedy platí vztahy

x⊕ 1 = x,

x⊕ (	x) = 1.

Perturbace inverzním (opa£ným) prvkem hraje roli ode£ítání, proto se zna£í 	

a platí

x	 y := x⊕ (	y).

P°i statistické analýze je £asto nutné perturbovat v²echny kompozice z dato-

vého souboru. Proto zavádíme velký operátor ⊕ pro N kompozic:

N⊕
i=1

xi := x1 ⊕ · · · ⊕ xN .

De�nice 1.5 Mocninnou transformaci z D-sloºkové kompozice x z SD skalárem

(reálným £íslem) λ de�nujeme jako

z = λ� x = C[xλ1 , . . . , xλD].

Knihovna op¥t umoº¬uje dva zp·soby zápisu mocninné transformace. Kom-

pozici x mocninn¥ transformujeme skalárem lambda p°íkazem power(x,lambda)

nebo násobením skaláru vektorem t°ídy acomp.

Mocninnou transformaci £íslem −1 m·ºeme pouºít pro de�nici opa£ného

prvku: (−1)� x = 	x.

1.5.2 Kompozi£ní skalární sou£in, norma a vzdálenost

Je moºné dokázat, ºe trojice (SD,⊕,�) tvo°í vektorový prostor [7]. Dopln¥ním

Aitchisonova skalárního sou£inu dostaneme euklidovský vektorový prostor, tudíº

budeme moci de�novat normu kompozice £i vzdálenost dvou kompozic.
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De�nice 1.6 Aitchison·v skalární sou£in kompozic x = [x1, · · · , xD]

a y = [y1, · · · , yD] z SD de�nujeme jako

〈x,y〉A =
1

D

D∑
i>j

ln
xi
xj

ln
yi
yj
.

Aitchison·v skalární sou£in získáme zadáním scalar(x,y), pokud jsou vek-

tory x a y t°ídy acomp.

Normou kompozice, tedy její délkou, rozumíme £íslo ‖x‖A =
√
〈x,x〉A a v R

ji vypo£teme p°íkazem norm(x), kde x je t°ídy acomp. Pokud chceme kompozici x

normovat (tzn. její délka bude jednotková), zadáme normalize(x).

De�nice 1.7 Aitchisonovu vzdálenost kompozic x = [x1, · · · , xD]

a y = [y1, · · · , yD] z SD de�nujeme jako

dA (x,y) = ‖x	 y‖A =

√√√√ 1

D

D∑
i=1

D∑
j>i

(
ln
xi
xj
− ln

yi
yj

)2

.

Vzdálenost kompozic x a y p°ímo spo£teme p°íkazem norm(x-y).

1.5.3 Sou°adnice

P°idáním operace Aitchisonova skalárního sou£inu ke trojici (SD,⊕,�) získá-

váme (D−1)-rozm¥rný euklidovský vektorový prostor na simplexu. To znamená,

ºe m·ºeme kompozice p°evád¥t na reálné vektory pomocí tzv. logpodílových sou-

°adnic, nebo´ euklidovský vektorový prostor je vºdy ekvivalentní s reálným. Této

ekvivalence je dosaºeno díky izometrii, transformaci ze simplexu do reálného pro-

storu, která zachovává úhly a vzdálenosti.

Centrované logpodílové sou°adnice (clr)

Prvními izometrickými sou°adnicemi kompozice x jsou centrované logpodílové

(clr) sou°adnice

clr(x) =

(
ln

xi
g(x)

)
i=1,...,D

, kde g(x) = D
√
x1 · x2 · · ·xD.
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Pokud x∗ = clr(x), pak kompozici x dostaneme zp¥tn¥ jako C[exp(x∗)], kde

je aplikace exponenciální funkce provedena po sloºkách. Podle de�nice dávají clr

sou°adnice sou£et nula. Znázorn¥ním clr sou°adnic je nadrovina (a také vekto-

rový podprostor zna£ený H, nazývaný clr-rovina) reálného prostoru H ⊂ RD

ortogonální k vektoru 1 = [1, . . . , 1]. Varian£ní matice clr sou°adnic kompozice je

singulární, coº následn¥ vedlo k zavedení jiných vhodn¥j²ích sou°adnic pro sta-

tistické metody, které vyºadují regularitu varian£ní matice. Clr sou°adnice kom-

pozice spo£teme zadáním p°íkazu clr a zp¥t na kompozici je p°evedeme pomocí

clrInv.

Izometrické logpodílové sou°adnice (ilr)

Kompozici vyjád°íme v izometrických logpodílových (ilr) sou°adnicích pomocí

izometrického lineárního zobrazení mezi simplexem a RD−1. Ilr sou°adnice kon-

struujeme následovn¥. Nech´ je dána ortonormální báze {e1, . . . , eD−1} simplexu

SD a uvaºujme D × (D − 1)-rozm¥rnou matici V , jejíº sloupce jsou clr(ei). Pro

ortonormální bázi platí, ºe 〈ei, ej〉A = δij (δij je Kroneckerovo delta, které je nula

pro i 6= j a jedna pro i = j). Platí 〈ei, ej〉A = 〈clr(ei), clr(ej)〉 = δij, z £ehoº pro

matici V plyne:

V t · V = ID−1 a V · V t = ID −
1

D
1D×D,

kde ID je jednotková matice °ádu D a 1D×D je £tvercová matice °ádu D plná

jedni£ek. Sloupce matice V mají sou£et 0, nebo´ reprezentují vektory clr-roviny.

Díky t¥mto vlastnostem m·ºeme najít jednoduché vztahy mezi ilr sou°adni-

cemi ξ a kompozicí x:

clr(x) · V t = lnx · V t =: ilr(x) = ξ,

ilr(x) · V = clr(x)→ x = C[exp ξ · V ].

T¥mito vztahy jsme tedy zade�novali ilr sou°adnice, coº jsou sou°adnice kom-

pozice vzhledem k dané ortonormální bázi. Existuje nekone£n¥ mnoho r·zných

ilr sou°adnicových systém·, jako máme moºných ortonormálních bází spl¬ujících
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dané podmínky. Jak vybrat správnou bázi tak, aby byly výsledné ilr sou°adnice

dob°e interpretovatelné, se dozvíme v podkapitole 2.2.7 o bilancích.

Ilr sou°adnice kompozice x získáme zadáním ilr(x). Bázi získáme pomocí

p°íkazu ilrBase(x,z,D) s parametry kompozice x, ilr sou°adnice z a po£et sloºek

D (v p°íkazu m·ºeme pouºít pouze jeden z parametr·). Dal²í uºite£né p°íkazy jsou

ilrInv pro výpo£et kompozice p°íslu²né k daným sou°adnicím a ilr2clr, pop°.

clr2ilr pro p°evod mezi ilr a clr sou°adnicemi.

Aditivní logpodílové sou°adnice (alr)

Za zmínku stojí i p·vodní Aitchison·v p°ístup zaloºený na aditivních logpo-

dílových (alr) sou°adnicích, p°estoºe se jiº nepouºívá,

alr(x) = (ln (xi/xD)i=1,...,D−1).

Jedním z d·vod· je krom¥ absence izometrie s Aitchisonovou geometrií i poru²ení

invariance v·£i permutaci sloºek kompozice, zmín¥né v podkapitole 1.3.5.

Porovnání jednotlivých typ· sou°adnic

D·vodem ke vzniku tolika logpodílových sou°adnicových systém· je, ºe kaºdý

má svoje speci�cké vlastnosti vhodné pro r·zné statistické metody. Pro v²echny

t°i druhy sou°adnic platí, ºe p°evedou perturbaci a mocninnou transformaci na

klasický sou£et a násobení vektoru skalárem:

clr(x⊕ y) = clr(x) + clr(y), clr(λ� x) = λ · clr(x),

ilr(x⊕ y) = ilr(x) + ilr(y), ilr(λ� x) = λ · ilr(x),

alr(x⊕ y) = alr(x) + alr(y) alr(λ� x) = λ · alr(x).

Clr a ilr sou°adnice jsou izometrické, tzn. ºe zachovávají skalární sou£in. Alr

sou°adnice tuto vlastnost nemají, tudíº nemohou být pouºity v p°ípad¥, který za-

hrnuje vzdálenosti, úhly nebo tvary, protoºe je deformuje. Nevýhodou clr sou°ad-

nic je, ºe vedou k singulární varian£ní matici. Pokud bychom pot°ebovali inverzní

matici, museli bychom pouºít obecn¥j²í Moore-Penroseovu inverzní matici. Na

druhou stranu jsou clr sou°adnice snáze interpretovateln¥j²í neº ilr sou°adnice,
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u kterých musíme pro dobrou interpretaci vhodn¥ zvolit ortonormální bázi, k £e-

muº je t°eba znát podstatu zkoumaného problému.

P°i analýze kompozi£ních dat tedy nejprve spo£teme nové sou°adnice kompo-

zice a dále jiº s nimi pracujeme tak, jako by se jednalo o b¥ºná data. Pouºijeme

standardní statistické metody, protoºe sou°adnice kompozic jsou reálné neome-

zené hodnoty, je obvykle pouze zapot°ebí p°ihlédnout k interpretaci pouºitých

sou°adnic. U n¥kterých statistických metod se navíc ukazuje [3], ºe výsledky ne-

závisí na volb¥ báze, kterou pouºijeme k výpo£tu sou°adnic.
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2 Analýza kompozi£ních dat v R

Základní literaturou pro psaní druhé kapitoly byly knihy [3], [7] a £lánek [6].

Budeme zde jiº více pracovat s konkrétními daty, která byla vybrána z webo-

vých stránek Eurostatu. Jedná se o datový soubor household [8], který jsme jiº

p°edstavili v p°edchozí kapitole, a soubor satisfaction [9]. Kompletní datové

soubory nalezneme v p°ílohách (strana 54 a 55). První ²estisloºkovou kompozici

obsahující rozd¥lení domácností ve vybraných státech Evropy podle po£tu do-

sp¥lých a d¥tí v domácnosti jiº známe. Druhá trojsloºková kompozice popisuje

spokojenost se ºivotem v n¥kterých evropských státech. Spokojenost byla bodo-

vána na ²kále od 0 do 10 a rozd¥lena do t°í kategorií na malou (0�5 bod·), st°ední

(6�8 bod·) a velkou (9�10 bod·). V softwaru R jsme sloºky ozna£ili jako Low,

Medium a High. Pro názornost zobrazíme první t°i kompozice souboru dat:

Stát Malá St°ední Velká
Belgie 9,2 69,9 20,9
Bulharsko 64,2 29,8 5,9
�R 25,4 53,3 21,3

V²echny kompozice byly upraveny pomocí operace uzáv¥ru na celkový sou£et

100 (viz 1.3.1). Jsou tedy vyjád°eny v procentech pro jednotlivé sloºky.

2.1 Základní gra�cké zobrazení

Existuje n¥kolik zp·sob·, jak zobrazit kompozice. Nej£ast¥ji pouºíváme ter-

nární diagram pro trojsloºkové kompozice, bodový graf logaritm· podíl· n¥kolika

sloºek nebo skupinu sloupcových £i kolá£ových graf·.

2.1.1 Ternární diagram

Ternárním diagramem zobrazujeme uzav°ené trojsloºkové kompozice (resp.

podkompozice). Kdybychom cht¥li zobrazit takovou kompozici v trojrozm¥rném

bodovém grafu, vºdy by leºela v trojúhelníku s vrcholy (1, 0, 0), (0, 1, 0) a (0, 0, 1).
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Ternárním diagramem je práv¥ tento trojúhelník s vrcholy ozna£enými názvem

osy, na které leºí (viz obrázek 2.1). Body leºí práv¥ ve zmín¥ném trojúhelníku

proto, ºe uzav°ená trojsloºková kompozice má dva stupn¥ volnosti.

Obrázek 2.1: Ternární diagram kompozi£ních dat satisfaction umíst¥ný v troj-
rozm¥rném prostoru

Obrázek 2.2: Zobrazení kompozice [A,B,C] = [0, 1; 0, 4; 0, 5] v ternárním dia-
gramu její interpretace (p°evzato z [3])

P°i interpretaci vyuºijeme vlastnosti, ºe úse£ky spojující libovolný bod upro-

st°ed trojúhelníku kolmo se t°emi stranami mají v sou£tu vºdy stejnou délku.

Délky jednotlivých £ástí znázor¬ují podíly sloºek kompozice na celku (stejn¥ jako

vidíme na obrázku 2.2).
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Obrázek 2.3: Dal²í interpretace kompozice [A,B,C] = [0, 1; 0, 4; 0, 5] v ternárním
diagramu (p°evzato z [3])

Dal²í moºností je vytvo°it sou°adnicové osy z jednotlivých stran trojúhelníku.

Chceme-li vy£íst n¥kterou ze sloºek kompozice [A,B,C], zobrazíme daný bod na

p°íslu²nou osu tak, ºe ho posuneme podle p°edchozí osy (p°i zobrazování na osu

B posunujeme podle osy A apod., viz obrázek 2.3).

Pro vykreslení ternárního diagramu kompozice x zadáme plot(x), kde x je

t°ídy acomp, pop°. rcomp. Pro p°idání kompozic do jiº existujícího ternárního

diagramu nastavíme parametr add na TRUE: plot(x, add=TRUE).

Ternární diagram kompozi£ních dat satisfaction z pravé £ásti obrázku 2.1

získáme takto:

> satisfaction=acomp(satisfaction)

> plot(satisfaction)

V prvním kroku p°evedeme kompozice na t°ídu acomp a poté ji vykreslíme

v ternárním diagramu. Nyní podle n¥j ur£íme, v jaké £ásti Evropy jsou lidé nej-

spokojen¥j²í. Tuto informaci pak m·ºeme vyuºít p°i rozhodování, kam vyrazit za

prací. Rozd¥líme si státy na £ty°i skupiny podle sv¥tových stran, v R si p°íslu²né

°ádky p°i°adíme do prom¥nných north, south, east a west:
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Sever Jih Východ Západ
north south east west
Dánsko Chorvatsko Bulharsko Belgie
Island Itálie �R Francie
Estonsko Kypr Ma¤arsko Irsko
Finsko Malta Polsko Lucembursko
Litva Portugalsko Rumunsko N¥mecko
Loty²sko �ecko Slovensko Nizozemsko
Norsko Slovinsko Rakousko
�védsko Srbsko �výcarsko

�pan¥lsko VB

Vyzna£íme si jednotlivé £ásti v ternárním diagramu barevn¥ (obrázek 2.4),

£ehoº dosáhneme pomocí následujícího kódu.

Obrázek 2.4: Spokojenost se ºivotem v r·zných £ástech Evropy

> plot(north, col="#0099ff", pch=16)

# Graf kompozic north, barva modrá (col), zna£ka puntík (pch)

> par(new=TRUE) # P°idání dal²ích kompozic do grafu

> plot(south, col="#ff9900", pch=16)

> par(new=TRUE)
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> plot(east, col="#ff3333", pch=16)

> par(new=TRUE)

> plot(west, col="#009933", pch=16)

> legend("topleft", # Umíst¥ní legendy

c("Sever","Jih","Východ","Západ"), # Poloºky legendy

pch=16,col=c("#0099ff","#ff9900","#ff3333","#009933"))

Dále si vytvo°íme matici ternárních diagram· pro jednotlivé £ásti Evropy (ob-

rázek 2.5). Matici zade�nujeme p°íkazem par(mfrow=c(2, 2)), potom postupn¥

zadáváme ternární diagramy £ástí Evropy. Nap°. pro severní Evropu pí²eme:

> plot(north, title(main = "Sever"))

Obrázek 2.5: Spokojenost se ºivotem v r·zných £ástech Evropy

Jiº na první pohled vidíme, ºe jsou lidé spokojen¥j²í v západní a severní Ev-

rop¥. U severu si navíc m·ºeme v²imnout, ºe jsou zde 2 skupiny. První skupinou
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jsou Norsko, �védsko, Finsko, Dánsko a Island, u kterých hodnoty pat°í k nejlep-

²ím mezi v²emi státy. Druhou skupinu tvo°í Estonsko, Loty²sko a Litva, bývalí

£lenové SSSR, které bychom podle hodnot za°adili spí²e mezi východní Evropu,

a£koliv bývají spojovány s Evropou severní.

2.1.2 Tetraedr

Obdobou ternárního diagramu pro £ty°i sloºky je pravidelný £ty°st¥n (tetra-

edr). V R ho zobrazíme s pomocí knihovny �rgl� (a samoz°ejm¥ i knihovny

�compositions�) tímto p°íkazem:

> plot3D(acomp(household),

cex=3.5,col="darkblue", # Velikost a barva bod·

lwd=4, axis.col="black") # �í°ka a barva os

Obrázek 2.6: Zobrazení £ty°sloºkové podkompozice vybrané z datového souboru
household

Graf se otev°e v interaktivním prost°edí, které jím umoº¬uje otá£et. Jelikoº

se jedná o graf pro £ty°i sloºky, automaticky se vybraly první £ty°i. Výb¥r sloºek

m·ºeme nastavit pomocí parametru parts. P°i pohledu na obrázek 2.6 v²ak mu-

síme p°ipustit, ºe je tetraedr oproti ternárnímu diagramu nep°ehledný. Nezískáme

z n¥j bliº²í p°edstavu o datech.
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2.1.3 Bodový logpodílový graf

Pouºití klasického bodového (nebo také korela£ního) grafu, který vyjad°uje

závislost mezi dv¥ma prom¥nnými, není pro kompozi£ní data vhodné. Tento graf

totiº nespl¬uje základní principy pro nakládání s kompozi£ními daty (invarianci

v·£i zm¥n¥ m¥°ítka, perturbaci a podkompozi£ní soudrºnost). Proto se sezná-

míme s bodovým grafem logaritmu podílu dvou sloºek proti logaritmu podílu

dal²ích dvou (jiných) sloºek. Taková reprezentace spl¬uje hlavní principy práce

s kompozicemi a nezávisí na konkrétním m¥°ítku v n¥mº byla kompozi£ní data

vyjád°ena. Navíc ji lze povaºovat (po normalizaci 1/
√

2) za graf dvou ortonor-

málních sou°adnic. N¥kdy volíme do jmenovatele zlomk· stejnou sloºku, pak se

jedná o bodový graf alr sou°adnic (podkapitola 1.5.3).

Pro vytvo°ení konkrétního bodového logpodílového grafu vyuºijeme datový

soubor household. Do grafu 2.7 vykreslíme pomocí funkce plot logaritmus po-

dílu sloºek Single_no a Couple_yes v závislosti na logaritmu podílu sloºek

Couple_no a Couple_yes.

Obrázek 2.7: Logpodílový graf sloºek z datového souboru household

30



Je t°eba zadat:

> Single_no = household[,"Single_no"] # Ozna£ení prom¥nných

> Couple_yes = household[,"Couple_yes"]

> Couple_no = household[,"Couple_no"]

> plot(log(Single_no/Couple_yes)~log(Couple_no/Couple_yes))

Z grafu 2.7 je z°ejmé, ºe podíl bezd¥tných jedinc· ºijících o samot¥ ku pár·m

s d¥tmi souvisí s p°íslu²ným podílem s bezd¥tnými páry v daném stát¥.

2.1.4 Sloupcové a kolá£ové grafy

Dal²í moºností pro zobrazení kompozic je sloupcový graf, coº si názorn¥ uká-

ºeme na datovém souboru satisfaction. Kaºdý stát je reprezentován jedním

sloupe£kem, který se skládá ze t°í £ástí, jejichº velikosti jsou dány podílem da-

ných sloºek na celku (který je roven 1, nebo´ jsme pouºili p°íkaz acomp()). Graf

z obrázku 2.8 vytvo°íme p°íkazem barplot :

> barplot(acomp(satisfaction), # Datový soubor

col=c("#0000ff","#1a75ff","#cce0ff"), # Barvy

las=2, # Umíst¥ní popisk· os

cex.names=0.75, # Velikost popisk· osy x

xlim=c(0,35), # �í°ka osy x

legend.text=c("Low", "Medium", "High"), # Legenda

args.legend=list(cex=0.75)) # Velikost legendy

Jednotlivé kompozice m·ºeme znázornit také kolá£ovým grafem. Kolá£ové

grafy ale nejsou doporu£eny pro kompozice o více neº dvou sloºkách, nebo´ lidské

oko ²patn¥ porovnává úhly v t¥chto grafech. Zkusíme si zobrazit kolá£ový graf

pro �eskou republiku týkající se spokojenosti se ºivotem (obrázek 2.9), k £emuº

uºijeme p°íkaz pie().

> pie(acomp(satisfaction["�R",]), # Výb¥r kompozice �R

main="Spokojenost se ºivotem v �R", # Nadpis

col=c("#0000ff","#1a75ff","#cce0ff") # Barvy
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Obrázek 2.8: Sloupcový graf datového souboru satisfaction
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Obrázek 2.9: Kolá£ový graf spokojenosti se ºivotem v �eské republice

2.2 Popisná statistika

V klasických aplikacích provádíme popisnou analýzu vícerozm¥rných dat jako

jednorozm¥rný nebo dvourozm¥rný popis marginálních prom¥nných. Sloºky kom-

pozi£ních dat jsou ale mezi sebou svázány, tudíº musíme nejd°íve kompozici vyjá-

d°it v sou°adnicích. Dále pak provádíme klasickou jednorozm¥rnou analýzu jed-

notlivých sou°adnic.

2.2.1 Centrum

Aitchison [1] upozornil, ºe smysluplné charakteristiky polohy, variability a ko-

variance by m¥ly spl¬ovat n¥které vlastnosti:

1. Posunutím datového souboru (perturbací konstantní kompozicí) by se ne-

m¥la zm¥nit variabilita nebo kovariance mezi sloºkami. M¥lo by dojít pouze

k posunutí centra distribuce.

2. Pokud u datového souboru zm¥níme m¥°ítko (u kompozic pomocí operace

mocninná transformace), tak jeho centrum získáme rovn¥º jen stejnou zm¥-
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nou m¥°ítka. Zatímco u variability a kovariance se zm¥na m¥°ítka projeví

v druhé mocnin¥.

De�nice 2.1 Centrem nebo také kompozi£ním pr·m¥rem datového souboru X

o N pozorováních a D sloºkách je kompozice

x =
1

N
�

N⊕
n=1

xn = clr−1

(
1

N

N∑
n=1

clr(xn)

)
= C

[
exp

(
1

N

N∑
n=1

ln(xn)

)]
,

kde xn je n-té pozorování, v n-tém °ádku X.

Centrum spo£teme p°íkazem mean(x), p°i£emº x je t°ídy acomp. Zkusme spo-

£ítat centrum kompozi£ních dat satisfaction:

> satisfaction = acomp(satisfaction)

> mean(satisfaction)

Low Medium High
0.2106 0.5683 0.2211

attr(,"class")

[1] acomp

Vidíme, ºe pr·m¥rná evropská zem¥ má n¥co málo p°es polovinu st°edn¥ spo-

kojených lidí. Kolem dvacítky se pohybuje procento málo a velmi spokojených

lidí.

P°i analýze reálných vícerozm¥rných dat je typické centrovat data ode£tením

jejich pr·m¥ru. U kompozi£ních dat to provedeme pomocí perturbace inverzí

centra, tj. X∗ = X 	 x.

> mean(satisfaction-mean(satisfaction))

Low Medium High
0.3333 0.3333 0.3333

attr(,"class")

[1] acomp

Pr·m¥rem centrovaného datového souboru je neutrální prvek simplexu 1, vek-

tor stejných hodnot pro kaºdou sloºku.
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2.2.2 Metrický rozptyl a sm¥rodatná odchylka

Existují nejr·zn¥j²í charakteristiky variability pro kompozi£ní data. Jako míru

celkové variability souboru m·ºeme pouºít nap°. metrický rozptyl (také známý

jako celkový rozptyl):

mvar(X) =
1

N − 1

N∑
n=1

d2A(xn,x),

tj. pr·m¥rný £tverec vzdálenosti od centra, s upravenými stupni volnosti stejn¥

jako u konven£ního rozptylu. Celkový rozptyl získáme p°íkazem mvar(x), kde x

je t°ídy acomp.

Celkový rozptyl datového souboru satisfaction je:

> mvar(satisfaction)

[1] 0.6550

Pro kvantitativní interpretaci výsledk· je lep²í si je²t¥ spo£ítat metrickou

sm¥rodatnou odchylku, nebo´ je vyjád°ena ve stejných jednotkách jako sledovaná

data:

msd(X) =

√
1

D − 1
mvar(X).

> msd(satisfaction)

[1] 0.5723

Výsledku rozumíme jako ur£ité pr·m¥rné variabilit¥ dat. Kdybychom m¥li

k dispozici více datových soubor·, mohli bychom pomocí hodnoty metrické sm¥-

rodatné odchylky porovnávat jejich variabilitu.

Na základ¥ podkompozi£ní soudrºnosti nesmí být metrický rozptyl podkom-

pozice v¥t²í neº je u kompozice p·vodní, ze které byla podkompozice vybrána.

2.2.3 Varia£ní a varian£ní matice

Metrický rozptyl nedává ºádnou informaci o vztazích mezi sloºkami. Nem·-

ºeme ale pouºít klasickou kovarianci (pop°. korelaci) kv·li problému tzv. fale²né

korelace (viz podkapitola 1.1). Proto de�nujeme varia£ní matici:
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De�nice 2.2 Varia£ní maticí (náhodné) kompozice x = [x1, . . . , xD] z SD na-

zveme matici D2 prvk·, de�novaných jako

τij = var
(

ln
xi
xj

)
a odhadovaných z výb¥ru kompozice x = [xn1, . . . , xnD], n = 1, . . . , N hodnotou

τ̂ij =

[
1

N − 1

N∑
n=1

ln2 xni
xnj

]
− ln2 xi

xj
,

kde N je po£et pozorování.

Odhad varia£ní matice datového souboru x dostaneme p°íkazem variation(x).

Jedná se o symetrickou matici, nebo´ ln (a/b) = − ln (b/a) a var(−c) = var(c) pro

kladná reálná £ísla a, b a náhodnou veli£inu c. Malé τij znamená malý rozptyl

ln (xi/xj), a tedy i t¥snou závislost (proporcionalitu) mezi xi a xj. �ím více se

blíºí hodnota nule, tím t¥sn¥j²í je závislost mezi danými sloºkami. Aitchison [2]

navrhuje transformovat varia£ní matici:

ρij = exp (−τ 2ij/2),

hodnoty se pak mají interpretovat jako korela£ní koe�cient, tzn. ºe hodnoty se

budou pohybovat na intervalu 〈0, 1〉. Charakteristika ale na rozdíl od korela£ního

koe�cientu nevyjad°uje míru t¥snosti lineárního vztahu mezi sloºkami [5], nýbrº,

jak jiº bylo zmín¥no, jejich proporcionalitu.

Podívejme se na varia£ní matici datového souboru satisfaction.

> variation(satisfaction)

Low Medium High
Low 0.000 0.566 1.201
Medium 0.566 0.000 0.198
High 1.201 0.198 0.000

Nejv¥t²í variabilitu m·ºeme spat°it mezi sloºkami Low a High, tedy mezi vel-

kou a malou spokojeností. Je to z°ejm¥ zp·sobeno rozdíly mezi vysp¥lými a roz-

vojov¥j²ími zem¥mi. Dále pak zkusme pouºít zmín¥nou transformaci na varia£ní

matici souboru household:

36



> variation_household = variation(household)

> exp(-variation_household�2/2)

Single_yes Single_no Couple_yes Couple_no Other_yes Other_no

Single_yes 1.000 0.982 0.974 0.978 0.690 0.736

Single_no 0.982 1.000 0.986 0.997 0.705 0.784

Couple_yes 0.974 0.986 1.000 0.998 0.927 0.947

Couple_no 0.978 0.997 0.998 1.000 0.841 0.897

Other_yes 0.690 0.705 0.927 0.841 1.000 0.997

Other_no 0.736 0.784 0.947 0.897 0.997 1.000

Tentokrát znamená t¥snou závislost xi a xj hodnota, která se blíºí 1. Vidíme,

ºe variabilita se projevuje spí²e mezi jednotlivými formami vztah·, neº mezi
tím, jestli má domácnost d¥ti. Disperze se pak ukazuje zvlá²t¥ v podílech mezi
typem souºití Other a zbývajícími typy. Proto se zamyslíme, jaké typy domácností
sem m·ºou pat°it, nebo´ skupina �Ostatní� je dosti nekonkrétní. Jako p°íklad si
m·ºeme uvést domácnosti, ve kterých spolu bydlí 3 generace dohromady, nebo
skupinu alespo¬ 2 dosp¥lých lidí, kte°í sdílejí domácnost, ale netvo°í pár.

Dal²í moºností je gra�cké zobrazení variability dat v podob¥ matice box-
plot· pro jednotlivé logaritmy podíl· sloºek. Sta£í zadat boxplot(x), kde x je

t°ídy acomp. Na obrázku 2.10 se m·ºeme podívat na boxploty pro datový soubor
satisfaction.

Varia£ní matice se velmi dob°e interpretuje, n¥kdy se ale pot°ebujeme více p°i-
blíºit klasickému popisu variability v podob¥ varian£ní matice. Pro takové p°ípady
zavedeme clr varian£ní matici, coº je varian£ní matice clr sou°adnic kompozice.
V R ji získáme pomocí funkce var aplikované na clr sou°adnice. Prvky varian£ní

matice Σ̂ij kompozice x = [x1, . . . , xD] z SD tedy de�nujeme jako

Σ̂ij = cov(clri(x), clrj(x)) =

[
1

N

N∑
n=1

ln
xni
g(xn)

· ln xnj
g(xn)

]
− ln

x̄i
g(x̄)

· ln x̄j
g(x̄)

,

kde funkce g zna£í geometrický pr·m¥r, x̄ = [x̄1, · · · , x̄D] je centrum (de�nice 2.1)

a N ozna£uje po£et pozorování. Protoºe sloºky clr sou°adnic dávají sou£et 0, tak
také jednotlivé °ádky a sloupce varian£ní matice mají sou£et 0. Kaºdý prvek ma-

tice zahrnuje ve svém výpo£tu v²echny sloºky kompozice (nebo´ sou£ástí vztah·

pro clr sou°adnice je i g(x)). Varia£ní matice slouºí pouze jako matematický ná-

stroj. Nem·ºe být p°ímo interpretována nebo p°epo£tena na korela£ní matici,

kv·li negativnímu vychýlení (viz podkapitola 1.1).
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Obrázek 2.10: Boxploty logaritm· podíl· mezi sloºkami datového souboru
satisfaction

2.2.4 Standardizace

�asto v aplikacích provádíme standardizaci dat tím, ºe od nich ode£teme pr·-

m¥r a poté je vyd¥líme sm¥rodatnou odchylkou. �iníme tak, abychom získali
bezrozm¥rné veli£iny, které m·ºeme srovnávat mezi sebou i mezi r·znými dato-
vými soubory. Je z°ejmé, ºe u kompozi£ních dat by tento postup nem¥l smysl. Za
prvé jsou kompozi£ní data p°irozen¥ bezrozm¥rná. Za druhé bychom ode£tením
pr·m¥ru mohli dostat záporné hodnoty, a tím ztratit základní interpretaci kom-
pozi£ních dat. Proto místo sou£tu vektor· a násobení vektoru skalárem pouºijeme
op¥t perturbaci a mocninnou transformaci:

Z =
1√

mvar(X)
� (X 	 x̄).
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V R kompozici x standardizujeme p°íkazem:
> scale(x, center = TRUE, scale = TRUE).
Nej£ast¥ji je nutné standardizovat data, pokud jsou koncentrována na kraji

nebo v rohu ternárního diagramu. Dostaneme pak lep²í gra�ckou p°edstavu o da-

tech. Jako p°íklad jsme standardizovali datový soubor satisfaction (obrázek 2.11).

Obrázek 2.11: Datový soubor satisfaction po standardizaci (vlevo) a p°ed stan-
dardizací (vpravo)

2.2.5 Oblast spolehlivosti a predik£ní oblast

Nyní si zobrazíme centrum a disperzi dat gra�cky. Centrum x t°ídy acomp p°i-

dáme do ternárního diagramu p°íkazem plot(x, add=TRUE). Variabilitu znázor-

níme pomocí funkce ellipses(mean, var, r), kde za var volíme clr varian£ní

matici. Elipsa m·ºe odpovídat oblasti spolehlivosti pro centrum se spolehlivostí
p = 1− α, pokud zvolíme polom¥r r = r1 podle Fisherova F rozd¥lení o D − 1

a N −D + 1 stupních volnosti:

r1 =

√
D − 1

N −D + 1
·Fp(D − 1, N −D + 1).

Platí to ale pouze tehdy, pokud data mají normální rozd¥lení na simplexu

(tzn. normální rozd¥lení v libovolných logpodílových sou°adnicích) nebo pokud

je po£et pozorování N vysoký (pak se totiº uplatní centrální limitní v¥ta). Dále

zkonstruujeme predik£ní oblast se spolehlivostí p = 1 − α za p°edpokladu, ºe
data se °ídí normálním rozd¥lením na simplexu se známou clr varian£ní maticí
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(v praxi ov²em p°esto typicky ur£enou p°ímo z dat). Potom má elipsa polom¥r

r2 daný χ2 rozd¥lením o D − 1 stupních volnosti:

r2 =
√
χ2
p(D − 1).

Obvykle volíme α = 0,05, tedy konstruujeme oblasti se spolehlivostí 95 %. Na-
konec je²t¥ demonstrujeme konstrukci oblastí na datovém souboru satisfaction.

Nejprve v²ak otestujeme normalitu, abychom splnili p°edpoklady pro ob¥ ob-
lasti. Budeme testovat nulovou hypotézu, ºe se datový soubor °ídí normálním roz-
d¥lením na simplexu. Jak jiº bylo zmín¥no d°íve, to je ekvivalentní s hypotézou, ºe
se datový soubor vyjád°ený v logpodílových sou°adnicích °ídí mnohorozm¥rným
normálním rozd¥lením. Narazíme v²ak na problém, ºe neexistuje ucelený test nor-
mality pro vícerozm¥rná data. Jsme vºdy schopni normalitu ov¥°it jen v n¥kterých

sm¥rech. �asto proto bereme vícerozm¥rná data za �dostate£n¥ normální� , po-
kud spl¬ují testy normality pro jednotlivé marginální prom¥nné. U kompozic ale

musíme uvaºovat alespo¬ dvojici (p·vodních) prom¥nných, protoºe samostatná

prom¥nná nemá z podstaty kompozi£ních dat smysl.
Testujme tedy normalitu logaritm· podíl· jednotlivých sloºek. Jednodu²e

toho dosáhneme voláním funkce qqnorm.acomp(X, alpha) (kde X je kompozi£ní

soubor dat t°ídy acomp), která vykreslí Q-Q graf pro logaritmy podíl· jednot-

livých dvojic sloºek. Q-Q graf porovnává teoretické kvantily normálního rozd¥-
lení se skute£nými kvantily z dat. Jestliºe výsledné body mají alespo¬ p°ibliºn¥
lineární trend, povaºujeme rozd¥lení dat za dob°e aproximovatelné normálním
rozd¥lením. Pokud zadáme za nepovinný parametr alpha hladinu významnosti,

provede se i Shapir·v-Wilk·v test normality pro jednotlivé logaritmy podíl· na

hladin¥ významnosti alpha vyd¥lené £íslem D(D − 1)/2 (coº je tzv. Bonferro-

niho korekce). Zamítnutí nulové hypotézy je vyzna£eno £erveným vyk°i£níkem

nad Q-Q grafem.
Pro datový soubor satisfaction vidíme Q-Q grafy na obrázku 2.12, za pa-

rametr alpha jsme zvolili hodnotu 0,05. Protoºe v celé matici graf· není ºádný

£ervený vyk°i£ník, nulové hypotézy o normalit¥ logaritm· podíl· jednotlivých
sloºek nem·ºeme zamítnout. Do následující tabulky si je²t¥ zobrazíme p-hodnoty

z Shapirova-Wilkova testu pro jednotlivé prom¥nné (tedy pro logaritmy podíl·

p°íslu²ných sloºek). Protoºe ºádná z nulových hypotéz nebyla zamítnuta, jsou

p-hodnoty v¥t²í neº daná hladina významnosti.
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Low 0, 8523 0, 3429
0, 8523 Medium 0, 2164
0, 3429 0, 2164 High

Tabulka p-hodnot z Shapirova-Wilkova testu pro logaritmy podíl· jednotlivých
sloºek

Obrázek 2.12: Q-Q graf pro datový soubor satisfaction s provedením
Shapirova-Wilkova testu na hladin¥ významnosti α = 0,05/3

Nyní uº m·ºeme p°ejít k samotné konstrukci oblastí. Obrázek 2.13 se zobra-
zením ²edé oblasti spolehlivosti a £ervené predik£ní oblasti získáme následujícím
kódem:

> satisfaction = acomp(satisfaction) # T°ída acomp

> mn = mean(satisfaction) # Centrum

> vr = var(satisfaction) # Clr varian£ní matice

> df1 = ncol(satisfaction)-1 # Stupn¥ volnosti

> df2 = nrow(satisfaction)-ncol(satisfaction)+1

> r1 = sqrt( qf(p=0.95, df1,df2)*df1/df2 ) # r1 podle vzorce

> r2 = sqrt( qchisq(p=0.95, df=df1) ) # r2 podle vzorce

> plot(satisfaction) # Ternární diagram

> plot(mn, pch=19,add=TRUE) # Centrum jako plná te£ka

> ellipses(mean=mn,var=vr,r=r1,col="gray",lwd=2) # 1. elipsa
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Obrázek 2.13: 95% oblast spolehlivosti (²ed¥) pro centrum (plný puntík) a 95 %
predik£ní oblast pro celý statistický soubor (£erven¥) v ternárním diagramu

> ellipses(mean=mn,var=vr,r=r2,col="red",lwd=2) # 2. elipsa

2.2.6 Marginály

Jelikoº nejsme schopni vid¥t více neº t°i dimenze, vyskytla se otázka, jak
zobrazit vícesloºkové kompozice. U b¥ºných dat se situace °e²í maticí bodových

graf· pro kaºdou dvojici prom¥nných. Nicmén¥ jsme jiº zmínili (viz podkapitola

2.1.3), ºe pouºití standardního bodového grafu pro kompozi£ní data není vhodné.

�e²ením je tedy matice ternárních diagram· zahrnujících vºdy dvojici prom¥n-
ných podle daného °ádku a sloupce. Chybí ale t°etí prom¥nná, kterou je t°eba
dode�novat, budeme ji nazývat marginálem. Matici ternárních diagram· kompo-
zi£ního datového souboru x zobrazíme p°íkazem plot(x) a marginál de�nujeme

nepovinným parametrem margin. P°i nastavování tohoto parametru máme t°i
moºnosti:

1. margin = "acomp" po£ítá t°etí sloºku jako geometrický pr·m¥r v²ech slo-

ºek krom¥ daných dvou, které jsou ur£eny °ádkem a sloupcem matice. Jedná
se o implicitní hodnotu.

2. margin = "rcomp" po£ítá t°etí sloºku jako amalgamaci v²ech sloºek krom¥

daných dvou, které jsou ur£eny °ádkem a sloupcem matice.
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3. Poslední moºností je poloºit �xn¥ parametr margin roven jedné ze sloºek

kompozice. Matice pak bude mít D − 1 °ádk· a sloupc·.

Výhodou první moºnosti, kterou dostaneme i bez speci�kace parametru, je její
konzistence s Aitchisonovou geometrií na simplexu. M·ºeme proto do grafu p°idat

dal²í informace (jako nap°íklad centrum £i oblast spolehlivosti). Je t°eba dbát

opatrnosti p°i pouºití amalgamace, nebo´ je nelineární operací v Aitchisonov¥
geometrii a poru²uje principy kompozi£ní analýzy dat.

Lep²í p°edstavu o tom, jak matice ternárních diagram· vypadá, si ud¥láme
p°i pohledu na obrázek 2.14 pro datový soubor household. Kv·li velikosti matice
jsme pro ozna£ení typ· domácností v prom¥nných pouºili pouze po£áte£ní pís-

mena (tj. S jako Single, C jako Couple a O jako Other). Zvolili jsme implicitní

hodnotu parametru margin, proto jsme si mohli dovolit zobrazit i oblast spolehli-

vosti pro centrum a predik£ní oblast pro v²echna data. Normalitu dat jsme ov¥°ili
podobn¥ jako v podkapitole 2.2.5.

Matice je rozsáhlá, zam¥°íme se tedy na n¥které detaily. Op¥t vidíme ma-

lou variabilitu (silnou proporcionalitu) mezi sloºkami C_yes a C_no (p°íp. S_yes

a S_no), coº znamená, ºe nejsou z hlediska podíl· mezi sloºkami rozdíly v tom,

jestli mají jednotlivé typy domácností d¥ti £i ne. P°i pohledu na protáhlý tvar
elipsy mezi sloºkami S_no a C_yes vidíme, ºe existují rozdíly mezi tradi£ními státy

(up°ednost¬ujícími ºivot v rodin¥ s d¥tmi) a státy ovlivn¥nými novým trendem

ºivota �single� , kdy £lov¥k dává p°ednost karié°e p°ed rodinným ºivotem. V¥t²í
variabilitu vidíme hlavn¥ v posledním sloupci matice, poj¤me se tedy blíºe podí-

vat na dva konkrétní ternární diagramy (obrázek 2.15), do kterých jsme si navíc

barevn¥ vyzna£ili jednotlivé oblasti Evropy.
Z obrázku 2.15 je z°ejmé, ºe lidé na jihu Evropy dávají p°ednost bydlení

ve spole£ných domácnostech (více generací nebo více nep°íbuzných lidí v jedné

domácnosti). Opa£ným pólem jsou seve°ané, kte°í tyto typy bydlení vyhledávají

mnohem mén¥ a nejvíce ze v²ech skupin preferují bydlení o samot¥ bez d¥tí (typ

Single_no).
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Obrázek 2.15: Vybrané ternární diagramy z matice na obrázku 2.14 s barevným
vyzna£ením oblastí Evropy

2.2.7 Bilance a CoDa-dendrogram

V podkapitole 1.5.3 jsme u ilr sou°adnic zmínili, ºe lze vybrat ortonormální
bázi tak, aby byly sou°adnice dob°e interpretovatelné. K tomu pouºíváme postup

nazývaný postupné binární d¥lení (PBD) a získáme p°i n¥m D − 1 sou°adnic

ozna£ovaných jako bilance (neboli rovnováhy). Nyní si ukáºeme, jak se PBD pro-

vede. Na za£átku uvaºujeme v²echny sloºky kompozice a rozd¥líme je do dvou
skupin. Poté vezmeme jednu z t¥chto skupin a op¥t ji rozd¥líme na dv¥ pod-
skupiny. Tento postup aplikujeme rekurzivn¥, dokud neobsahují v²echny skupiny
jen jedinou sloºku. Abychom získali dob°e interpretovatelné sou°adnice, je t°eba
sloºky d¥lit do skupin podle jejich vzájemné p°íbuznosti a spole£ných vlastností.
K správnému ur£ení d¥lícího kritéria je t°eba mít jistou zku²enost a znalost stu-
dovaného problému. Zkusme sestavit bilance pro datový soubor household.

Ozna£ení prom¥nných je moºné si p°ipomenout v p°íloze na stran¥ 54. Pro
jednoduchost budeme v této kapitole pouºívat ozna£ení sloºek kompozice x1 aº x6.

Nejprve rozd¥líme sloºky na skupinu ostatní (sloºky x5 a x6) a zbytek necháme

v druhé skupin¥. Poté rozd¥líme v¥t²í skupinu na jednotlivce (sloºky x1 a x2)

a páry (sloºky x3 a x4). Pokra£ujeme rozd¥lením skupiny ostatních na domácnosti

s d¥tmi a bez d¥tí. V posledních dvou krocích provedeme totéº pro jednotlivce
a páry. P°i kaºdém d¥lení jednu skupinu ozna£íme znaménkem +, druhou −.
Zapisujeme do tabulky:
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Sloºka
Bilance x1 x2 x3 x4 x5 x6

z1 + + + + − −
z2 + + − −
z3 + −
z4 + −
z5 + −

Bilance zi mezi dv¥ma skupinami sloºek ozna£enými + a − je míra celkové
relativní významnosti jedné skupiny oproti druhé. Získáme ji podle vztahu

zi =

√
rs

r + s
ln

(
∏

+ xj)
1/r

(
∏
− xk)

1/s
i = 1, · · · , D − 1,

kde r je po£et sloºek skupiny + a s je po£et sloºek skupiny −.
Pro sestavené PBD kompozic household vypadají bilance následovn¥:

z1 =
√

8
6

ln
4
√
x1x2x3x4√
x5x6

, z2 = ln
√
x1x2√
x3x4

, z3 = 1√
2

ln x5
x6
,

z4 = 1√
2

ln x1
x2
, z5 = 1√

2
ln x3

x4
.

Nástrojem pro zobrazení bilancí je CoDa-dendrogram, akronym CoDa zna£í
compositional data neboli kompozi£ní data. CoDa-dendrogram získáme zadáním
p°íkazu CoDaDendrogram = (X, signary), kde za X volíme datový soubor typu

acomp, za parametr signary pak dosadíme znaménkovou matici ur£enou po-

stupným binárním d¥lením. Vytvo°íme ji z tabulky znamének PBD, kdyº místo

znaménka + napí²eme 1, znaménko − nahradíme £íslem (−1) a prázdná místa

nulou. Navíc uvaºujeme sloupcové vektory. Pro vytvo°ené PBD kompozi£ních dat
household dostaneme tuto znaménkovou matici:

> Signary = t(matrix( c( 1, 1, 1, 1,-1,-1,

1, 1,-1,-1, 0, 0,

0, 0, 0, 0, 1,-1,

1,-1, 0, 0, 0, 0,

0, 0, 1,-1, 0, 0 ),

ncol=6,nrow=5,byrow=TRUE))

> CoDaDendrogram(X = household, signary = Signary)

P°íkazem CoDaDendrogram se vykreslí CoDa-dendrogram z obrázku 2.16. Graf

znázor¬uje hierarchii, jak jsou sloºky spojeny do skupin podle PBD. Vertikální
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Obrázek 2.16: Coda-dendrogram kompozic household daný bilancemi z1 aº z5

úse£ka spojující dvojici skupin p°edstavuje osu pro odpovídající bilanci. Impli-

citn¥ kaºdá osa zahrnuje interval (−4, 4), ale je moºno jej upravit zm¥nou hodnoty

parametru range. Pr·se£ík vertikální a horizontální osy p°edstavuje pr·m¥r bi-

lance. Variabilitu bilance zjistíme podle boxplotu umíst¥ného na vertikální ose.
Délka horizontální úse£ky vycházející z boxplotu ur£uje, jakou £ást z celkové va-
riability vysv¥tluje daná bilance. Podrobn¥j²í popis CoDa-dendrogramu najdeme

nap°íklad v [6]. Z obrázku 2.16 jasn¥ vidíme, ºe nejv¥t²í £ást variability vysv¥tluje

první bilance z1 mezi skupinou ostatních typ· domácností a zbytkem.
Dal²í moºností pro zobrazení bilancí je graf hodnot jedné konkrétní bilance pro

jednotlivé evropské státy. Tentokrát zvolíme jiné PBD a vykreslíme sloupcový graf
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pro bilanci b2 (obrázek 2.17), která vysv¥tluje míru celkové relativní významnosti

skupiny Single oproti skupin¥ Other:

b2 = ln

√
x1x2√
x5x6

Podle obrázku 2.17 m·ºeme evropské státy rozd¥lit na dv¥ skupiny. První sku-
pinou jsou státy severní a západní Evropy, které jsou nejvíce ovlivn¥ny trendem

ºivota �single� . Jedná se v nejv¥t²í mí°e o �védsko, Dánsko, Nizozemsko a Francii.
Na druhé stran¥ máme jiºní státy, státy více tradi£ní a k°es´anské, které prefe-
rují ºivot ve spole£ných domácnostech. Jako p°íklad m·ºeme uvést Makedonii,
Chorvatsko £i Maltu.

2.2.8 Shlukový dendrogram

Pokud není z°ejmé, jak rozd¥lit pozorování do skupin, m·ºeme pouºít shluko-
vou analýzu. Pomocí hierarchického shlukování jsou statistické jednotky postupn¥
spojovány do skupin podle vzájemné podobnosti. Postupujeme ve dvou krocích:

1. Získáme matici vzdáleností mezi objekty p°íkazem dist(X, method), kde
X je kompozi£ní datová matice obsahující po °ádcích jednotlivá pozorování
v clr sou°adnicích. Implicitní hodnotou parametru method je �euclidean�,
která po£ítá vzdálenost podle de�nice 1.7. K dispozici jsou i Minkowského,
Manhattanská a maximová metoda.

2. Aplikujeme shlukovací techniku. Na za£átku jsou prvky samostatn¥, poté
postupn¥ spojujeme vºdy dva nejbliº²í prvky do té doby, neº tvo°í jen jedi-
nou skupinu. Pouºijeme p°íkaz hclust(d, method), kde za první parametr
volíme výstup z p°edchozího bodu. Druhý pak ur£uje, jakým zp·sobem po-
£ítáme vzdálenost mezi skupinami:

• �complete� po£ítá maximální vzdálenost mezi prvky dvou skupin a je

implicitní hodnotou.

• �average� po£ítá pr·m¥rnou vzdálenost mezi prvky dvou skupin.

• �single� po£ítá minimální vzdálenost mezi prvky dvou skupin.

• �ward� po£ítá vzdálenost mezi váºenými pr·m¥ry dvou skupin.
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Obrázek 2.17: Hodnoty bilance b2 pro jednotlivé státy Evropy zobrazené sloup-
covým grafem
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Pro datový soubor household si shlukový dendrogram (obrázek 2.18) znázor-

níme takto:
> plot(hclust(dist(household)))

Op¥t vidíme podobné rozd¥lení jako u p°edchozího obrázku na tradi£ní státy

(zakrouºkovány mod°e) a státy s výskytem moderních spole£enských trend· (£er-

ven¥). Ostatní státy tvo°í p°echod mezi t¥mito skupinami.

2.3 Shrnutí výsledk· kompozi£ní analýzy

První datový soubor satisfaction vyjad°uje spokojenost obyvatel vybra-

ných evropských stát· se ºivotem. U pr·m¥rného evropského státu je 21 % ob-

£an· málo spokojených, 57 % st°edn¥ spokojených a 22 % velmi spokojených.

Nejv¥t²í variabilitu spat°ujeme mezi sloºkami Low a High (tedy malou a velkou

spokojeností). P°isuzujeme to rozdíl·m mezi vysp¥lými a rozvojov¥j²ími zem¥mi.

Nejspokojen¥j²í je populace severní a západní Evropy. Velmi pozitivn¥ sv·j ºi-
vot hodnotí lidé ze skandinávských zemí, Dánska a Islandu. Naopak ve východní
a jiºní Evrop¥ je obyvatelstvo spokojené mén¥. Nejh·° sv·j ºivot bodují Srbové,
Bulha°i, Ma¤a°i a Portugalci.

Druhý kompozi£ní datový soubor household £lení domácnosti evropských
zemí do ²esti kategorií podle po£tu d¥tí a dosp¥lých. Zji²´ujeme, ºe se variabilita
p°íli² neprojevuje mezi sloºkami li²ícími se pouze p°ítomností d¥tí. Naopak ji vi-

díme mezi sloºkami �ostatních� domácností (typ Other) a zbývajícími sloºkami.

Zatímco lidé na jihu Evropy mají nejv¥t²í podíl spole£ných domácností více ge-
nerací nebo nep°íbuzných lidí, tak v severní Evrop¥ vynikají v po£tu obyvatel

ºijících o samot¥ bez d¥tí (tzv. �single�). Trend ºivota �single� se projevuje rov-

n¥º v západní Evrop¥, nap°. v Nizozemsku £i N¥mecku. Stále ale existují i tradi£ní
státy preferující rodinný ºivot s d¥tmi. Sem m·ºeme za°adit kup°íkladu Makedo-
nii, Chorvatsko £i Maltu.
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Obrázek 2.18: Shlukový dendrogram pro datový soubor household
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Záv¥r

V bakalá°ské práci jsme se seznámili s knihovnou �compositions� softwaru R,
která slouºí ke zpracování kompozi£ních dat. Nejprve jsme uvedli problematiku
kompozi£ních dat a jejich geometrie. Nau£ili jsme se, jak správn¥ s kompozi£-
ními daty zacházet, tedy jak je p°evád¥t pomocí r·zných typ· logpodílových
sou°adnic na reálné vektory. Uvedli jsme, jaké knihovny jsou v sou£asné dob¥ pro
analýzu t¥chto speciálních dat k dispozici. Dále jsme se zam¥°ili na práci s knihov-
nou �compositions� , vyzkou²eli jsme n¥které její funkce na sociologických datech.
Ukázali jsme moºnosti gra�ckého znázorn¥ní kompozi£ních dat a p°edvedli jsme
interpretaci konkrétních dat. Nakonec jsme se v¥novali popisné statistice, mírám
polohy, variability i vzájemným vztah·m mezi sloºkami.

Zjistili jsme, ºe knihovna �compositions� p°edstavuje vhodný nástroj k ana-
lýze kompozi£ních dat. Pracuje se s ní pohodln¥ a rychle: díky n¥kolika krátkým
p°íkaz·m získáme o datech °adu informací a m·ºeme vyvozovat p°íslu²né záv¥ry.
Jelikoº pot°ebujeme kompozi£ní data zpracovávat v mnoha oborech, je nezbytné
je i nadále studovat a rozvíjet knihovny pro jejich analýzu.
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P°íloha A

Rozd¥lení typ· domácností ve státech Evropy podle po£tu d¥tí a dosp¥lých,
2014 (v % jednotlivých typ· domácností) [8]

Typ domácnosti Ozna£ení prom¥nné
x1 1 dosp¥lý s d¥tmi Single_yes
x2 1 dosp¥lý bez d¥tí Single_no
x3 Pár s d¥tmi Couple_yes
x4 Pár bez d¥tí Couple_no
x5 Ostatní typy domácností s d¥tmi Other_yes
x6 Ostatní typy domácností bez d¥tí Other_no

Stát x1 x2 x3 x4 x5 x6

Belgie 5,7 28,3 22,3 27,3 5,2 11,2
Bulharsko 2,8 26,5 17,4 25,5 8,5 19,2
�R 4,7 30,0 22,8 26,5 4,6 11,4
Dánsko 8,3 42,5 19,9 23,9 1,8 3,7
N¥mecko 3,8 40,3 15,2 28,7 3,1 8,9
Estonsko 6,8 35,6 21,5 21,4 5,1 9,6
Irsko 6,3 22,1 28,9 20,9 6,3 15,4
�ecko 1,8 30,2 21,1 24,2 4,7 18,0
�pan¥lsko 3,5 25,0 23,3 21,8 7,3 19,1
Francie 6,1 34,3 22,0 26,5 3,7 7,4
Chorvatsko 2,0 24,5 19,5 18,0 14,0 21,9
Itálie 2,8 33,1 21,5 19,7 6,0 16,9
Kypr 3,7 20,0 26,8 23,2 8,8 17,4
Loty²sko 5,7 32,2 16,2 17,7 10,0 18,3
Litva 6,6 36,2 17,6 18,0 7,1 14,5
Lucembursko 4,5 34,3 27,4 22,1 4,8 6,9
Ma¤arsko 4,1 32,7 18,7 21,3 6,9 16,3
Malta 3,2 19,0 23,8 21,3 9,8 22,9
Nizozemsko 4,3 36,5 21,8 29,4 2,9 5,2
Rakousko 3,0 37,0 17,2 23,9 5,7 13,1
Polsko 3,7 22,2 23,3 22,4 11,8 16,5
Portugalsko 4,3 20,9 23,9 23,8 8,4 18,7
Rumunsko 2,5 27,4 20,6 19,3 13,2 17,0
Slovinsko 2,7 32,8 22,2 20,4 6,6 15,2
Slovensko 3,4 21,8 22,8 20,9 11,2 19,8
Finsko 1,6 40,3 19,0 31,7 2,0 5,4
�védsko 6,3 47,9 19,5 22,2 1,7 2,5
VB 7,2 31,4 19,5 26,3 4,6 10,9
Makedonie 1,5 9,6 22,1 13,9 26,6 26,2
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P°íloha B

Spokojenost se ºivotem ve státech Evropy, 2013 (v %) [9]

Low Malá 0-5 bod·
Medium St°ední 6-8 bod·
High Velká 9-10 bod·

Stát Malá St°ední Velká
Belgie 9,2 69,9 20,9
Bulharsko 64,2 29,8 5,9
�R 25,4 53,3 21,3
Dánsko 10,6 46,6 42,7
N¥mecko 19,2 55,8 25,0
Estonsko 34,4 52,1 13,5
Irsko 16,7 52,7 30,6
�ecko 35,5 51,8 12,8
�pan¥lsko 23,2 58,4 18,4
Francie 19,1 64,8 16,1
Chorvatsko 35,4 49,5 15,0
Itálie 22,7 63,0 14,2
Kypr 37,0 48,8 14,2
Loty²sko 30,8 56,6 12,6
Litva 27,9 53,3 18,8
Lucembursko 14,8 59,5 25,7
Ma¤arsko 38,5 50,2 11,3
Malta 20,3 57,2 22,5
Nizozemsko 5,6 68,3 26,1
Rakousko 12,9 49,3 37,9
Polsko 19,9 50,7 29,4
Portugalsko 40,5 45,7 13,8
Rumunsko 15,9 64,2 19,9
Slovinsko 24,4 55,2 20,4
Slovensko 26,4 48,6 25,0
Finsko 6,0 55,5 38,6
�védsko 8,1 56,8 35,1
VB 19,1 53,2 27,8
Island 9,5 52,4 38,1
Norsko 10,3 54,1 35,6
�výcarsko 8,0 53,5 38,5
Srbsko 61,4 32,4 6,2
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